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 Suriya Chayatummagoon : Image classification of sugar crystal with Deep 

learning. Advisor: Prof. PRABHAS CHONGSTITVATANA 
  

Nowadays, artificial intelligent control is essential in the situation where 
are shortage of experienced workers. The correct classification of sugar crystals 
during the production process is the basis for the control of the sugar 
crystallization. Correct Classification of sugar crystals is necessary for automatic 
control. This research uses the principles of deep learning with a neural network to 
identify the crystallization of sugar from the actual production process of sugar 
factories in Thailand. Performance of the proposed system was measured and 
compared with the Fine-tuning VGG16 model. It was accurate between 80% and 
94% in identifying sugar crystals in four classes. The results of this study also show 
that this model is more accurate than other models. It can be used with respect to 
monitoring the crystallization of sugar production process. This system can be 
employed for artificial intelligent control system which is based on transcribing 
human expertise. 

 

Field of Study: Software Engineering Student's Signature ............................... 
Academic Year: 2020 Advisor's Signature .............................. 

 

 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 จ 

กิตติกรรมประกาศ 
 

กิตติกรรมประกาศ 
  

ขอกราบขอบพระคุณ ศ.ดร. ประภาส จงสถิตย์วัฒนา อาจารย์ที่ปรึกษาโครงงาน เป็นอย่างยิ่ง
ที ่ได้สละเวลาให้คำปรึกษา คำแนะนำ รวมถึงแนวทางสำหรับการทำโครงงานมหาบัณฑิตนี้ รวมทั้งเป็นผู้ 
ประสานงานให้ความช่วยเหลือแก่นิสิตที่ทำโครงงานทุกคน 

ขอกราบขอบพระคุณ ศ.ดร.บุญเสริม กิจศิริกุล และ รศ.ดร.วิวัฒน์ วัฒนาวุฒิ คณะกรรมการ
คุมสอบโครงงานมหาบัณฑิตเป็นอย่างยิ่ง ที่ได้กรุณาแนะนำแนวทาง รวมถึงการ ตรวจสอบและแก้ไข
โครงงานมหาบัณฑิตนี้ ขอกราบขอบพระคุณ ผศ. ดร. ทวิตีย์ เสนีวงศ์ ณ อยุธยา อาจารย์ผู้ประสานงาน
โครงงาน มหาบัณฑิตที่ได้สละเวลาให้ความช่วยเหลือแก่นิสิตที่ทำโครงงานทุกคน 

ขอขอบคุณ คณาจารย์ทุกท่านในภาควิชาวิศวกรรมคอมพิวเตอร์ จุฬาลงกรณ์มหาวิทยาลัย ที่ 
ให้คำแนะนำ ความรู้และแนวทางการทำโครงงานนี้ 

  
  

สุริยะ  ชยะธรรมกูล 
 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

สารบัญ 

 หน้า 
 .......................................................................................................................................................... ค 

บทคัดย่อภาษาไทย ............................................................................................................................ ค 

 ........................................................................................................................................................... ง 

บทคัดย่อภาษาอังกฤษ ........................................................................................................................ ง 

กิตติกรรมประกาศ............................................................................................................................. จ 

สารบัญ .............................................................................................................................................. ฉ 

1.1 ความเป็นมาและความสำคัญของปัญหา ...................................................................................... 1 

1.2 วัตถุประสงค์ของโครงงาน ........................................................................................................... 1 

1.3 ขอบเขตของโครงงาน .................................................................................................................. 1 

1.4 ขั้นตอนการดำเนินโครงงาน ........................................................................................................ 2 

1.5 ประโยชน์ที่คาดว่าจะได้รับ .......................................................................................................... 2 

1.6 ผลงานตีพิมพ์ .............................................................................................................................. 2 

2.1 แนวคิดและทฤษฎี ...................................................................................................................... 3 

3.1  การรวบรวมข้อมูล ................................................................................................................... 17 

3.2 การเตรียมข้อมูล Data Preparation and Image augmentation ......................................... 18 

4.1 Simple DCNNs. ...................................................................................................................... 22 

4.3 Principal Component Analysis: PCA ................................................................................. 24 

4.4 Custom head ........................................................................................................................ 27 

บรรณานุกรม ................................................................................................................................... 35 

ประวัติผู้เขียน .................................................................................................................................. 38 

 

  



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

บทที่ 1 
บทนำ 

1.1 ความเป็นมาและความสำคัญของปัญหา 

กระบวนการเคี่ยวตกผลึกยังคงจะต้องอาศัยพนักงาน ช่างเคี่ยวน้ำตาลที่มีประสบการณ์ 

สำหรับควบคุมกระบวนการเคี่ยวตกผลึกให้มีคุณภาพ แต่การฝึกฝนช่างเคี่ยวน้ำตาลนั้นต้องอาศัย

ระยะเวลานานประกอบกับช่างเคี่ยวน้ำตาล แต่ละคนนั้นมีความสามารถและความชำนาญที่ไม่เท่ากัน 

ดังนั้นจึงส่งผลต่อประสิทธิภาพในการผลิตของโรงงาน อีกทั้งค่าแรงของช่างเคี่ยวน้ำตาลที่มี

ประสบการณ์นั้นมีราคาสูงกว่า เมื่อเทียบกับพนักงานควบคุมกระบวนการในตำแหน่งอ่ืน  ช่างเคี่ยว

น้ำตาลที่มีประสบการณ์นั้น จะเป็นที่ต้องการของตลาดแรงงานในอุตสาหกรรมนี้ ทำให้โรงงานน้ำตาล

ต่างประสบปัญหาขาดแคลนทั้งด้านบุคลากรในตำแหน่งนี้เสมอมา อีกท้ังได้รับแรงบันดาลใจจาก 

กระบวนการควบคุมเคี่ยวตกผลึกน้ำตาลที่กำลังทดสอบในญี่ปุ่นเมื่อต้นปี ค.ศ. 2020 โดยใช้ Digital 

Image Processing (1) ภาพผลึกท่ีคมชัดจะถูกส่งไปยังคอมพิวเตอร์อย่างต่อเนื่องในห้องควบคุม ซึ่ง

ซอฟต์แวร์เฉพาะจะใช้อัลกอริทึมเฉพาะกับแต่ละภาพและคำนวณ รวมถึงค่าสัมประสิทธิ์การแปรผัน 

และค่าเฉลี่ยของช่องว่างระหว่างผลึก อัตราส่วนคิดเป็นเปอร์เซ็นต์ของอนุภาพขนาดเล็กที่ไม่ใช่ผลึก 

และจำนวนเม็ดในแบบเรียลไทม์ เกณฑ์ที่ปรับได้สำหรับตัวแปร จะถูกใช้เพ่ือตรวจจับและเตือนให้

ทราบถงึความไม่สอดคล้องเช่น การปรากฏตัวของสิ่งปนเปื้อน การสร้างผลึกที่ไม่ถูกต้อง ขนาดผลึกท่ี

ไม่ดีในเวลาที่กำหนด 

1.2 วัตถุประสงค์ของโครงงาน 

• เพ่ือศึกษากระบวนการและประยุกต์ใช้ Image classification โดย Deep learning 

• เพ่ือเรียนรู้ขั้นตอนวิธีในการสร้างโมเดล DCNNs, Transfer learning และ Fine-tuning  

• เพ่ือสร้างโมเดลเพ่ือใช้ในการทำนายรูปผลึกน้ำตาลในกระบวนการผลิตได้อย่างแม่นยำ 

• เพ่ือนำเอาความรู้ที่ได้เรียนมาพัฒนาใช้งานในอตุสาหกรรม 

1.3 ขอบเขตของโครงงาน 

• โมเดลที่สร้างข้ึนนี้จะสามารถแยกรูปผลึกน้ำตาล 4 classes 

• การทดลองรูปถ่ายจากกระบวนการเคี่ยวตกผลึก เป็นน้ำตาลชนิดรีไฟน์ อยู่นอกฤดูหีบอ้อย) 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 2 

• ชนิดหม้อเค่ียวตกผลึกท่ีใช้เป็นแบบ Batch type โดยใช้สภาวะการเค่ียวภายใต้สุญญากาศ 

• การเก็บรูปผลึกจะเลือกเฉพาะ Batch type ที่กระบวนการปรกติ โดยคุมสภาวะที่  (Fine 

syrup input 200 IU, brix 65o and color product 20 IU) 

• ทดสอบและประเมินผลความแม่นยำของโมเดลนี้ จะใช้รูปถ่ายการผลึกน้ำตาลชนิดเดียวกัน

และหม้อเคี่ยวเดียวกันในสภาวะที่กล่าวมาข้างต้นเท่านั้น 

1.4 ขัน้ตอนการดำเนินโครงงาน 

• ศึกษาและทำความเข้าใจเกี่ยวกับ Image classification และงานวิจัยที่เกี่ยวข้อง 

• ศึกษาและทำความเข้าใจเกี่ยวกับการตกผลึกน้ำตาล และงานวิจัยที่เกี่ยวข้อง  

• ออกแบบการทดลองเก็บรูปผลึกท่ีมีคุณภาพให้ได้ตามจำนวนรูปที่ต้องการ 

• เลือกเครื่องมือที่ใช้ในการทำ Deep learning ที่เหมาะสม 

• ทดสอบและประเมินผลวิธีวิจัยระบบที่พัฒนาขึ้นเพื่อสนับสนุนแนวคิดในงานวิจัยนี้ 

• จัดทำบทความทางวิชาการและนำเสนอ 

• สรุปผลแนวทางการวิจัย ข้อเสนอแนะและจัดทำเล่มโครงงาน 

1.5 ประโยชน์ที่คาดว่าจะได้รับ 

• ได้รับโมเดล ที่สามารถทำนายรูปถ่ายผลึกจากสถานะจากกระบวนการระหว่างการเคี่ยวตก

ผลึกน้ำตาตรงตามที่ช่างเคี่ยวสังเกตได้ 

• ได้วิธีการรับแต่งค่ารูปผลึก เพ่ือให้มีความเหมาะสมในการสร้างโมเดล 

• ได้วิธีการสร้างโมเดล การออกแบบโครงสร้างโมเดลจากการทดลองนี้ 

• สามารถนำวิธีการนี้ไปปรับใช้ในการทำ Digital image processing กับกระบวนการตกผลึก

ชนิดอื่นได้  

1.6 ผลงานตีพิมพ์ 

Suriya Chayatummagoon, Prabhas Chongstitvatana, “Image classification of 
sugar crystal with Deep learning”,  2021 -  13th International Conference on Knowledge 
and Smart Technology (KST), Jan 2021 
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บทที่  2 
เอกสารและงานวิจัยที่เกี่ยวข้อง 

2.1 แนวคิดและทฤษฎี 
 

ในการต้มเคี่ยวน้ำเชื่อมและการตกผลึกน้ำตาล เป็นกระบวนการสำคัญที่อาจถือได้ว่าเป็น

กระบวนการหลัก ที่จะเปลี่ยนรูปของน้ำตาลที่อยู่ในรูปสารละลายน้ำเชื่อมที่เป็นของเหลวเป็นผลึก

น้ำตาลในรูปที่เป็นผลึกแข็ง โดยหลักการทั่วไปของกระบวนการตกผลึกนั้น จะต้องดึงความร้อนแฝง

ของการกลายเป็นผลึกของแข็ง ออกจากสารละลายที่ต้องการตกผลึก เพ่ือทำให้เกิดการเปลี่ยน

สถานะจากของเหลวเป็นของแข็งที่อุณหภูมิของการตกผลึกนั้น ดังนั้นกระบวนการตกผลึกจึงต้อง 

ทราบถึงความสัมพันธ์ของการกระจายตัวของมวลสาร ที่ต้องการตกผลึกในเฟสของเหลวและเฟส

ของแข็ง  ขั้นตอนวิธีการทำให้เกิดสภาวะความอ่ิมตัวยิ่งยวดของสารละลายเข้มข้น และกระบวนการ

เลี้ยงผลึกให้ได้ขนาดตามมาตรฐานข้อกำหนด ทั้งนี้จะต้องควบคุมท้ังขั้นตอนการต้มเคี้ยว ขั้นตอนการ

ตกผลึก ขั้นตอนการเลี้ยงผลึก และข้ันตอนการปั่นแยกผลึก เพ่ือให้ได้ปริมาณผลึกน้ำตาลออกมาให้

มากที่สุด ทั้งนี้ในขั้นตอนการต้มเค่ียวและตกผลึกน้ำตาลทรายนี้จะควบคุมได้ยากกว่าสภาวะปกติ

ทั่วไป  

เนื่องจากของเหลวที่เก่ียวข้องในขั้นตอนนี้จะอยู่ในรูปของน้ำเชื่อมที่มีความเข้มข้นสูงมาก(2) 

มีความข้นหนืดสูงมากการควบคุมการไหล หรือการเคลื่อนย้ายผ่านระบบท่อจึงทำได้ยากท้ังยังต้อง

คำนึงการถ่ายเทความร้อนในระบบด้วย ซึ่งในแต่ละช่วงระดับของความเข้มข้นอ่ิมตัวยิ่งยวดนี้ แบ่ง

ออกตามค่าสัมประสิทธิ์ของความเข้มข้นอ่ิมตัวยิ่งยวด (2) คือ ค่า SC. ตั้งแต่ 1.00 – 1.20 เรียกว่า

ช่วง metastable zone ค่า SC. ระหว่าง 1.20 – 1.30 เรียกว่าช่วง intermediate zone และ 

ตั้งแต่ค่า SC. 1.30 – 1.40 เรียกว่าช่วง labile zone ซึ่งแต่ละช่วงสามารถนำมาประยุกต์ใช้ในการ

ควบคุมกระบวนการตกผลึกน้ำตาลได้ซึ่งขึ้นอยู่กับเทคนิคของแต่ละโรงงาน แต่ละช่วงที่มีการแบ่ง

ระดับของความเข้มข้นอ่ิมตัวยิ่งยวดนี้จะมีลักษณะเฉพาะของน้ำเชื่อมดังรูปที่ 1 
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รูปที่ 1 ความสัมพันธ์ของสภาวะโซนของการเกิดผลึกน้ำตาล  

ช่วง metastable zone เป็นช่วงที่น้ำเชื่อมมีความเข้มข้นเกินจุดอิ่มตัวเล็กน้อยจะมีจำนวน

โมเลกุลของน้ำตาลมากเกินจุดอ่ิมตัว แต่ยังไม่มีความหนาแน่นมากพอที่โมเลกุลของน้ำตาลจะมาเกาะ

เกี่ยวกันเป็นนิวคลีไอได้ ในช่วงนี้น้ำเชื่อมไม่สามารถเกิดนิวเคลียสหรือเกิดผลึกขึ้นได้เอง แต่ถ้ามีการ

เติมนวิเคลียสลงไปให้กับน้ำเชื่อมแล้ว  

ช่วง intermediate zone เป็นช่วงที่น้ำเชื่อมมีความหนาแน่นของโมเลกุลน้ำตาลมากข้ึนจน

ทำให้บางจุดของน้ำเชื่อมสามารถเกิดนิวคลีไอขึ้นมาได้เองและจะค่อยๆมีขนาดใหญ่ขึ้น ซึ่งในขณะที่

เกิดผลึกไปแล้วนั้นอาจจะมีนิวคลีไอใหม่เกิดขึ้นมาทำให้ผลึกท่ีได้จะมีขนาดต่างกัน แต่ถ้ามีการควบคุม

และกระตุ้นให้เกิดนิวคลีโออย่างเหมาะสมแล้วจะทำให้เกิดผลึกได้อย่างรวดเร็ว 

ช่วง labile zone เป็นช่วงที่น้ำเชื่อมมีความเข้มข้นมากจนมีจำนวนโมเลกุลของน้ำตาล

ซูโครสหนาแน่นและอยู่ชิดกันมากจนเกิดนิวคลีไอได้อย่างอิสระมากมาย จนไม่อาจควบคุมปริมาณ

และขนาดของผลึกที่จะเกิดขึ้นได้เลย ในช่วงความเข้มข้นอิ่มตัวยิ่งยวด และเป็นช่วงที่สารละลาย

น้ำเชื่อมมีความหนืดมากจนควบคุมการตกผลึกได้ยากมากหรืออาจไม่สามารถควบคุมได้เลย 

2.2 ทฤษฎีการเรียนรู้เชิงลึก Deep learning 
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ความรู้เกี่ยวกับการเรียนรู้เชิงลึก Deep learning (3) เป็นแนวคิดในการให้คอมพิวเตอร์

เรียนรู้เข้าใจข้อมูลที่ได้รับ โดยมีสถาปัตยกรรมการเรียนรู้ข้อมูลของคอมพิวเตอร์มากมาย 

Convolutional neural networks นำมาใช้เพ่ือสกัดเอาลักษณะเด่นจนทำให้ทราบถึงผลลัพธ์หรือ

รูปแบบจากภาพถ่าย การทำงานของ Convolutional neural networks(4) เป็นกระบวนการแบบ 

feed-forward มีส่วนของ hidden layer นั้นจะมี Convolutional layers เพ่ิมข้ึนมาเป็นส่วนที่ใช้ใน

การฟิลเตอร์ภาพ  โดยมี kernel function เพ่ือใช้แปลงคุณลักษณะและเพ่ือแยกองค์ประกอบออกมา 

เช่น ขอบรูป สี ลักษณะรูปทรงเป็นต้น ก่อนจะนำมาผ่าน activation function ที่ช่วยแปลงค่าให้อยู่

ในรูปที่ผลให้ได้ผลลัพธ์ดียิ่งขึ้น รวมถึงส่วนที่เรียกว่าพูลลิ่ง (pooling) โดยส่วนนี้จะทำหน้าที่ปรับ

ขนาดของข้อมูลให้มีขนาดเล็กลง โดยที่รายละเอียดของข้อมูลนั้นยังคงเดิม และในส่วนสุดท้ายก็จะ

เป็น Fully connected layer ที่จะคอยเชื่อมต่อในแต่ละชั้นเข้าด้วยกัน ดังรูปที่ 2 

รูปที่ 2 กระบวนการ Convolutional neural networks ในการจำแนกผลึก outputs 4 classes 

โดยกระบวนการที่กล่าวมาข้างต้นนี้จะแบ่ง ขั้นตอนออกเป็น 4 ขั้นตอนหลัก 

• การทำคอนโวลูชัน (Convolution, channel, kernel)  

• การขจัดความเป็นเชิงเส้น (relu: Activation function rectified linear) 

• การทำพูลลิ่ง (Max, average pooling) 

• การเชื่อมต่อกันของแต่ละเลเยอร์อย่างสมบรูณ์ (Fully connected) 

 

 

 

2.2.1 คอนโวลูชัน (Convolution) 
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        คอนโวลูชันจะเป็นกระบวนการที่ให้สามารถสกัดเอาลักษณะเด่นของรูปถ่ายออกมา โดยใช้ค่า

พิกเซล และค่าพิกเซลจะประกอบด้วยกันใน  3 Channel คือ สีแดง (Red), สีฟ้า (Blue), สีเขียว

(Green)  

รูปที ่ 2 การแทนค่าพิกเซลของรูปสีขาว-ดำ นั้นด้วยตัวเลขตั้งแต่  0 - 255 

แทนค่าด้วยตัวเลขที่บอกความเข้มของสีนั้นๆ โดยมีค่าตั้งแต่  0 ถึง  255    (แทนความเข้มจาก
น้อยไปหามาก) โดยในการทำรูปขาวดำแชนแนลของรูปนั้นจะมีเพียงหนึ่งแชนแชลเท่านั้นคือ 
แชนแนลของสีดำซึ่งตัวเลข 0 คือสีขาวแล้วจะไล่ระดับความเข้มไปจนถึงตัวเลข 255 คือสีดำ ดัง
รูปที่ 2 

รูปที ่3 จำลองเมทริกซ์ที่ได้จากชุดข้อมูลรับเข้าและเมทริกซ์ Filter 
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ซ่ึงแต่ละชดุการคำนวณน้ีนั้นจะทำการเก็บค่าไว้เป็นข้อมูลในแบบจำลองเมทริกซ์ของคอนโวลู
ชัน ซึ่งในแต่ละรูปที่ถ่ายได้นั้นจะมีชุดค่าเมทริกซ์ที่ต่างกันไป โดยข้อมูลนำเข้า 5 x 5 pixels ที่เป็น
รูปขาวดำ โดยที่นี้กำหนดค่าเป็น 0 พิกเซลเป็นสีขาวส่วนค่า 1 เป็นพิกเซลสีดำและมีการกำหนด
เมทริกซ์อีกชุดหนึ่งขึ้นมาเพ่ือใช้เป็นตัวกรองค่า (Filter) ไปเก็บไว้ในเมทริกซ์ชุดที่เล็กกว่า เราเรียก
เมทริกซ์กรองค่าชุดนี้ว่า เคอเนล (Kernel) เพ่ือทำหน้าที่ตัวจับลักษณะและสกัดข้อมูลที่
สำคัญ  feature detector ดงัรูปที่ 3 

รูปที ่4 แสดงหลักการทำงานของ filter ค่าและการกำเนิดเมทริกชุดใหม่หรือฟีเจอร์แมพ 

ตัวอย่างการคำนวณ  
1 x 1 = 1 , 1 x 0 = 0 , 1 x 1 = 1  1 , 0 , 1 
0 x 0 = 0 , 1 x 1 = 1 , 1 x 0 = 0  0 , 1 , 0    = 1 + 1 + 1 + 1 =   4 
0 x 1 = 0,  0 x 0 = 0 , 1 x 1 = 1  0 , 0 , 1 

เมทริกซ์ที่ทำหน้าที่เป็นตัวกรองค่าจะเคลื่อนไปทั่วภาพและคูณค่าเก็บไว้ในเมทริกซ์ชุดใหม่ดัง
รูปที ่4 ซึ่งเราเรียกเมทริกซ์ใหม่นี้ว่าคอนโวลฟีเจอร์ convolved feature หรือ ฟีเจอร์แมพ(1-13) 

 

2.2.2 การขจัดความเป็นเชิงเส้น (relu: activation function rectified linear) 
       หลังจากได้ทำการคอนโวลูชันรูปผลึกและได้ฟีเจอร์แมพมาแล้ว เราจะนำมาปรับแต่งให้ฟีเจอร์
แมพนั้นไม่มีลักษณะเชิงเส้นด้วยวิธีการ  relu ทำการแทนที่ผลของ pixels ที่มีค่าเป็นเชิงลบในฟีเจอร์
แมพ จุดประสงค์ของการทำ  relu นั้นเพื่อให้ Convolutional neural network เรียนรู้ข้อมูลที่ไม่
เป็นเชิงเส้นจากรูปดังกล่าว เมื่อนำรูปนั้นเข้าสู่กระบวนการที่เป็นฟีเจอร์แมพเข้ามาทำ  relu โดยสีดำ
ในรูปเป็นค่าเชิงลบส่วนสีขาวในรูปจะมีค่าเป็นเชิงบวก เมื่อทำการขจัดด้วย relu จะมีค่าที่ได้เพียงค่าที่
เป็นเชิงบวกเท่านั้น ซึ่งส่งผลให้ convolutional neural network นี้เกิดการเรียนรู้ข้อมูลที่ได้รับมา
จากข้ันตอนการตรวจสอบรูปรูปก่อนหน้า ตลอดจนข้อมูลนั้นจะถูกแปลงมาอยู่ในรูปของ non-linear 
ซึ่งจะส่งผลให้สามารถเพ่ิมประสิทธิภาพรูปของ network นี้ด้วย 
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2.2.3 การทำพูลลิ่ง (pooling) 
        การพูลลิ่ง ช่วยลดมิตขิองฟีเจอร์แมพลงแต่ยังคงรักษาข้อมูลสำคัญไว้ ซึ่งการพลูลิ่ง (pooling) 
สามารถจำแนกเป็นประเภทต่างๆได้เช่น พูลลิ่งด้วยค่าสูงสุด (max pooling), ค่าเฉลี่ย (average 
pooling) ผลรวม ซ่ึงการพลูลิ่งทำให้ผลลัพธ์ที่ได้มานั้นมีขนาดเล็กและจัดการได้ง่ายขึ้น นอกจากนี้ยัง
ช่วยลดจำนวนของพารามิเตอร์และการคำนวณที่เกินจำเป็นใน network 
        ในกรณีที่ต้องการพูลลิ่งด้วยค่าสูงสุด เราจะกำหนดหน้าต่างหนึ่งขึ้นมา ตัวอย่างในที่นี้สมมติให้
หน้าต่างมีขนาด 2 x 2 pixels และหน้าต่างนี้จะทำการเคลื่อนทีทีละ 2 pixels ไปจนทั่วเมทริกซ์ของ
ฟีเจอร์แมพเพ่ือทำการเก็บค่าสูงสุดในทุกๆ 2 pixels ตามรูปที่ 5 ซ่ึงนอกจากนี้ การพลูลิ่ง (pooling) 
จะทำตามจำนวนแชนแนล (channel) ของรูปซึ่งในกรณีรูปสีเราจะได้รับผลลัพท์ออกมาถึงสาม
ผลลัพธ์ เมื่อฟีเจอร์แมพที่ผ่านการทำ relu เข้ามาทำการพูลลิ่ง pooling  
 

 
รูปที ่5 แสดงการพูลลิ่งแบบมากท่ีสุด (max pooling) 

  



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 9 

2.2.4 การเชื่อมต่อกันของแต่ละเลเยอร์อย่างสมบรูณ์ (Full Connected Layer) 
        กระบวนการ Convolution, relu และการ pooling กระบวนการทั้งสามนี้ เป็นกระบวนการ
ทีท่ำซ้ำได้หลายครั้งและในขั้นสุดท้ายมีการเชื่อมต่อกันของแต่ละชั้นอย่างสมบูรณ์ Fully connected 
layer ผลลัพธ์จากคอนโวลูชนัและพูลลิ่ง นั้นให้ลักษณะเด่น (High-Level Features) ของรูปที่รับเข้า
มา และชั้นสุดท้ายเพ่ือนำลักษณะเด่นไปทำการคัดกรองรูปที่รับเข้าให้อยู่ในรูปของ classes ดังรูปที่ 6 

 
          รูปที่ 6 การเชื่อมต่อกันของแต่ละชั้นอย่างสมบูรณ์ Full connected layer  
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2.3 ทฤษฎีการ Transfer Learning 
        เนื่องจาก Deep learning จะมีปัญหาเรื่องใช้ระยะเวลาในการฝึก ตั้งแต่ต้นจนจบกระบวนการ
ที่นานและมีความซับซ้อนมี ตัวแปร (weight) จำนวนมากซึ่งในการเริ่มต้นฝึกโมเดล Deep learning 
ที่ซับซ้อนขนาดนี้ตั้งแต่ต้น (Weight initialization ด้วยค่า random) นั้นต้องใช้ทั้งข้อมูล dataset 
ขนาดใหญ่และใช้พลังการประมวลผลมหาศาลอีกท้ังต้องใช้เวลานานหลายวัน จนอาจถึงนานหลาย
สัปดาห์กว่าจะได้โมเดลที่มีประสิทธิภาพ ดั้งนั้นการใช้ Transfer learning จึงเทคนิคที่ช่วยลดเวลา
การฝึกโมเดล Deep learning ด้วยการนำบางส่วนของโมเดลที่ฝึกเรียบร้อยแล้วกับงานที่ใกล้เคียงกัน
มาใช้เป็นส่วนหนึ่งของโมเดลใหม่  

ImageNet dataset กว่า 15,000,000 ภาพความละเอียดสูงซี่งมีจำนวน 22,000 classes 
ส่วน ILSVRC (The ImageNet large scale visual recognition challenge) การแข่งขันท่ีจัดโดย
บริษัท google โดยใช้ข้อมูล subset ของ ImageNet โดยจะมีประเภทของภาพ 1,000 classes ซ่ึง
ในแต่ละ classes จะมีรูปภาพอยู่ประมาณ 1,000 ภาพ ทำให้มี dataset ของ ILSVRC รวมประมาณ 
1,000,000 ภาพเพ่ือในใช้การฝึกโมเดล โดยโมเดลที่นำมาใช้ในงานวิจัยนี้คือ Inception-v3, 
ResNet50-v2 และ VGG16  
 
2.3.1 Inception-v3 
 Inception-v3 (3) (1st ILSVRC-2015) ถูกกล่าวถึงในงานวิจัย (13) ซึ่งเป็นโมเดลที่ได้รับการ
พัฒนาโดย Google ซึ่งถูกต่อยอดจาก Inception2,1 (ซึ่งมาจากการพัฒนามาจาก GoogLeNet-
2012) โดยการลดโครงสร้างภายในออกเป็น 5 Step  คือ Inception Module A จำนวน 5 Module 
(1), Grid Size of Reduction Step1 จำนวน 1 Module(2), Inception Module B จำนวน 4 
Module(3), Grid Size of Reduction Step2 จำนวน 1 Module(4), Inception Module C 
จำนวน 2 Module(5) และ Head (8x8x2048) สามารถแยก output ได้ 1,000 classes ดังรูปที ่7 

รูปที่ 7 โครงสร้าง Inception-v3 
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พัฒนาให้ Inception-v3 มี parameter ลดลงจากเดิม แต่ยังคงมีประสิทธิภาพสูงโดยการ
ปรับปรุง convolutions เดิมที่ 5x5 ลงเหลือ 3x3 pixels และ maxpooling เดิมที ่ 3x3 ลงเหลือ 
2x2 pixels ซึ่งวัตถุประสงค์ของการออกแบบ 1x1 convolution ต้องการให้ shape outputs ขา
ออกเป็น tensor เช่นกำหนด (N, F, H, W) ซ่ึง N คือ batch size, F คือ จำนวนของ convolution 
filters ส่วน H,W คือ spatial ของมิติ  ดังรูปที่ 8 

รูปที่ 8 โครงสร้าง inception module ประกอบด้วย convolution and maxpooling เลเยอร์ 
 

โดยภายในของ inception module กรณี input ข้อมูลเข้ามามี 3 สีคือ RGB ในที่นี้เรา
สามารถเปรียบเทียบได้กับการทำ feature map ดังรูปด้านซ้าย ซึ่งสมมุติว่าเราต้องการผลลัพธ์ 
feature map เพียง 1 ค่านั้นถูกทำได้โดยใช้ convolution ขนาด 1x1 pixels ที่มีการขยับที่ 1 
stride  ดังรูปที ่9 โดยค่า weight ที่คูณในแต่ละชั้นของ RGB นั้นจะมีค่าที่ไม่เท่ากันส่งผลให้ค่าที่ได้ใน
แต่ละพิกเซล หลังการทำ feature map นี้จะมีท่ีเป็นลักษณะเฉพาะ  
 

 
รูปที่ 9 การทำ feature map ของตัวอย่าง RGB โดยใช้ 1x1 convolution layer 
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2.3.3 VGG16 

โมเดล VGG (5)  ย่อมาจาก Visual Geometry Group ซึ่งเป็นกลุ่มนักวิจัยจาก Oxford 
ทำการพัฒนาสถาปัตยกรรมนี้ขึ้นมา และท่ีได้รับความสนใจมากจากการแข่งขัน ILSVR ปี ค.ศ. 2014 
และเป็นที่นิยมจนถึงปัจจุบัน โดยสิ่งที่เป็นจุดเด่นของ VGG16 คือการแทนที่ hyperparameter 
จำนวนมาก เน้นไปที่การออกแบบ เลเยอร์ conv2D 3x3 pixels, 1 stride และการใช้ same 
padding  และ maxpooling 2x2 pixels, 2 stride แบบเดียวกันตลอดทั้งโครงสร้าง โดยชื่อของ 
VGG16 หมายถึงมี 16 ชั้นที่มีน้ำหนักเครือข่ายนี้เป็นเครือข่ายที่ใหญ่และมีพารามิเตอร์ประมาณ 138 
ล้าน ดังรูปที่ 10 

  

 

รูปที่ 10 ภาพโครงสร้าง VGG16  
 
 
2.3.2 ResNet50-v2  

ResNet (7) มาจาก Deep residual Network  ถูกนำเสนอในงานวิจัย Deep residual 
learning for image recognition ซึ่งแก้ปัญหาเรื่อง vanishing gradient ซึ่งเกิดขึ้นกับโครงข่ายที่มี
ความลึกค่อนข้างมากซ่ึงมีจำนวนชั้นของ network ถึง 152 เลเยอร์ ( 8 เท่าของโมเดล VGG16)  โดย
ใช้เทคนิคการออกแบบ module ที่มีลักษณะทางลัดลงใน network ตัวโครงข่ายนี้ประกอบด้วยกัน 4 
block ตามรูปที ่ 15 โดยจำนวนที่มีพารามิเตอร์สำหรับฝึกทั้งหมดคือชั้นที่เราใช้เรียกชื่อ เช่น 
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ResNet50 จะหมายถึงจำนวน 50 เลเยอร์ ซึ่งจะอธิบายขนาดว่า [3, 4, 6, 3] ซึ่งคือ (3 + 4 + 6 + 3) 
x 3 = 48 ชั้น + 2 ชั้น  = 50 ซ่ึง ResNet ที่นิยมใช้จะเป็น ResNet18,  ResNet34,  ResNet50,  
ResNet101 และ  ResNet152 ซึ่งในงานวิจัยนี้ได้ใช้ ResNet50 อ้างอิงงานวิจัย [2] ดังรูปที่ 11 

รูปที่  11 ResNet50-v2 architecture 
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2.4 ทฤษฎีการวิเคราะห์องค์ประกอบหลัก (Principal Component Analysis : PCA) 

เป็นการปรับแกนเพื่อทำให้องค์ประกอบที่สัมพันธ์กันมาอยู่ด้วยกัน (10) เพ่ือสามารถลดมิติ
ได้ หมายถึง ทำให้เก็บข้อมูลขนาดเล็กลง และลดสิ่งรบกวนหรือ noise เราเข้าใจมันง่ายขึ้นและส่งผล
ให้ความคะเน่ เนื่องจากบางแกนมีความแตกต่างของข้อมูลน้อย หรือแกนไหนมีความแตกต่างของ
ข้อมูลที่มาก ทำให้เราสามารถตัดแกนที่มีความแตกต่างข้อมูลที่น้อยนั้นออกไป โดยไม่คำนึงถึงได้  การ
ลดนี้ทำให้ลดความซับซ้อนและขนาดข้อมูลได้ ดังรูปที่ 12 

 
รูปที่ 12 แสดงความสัมพันธ์ PCA 

จากภาพแกน  x1 และ x2 ข้อมูลอย่ตามแนวทแยงซึ่งถ้าสังเกตข้อมูลเกาะอยู่ทั้งในแนวของ 
x1มาก x2 ก็จะมากด้วย จะสามารถทำได้โดยการหมุนแกนจาก x1 ไป y1 และ x2 ไปยังแกน y2 ก็
จะพบว่าแกน y1 นั้นมีความสำคัญโดยข้อมูลจะมี variance ในแนวที่แคบ lamda 2 > lamda 1  
ซึ่งสามารถสรุปได้ว่า y2 ไม่มีความสำคัญสามารถตัดทิ้งได้ (เราต้องหมุนแกน เพ่ือให้ได้ค่าว่าแกนหนึ่ง
มีการกระจัดกระจายมาก ส่วนอีกแกนมีการกระจัดกระจายน้อย โดยเราจะทำการตัดแกนที่มีการ
กระจัดกระจายน้อยทิ้ง)การคำนวณ coordinate จากการหมุนแกน   

ซึ่งการปรับแกนเพ่ือทำให้องค์ประกอบที่สัมพันธ์กันมาเกี่ยวพันกัน จะสามารถลดมิติของ
ข้อมูลได้ เนื่องจากบางแกนมีความแตกต่างกันข้อมูลน้อยทำให้เราสามารถตัดแกนนั้นออกไปได้ การ
ลดมิติทำให้ให้เราลดความซับซ้อนและขนาดของข้อมูลได้  การตัดสัญญาณรบกวน และเป็นการเพ่ิม
ความถูกต้องของข้อมูลมากข้ึนได้ 
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2.5 ทฤษฎีการปรับแต่ง Fine-tuning  
ในที่นี้จะขอกล่าวถึงการใช้ตัวอย่างการ Transfer learning โดยใช้ model Inception-v3 

ซึ่งสามารถโหลดได้จาก https://keras.io/api/applications/inceptionv3/ ซ่ึงจะประกอบด้วย 2 
ส่วนคือ base model และ head model โดมมีคำสั่งที่ใช้ในการโหลด base model inception v3 
เข้ามาใช้งานดังนี้ กรณีเปลี่ยน head model ให้เปลี่ยน include top จาก true เป็น ดังรูปที่ 13 

 

           รูปที่ 13 โครงสร้าง networks ของโมเดล Inception-v3 ที่มีการ custom head 

       จากนั้นจึงทำการเพ่ิม layers ที่เราต้องการและทำการฝึกแบบ fix weight และ bias ในส่วน
ของ base model และทำการตรวจสอบค่าความแม่นยำของโมเดลที่เพ่ิม head layers เข้าไป ซึ่ง
กรณีท่ีมีความแม่นยำต่ำเราอาจทำการ Fine-tuning  ซึ่งการ Fine-tuning นี้เหมาะกับงานใหม่และ 
ใช้ dataset ใหม่เพ่ือให้โมเดลมีประสิทธิภาพที่ดีขึ้น โดยอาจเทรนในบางส่วนของ base model หรือ
ทั้งหมดของ network เลยก็ได้ดังรูปที่ 14     

รูปที่ 14 โครงสร้าง networks ของโมเดล Inception-v3 ที่มีการ fine-tuning 

 

Base model Custom head 

Base model (Fix weight, bias) Base model (Training) Custom head 

https://keras.io/api/applications/inceptionv3/


 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 16 

2.6 เอกสารและงานวิจัยที่เกี่ยวขอ้ง 
งานวิจัย Classification of crystallization outcomes using deep convolutional 

neural networks (1) ได้ทำการค้นคว้าภาพผลึกจาก 5 แหล่งข้อมูล โดยใช้ข้อมูลประมาณเกือบครึ่ง

ล้านรูปมาทำการจำแนกประเภทโดยใช้ Convolutional neural network การใช้เครื่องจักรมา

เรียนรู้จดจำผลึก ได้รวบรวมรูปการทดลองผลึกโมเลกุลขนาดโมเลกุลประมาณครึ่งล้านรูปจากหลาย

แหล่ง โดยอัลกอริทึมการเรียนรู้ของเครื่องจักรที่ทันสมัยได้รับการเทรน และทวนสอบในส่วนต่างของ

ชุดข้อมูลนี้ พบว่ามีรูปภาพการทดสอบมากกว่า 94% สามารถทำนายประเภทของผลึกได้อย่างถูกต้อง  

งานวิจัย Monitoring sugar crystallization with deep neural networks (13) 

ทำการค้นคว้ารูปผลึกจากโรงงานน้ำตาลในประเทศจีน ซึ่งเข้าได้ใช้ภาพผลึกจำนวน 1,000 ภาพ 

จากนั้นให้ช่างเคียวที่มีประสบการณ์ 3 คนลงความเห็นในการแบ่ง classes ผลึกนำ้ตาลเป็น 5 

classes โดยใช้โมเดล Transfer learning ทั้งหมด 4 โมเดล ซึ่งโมเดล ResNet50-v2.  มีความ

แม่นยำสูงสุดคือสามารถทำนายผลึกทั้ง 5 classes  อยู่ระหว่าง  83% ถึง 99% โดยนำมาประยุกต์ใช้

ในงานวิจัยคือรูปแบบงานวิจัยโดยรวมเหมือนกัน ซึ่งมีการนำใช้ model  มาเทรนซึ่งเป็นโมเดลสร้าง

เองไว้เปรียบเทียบ 1 โมเดล simple DCNNs ส่วน 3 โมเดลเป็นการโหลดมาจาก keras ใช้ข้อมูลภาพ

ผลึก 1,000 ภาพ แบ่ง classes โดย training set 80% และ testing set 20% 

งานวิจัย Techniques for classifying sugar crystallization images based on 

spectral and the use of neural networks (6) วิธีการเก็บตัวอย่างของผลึกน้ำตาล โดยใช้การ

ถ่ายแบบสเปกตรัม จากกระบวนการผลิตจริงที่โรงงานในประเทศสเปน โดยได้นำค่าสเปกตรัมมาเข้า 

Neural network แบบ Learning vector quantization เพ่ือแยกประเภทผลึก output 4 classes 

(two sizes, deformed crystals, homogeneous and three or more size  
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บทที่  3 
Method of Data Collection  

3.1  การรวบรวมข้อมูล 

ทำการการเก็บข้อมูลตัวอย่างของผลึกน้ำตาล โดยใช้บันทึกภาพผลึกน้ำตาลการถ่ายภาพส่อง

ผ่าน sight glass และผ่านแว่นขยายขนาด 10 เท่า ที่ระดับกลึงกลางของหม้อเคี่ยวตกผลึกน้ำตาล  

(อ้างอิงตำแหน่งจากทดสอบของประเทศญี่ปุ่นซึ่งใช้ระบบส่องผลึกแบบ digital image processing) 

จากนั้นใช้ช่างเคี่ยวที่ชำนาญในการเคี่ยวตกผลึกน้ำตาลจำนวน 5 คน มาทำการติด label เพ่ือแยก

ประเภทภาพถ่ายผลึกน้ำตาล โดยมีจำนวนของภาพผลึกน้ำตาลที่ใช้ทั้งหมด (data set) 1,000 ภาพ 

แบ่งเป็นชุดข้อมูลฝึก (training set) 800 ภาพ และชุดข้อมูลทดสอบ (testing set) 200 ภาพโดยการ

ถ่ายรูปผลึกจากนั้นนำภาพผลึกนั้น มาคัดแยกโดยช่างเคี่ยวที่มีประสบการณ์เพ่ือแบ่งผลึกออกมา 4 

classes โดยแยกตามโซนของสภาวะการเกิดผลึกสัมประสิทธิ์ความอ่ิมตัวยิ่งยวด (supersaturation 

coefficient) คือ unsaturated, metastable, intermediate และ labile  จำนวนภาพถ่ายผลึกที่

เก็บได้ในแต่ละโซนนั้นควรจะเก็บอย่างน้อยโซนละประมาณ 250 ภาพ ดังแสดงในตารางที่ 1 

ตารางที ่1 ข้อมูล class ของประเภทผลึกท่ีทำการแยกและจำนวนรูปผลึกที่ทำการเก็บข้อมูล 

Class 
No. Images 

Training Dataset Testing Dataset 

Unstaturated Zone 200 50 

Metastable Zone 200 50 

Intermediate Zone 200 50 

Labile Zone 200 50 
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3.2 การเตรียมข้อมูล Data Preparation and Image augmentation 

เพ่ือเพ่ิมประสิทธิภาพในชุดข้อมูลฝึก (Training set) 80% โดยขั้นตอนดังรูปที่ 15 มาปรับเพ่ิม
คุณภาพรูปภาพเพ่ือเพ่ิมประสิทธิภาพของชุดข้อมูลฝึกโดยใช้ Tensorflow import keras ผ่าน
ฟังก์ชัน image data generator ซึ่งเป็นการทำ real-time augmentation โดยลดภาระ Ram ของ
เครื่องระหว่างการ augmentation ซึ่งกำหนดค่าการดังนี้  

• ทำการปรับ Rotation range  = 45 degree  

• ทำการปรับ Width shift range = 20% 

• ทำการปรับ Height shift range  = 20% 

• ทำการปรับ Brightness range = 20-40% 

• ทำการปรับ Shear range  = 20% 

• ทำการปรับ Horizontal flip  = True 

• ทำการปรับ Vertical flip  = True 
 

 
รูปที่ 15 ภาพรวมข้ันตอนการ augmentation และดำเนินการทดลอง 
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3.3 ขั้นตอนการสร้างชุดข้อมูลสำหรับการทำ data set 
3.3.1 นำข้อมูลรูปภาพทั้งหมด upload ขึ้น google drive จากนั้นทำการสร้าง file dataset สร้างชุด
ข้อมูลโดยใช้สร้างโปรแกรมในการคัดแยกภาพผลึกทั้งหมดโดยใช้ IDE colab และทำการ mount 
google drive โดยสั่งให้สร้าง directory = sugar_dataset_kaggle และ subdirectory = train/ 
และ test/ จากนั้นทำการสร้าง part ใน train และ test folder แยกตาม classes ทั้ง 4 ดังรูปที่ 16  

 
รูปที่ 16 แสดงขั้นตอนการแยก path data set ในขั้นตอนการเตรียมข้อมูล 

รูปที่ 17 แสดงโปรแกรมการแบ่งข้อมูลโดยการสุ่มเพ่ือสร้าง data set สำหรับฝึกและทดสอบ 
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ซึ่งจะทำการไปดึงข้อมูลมาจาก path labeling_data2 ซึ่งทำการอ่านไฟล์ .jpg 
[name_classes] . 1-250.jpg มาสร้างเป็น data set โดยกำหนด seed เพ่ือป้องกันภาพซ้ำกันในการ
สุ่มชุดข้อมูล และทำการแบ่ง train set 80% และ test set 20% ดังรูปที่ 17 เมื่อแบ่งชุดข้อมูล
เรียบร้อยแล้วจะได้ข้อมูลดังภาพด่านล่าง ซึ่งเป็นตัวอย่างของ train set ดังรูปที่ 18 

รูปที่ 18 แสดงข้อมูล train set ภายในทั้ง 4 classes จากโปรแกรมสุ่มแบ่งภาพผลึก  
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3.3.2 การนำข้อมูลเข้า Kaggle Competition  

โดยทำการ zip และ upload ขึ้นบน Cloud ของ Kaggle Private เพ่ือสร้าง Project และ 
IDE. เนื่องจาก Kaggle มีการเก็บข้อมูลที่มีความไว้ในการอ่านสูงเพราะข้อมูลถูกเก็บในลักษณะ 
cloud storage ได้ด้วยเพื่อสะดวกต่อการดู notebook และการตามรอยเอกสารรวมถึงรองรับการ
ทำงานเป็นทีมด้วย โดยใน project  ดังรูปที่ 19 และเมื่อเสร็จ Project สามารถ deploy 
environment ผ่านการ download ทั้ง Docker image ซึ่งสามารถได้จาก link ของ Project ของ
เราได้ทันทีเพ่ือนำไปใช้งานต่อไป 

รูปที่ 19 แสดงข้อมูลการสร้าง Project บน Kaggle หลังจาก upload data set 
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บทที่  4 
Create Model Simple DCNNs and Transfer Learning 

4.1 Simple DCNNs. 
ใช้ภาษา python 3.8 , tensorflow 2.3, keras 2.4.3 บน Cloud Kaggle โดยใช ้TPU v3-

8 (tensor core processor unit 16 GB HBM twin MXUs) การออกแบบโมเดล simple DCNNs  
(4) มี Input layer = 150x150x3 จากนั้นเข้ากระบวนการ convolution โดยออกแบบเป็น 4 step 
ซึ่งใช้ conv2d มี filter ขนาด 3x3 โดยขยับทีละ strids=1 จำนวน layer 16 ,32, 64,128ตามลำดับ 
โดยทุก step จะทำการลดขนาดมิติผ่าน MaxPooling2D ที่มีขนาด filter=2x2  

รูปที่ 20 ภาพรวมของโครงสร้างโมเดล Simple DCNNs 

Step 1  

Conv2D : 16 channel, filter 3x3 stride 1, relu   
MaxPoolinge2D 2x2 stride 2 

Fully Connected 

▪ Flatten() 
▪ Dense[1] = 128, activation relu 

▪ Output = 4 , avtivation softmax  

Step 2 

Conv2D : 32 channel, filter 3x3 stride 1, relu   
MaxPoolinge2D 2x2 stride 2 

Step 3 

Conv2D : 64 channel, filter 3x3 stride 1, relu   
MaxPoolinge2D 2x2 stride 2 

Step 4 

Conv2D : 128 channel, filter 3x3 stride 1, relu   
MaxPoolinge2D 2x2 stride 2 
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ในส่วนของ Fully connected จะทำโดยผ่านการ flatten() ซึ่งจะเปลี่ยนชนิดข้อมูลให้เป็น 
vector ที่เป็น array ขนาด 1 มิติ และส่งเข้า network โดยออกแบบ layer แรกเป็น dense 128 
โดยใช้ activation = relu และ output layer เป็น dense 4 โดยใช้ activation softmax ในส่วน
ของการ compile model โดยใช้ optimizer = adam และ batch size = 64 และมีการคิด loss 
แบบ sparse catageorical crossentropy เพ่ือให้ค่า output เป็น onehot encoding วัด
ประสิทธิภาพระหว่างการฝึก แต่ละรอบโดยใช้ metrics = accuracy และ learning rate ที่ 0.001 
และการ fit โดยแบ่งข้อมูลแบบ validation set = 20%  และ batch size = 64 กำหนดการฝึก 50 
epochs และกำหนดสิ้นสุดการฝึกโดยใช้ early stopping โดยดูจากค่า loss ใน validation set ไม่
ลดลงใน 3 รอบสุดท้ายของการฝึก (patience = 3)  

 
4.2 Pre-trained 3 models 

การทดลองที่สองใช้การถ่ายทอดการเรียนรู้[8] การฝึกโมเดลการเรียนรู้เชิงลึกที่ซับซ้อน 
(transfer learning) ตั้งแต่เริ่มต้น (การเริ่มต้นด้วยน้ำหนักด้วยค่าสุ่ม) ต้องใช้ทั้งข้อมูลการฝึกอบรม
ขนาดใหญ่และพลังในการคำนวณสูง ดังนั้นการใช้การเรียนรู้แบบถ่ายทอดจึงเป็นเทคนิคท่ีได้รับความ
นิยมเนื่องจากจะช่วยลดเวลาในการฝึก โมเดลขนาดใหญ่ที่ผ่านการฝึกแล้วบางส่วนกับงานที่คล้ายกัน
เป็นส่วนหนึ่งของโมเดลใหม่ ผลลัพธ์ของโมเดลที่ได้รับการ pre-trained จะถูกใช้เพ่ือดึงคุณสมบัติผ่าน
ตัวแปรใหม่แบบเชื่อมทุกเลเยอร์ (fully dense) จะถูกดึง latent feature (สร้างโดยโมเดล transfer 
leaning ผ่านการ load weight จาก imagenet) คุณสมบัติเหล่านี้ใช้เป็นอินพุตสำหรับโมเดล 
machine learning ในชั้น fully connected ดังรูปที่ 21 

รูปที่ 21 การวิเคราะห์ latent feature จาก pre-trained model 
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4.3 Principal Component Analysis: PCA 

เมื่อดึงคุณสมบัติแฝง latent feature ออกมาเปรียบเทียกับข้อมูลที่เราทำการ label ทั้ง 4 
classes และจากแกน decomposition : n_components แบบ 2 มิต ิ  PCA จึงถูกนำไปใช้เพ่ือ
หลีกเลี่ยง (ลดมิติอย่างน้อยลงของแกนที่ปรับแล้ว) จากนั้นเราทำการสังเกตและเลือกโมเดลที่เรา
ต้องการผ่านการเทียบประสิทธิภาพของการทำนายของทั้ง 3 เมื่อเราใช้ transfer learning ที่แตกต่าง
กันสามแบบ คือ inception-v3 ,VGG16 และ ResNet50-v2  
 
4.3.1 Inception-v3 pre-trained model and PCA. 
 เอาค่าน้ำหนักจาก ImageNet แล้วนำมา pretrained model ส่งค่า feature vector ขา
ออกของ model inception-v3 โดยคิดจาก width, height, channel คือค่า x, y และ z 
ตามลำดับนำมาคูณกับ 3x3x2048 = 18,432 มาทำการวิเคราะห์ PCA ก่อนเข้าจากการโมเดล pre-
trained  มาทำการ custom head ดังรูปที่ 22 

รูปที่ 22 PCA Projection of pretrained model inception-v3 
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4.3.2 VGG16 pre-trained model and PCA. 
 เอาค่าน้ำหนักจาก ImageNet แล้วนำมา pretrained model ส่งค่า feature vector ขา
ออกของ model inception โดยคิดจาก width, height, channel คือค่า x, y และ z ตามลำดับ
นำมาคูณกับ 4x4x8192 = 8,192 มาทำการวิเคราะห์ PCA ก่อนเข้า Custom head ดังรูปที่ 23 

 
รูปที่ 23 PCA Projection of pretrained model VGG16 
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4.3.3 ResNet50-v2 pre-trained model and PCA. 
 เอาค่าน้ำหนักจาก ImageNet แล้วนำมา pretrained model ส่งค่า feature vector ขา
ออกของ model inception โดยคิดจาก width, height, channel คือค่า x, y และ z ตามลำดับ
นำมาคูณกับ 5x5x2048 = 51,200 มาทำการวิเคราะห์ PCA ก่อนเข้า Custom head ดังรูปที ่24 

 

 
รูปที่ 24 PCA Projection of pretrained model ResNet50-v2  
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4.4 Custom head  
การนำโมเดล inception-v3, ResNet50-v2 และ VGG16 จากข้ันตอน pre-trained โดยใช้ 

weight จาก ImageNet มาทำการ custom head และทำการ flatten โดยเพ่ิมชั้น Dense  128 
โดยใช้ activation = relu และกำหนดชั้นสุดท้ายเป็น dense 4  เพ่ือกำหนด output โดยใช ้
activation softmax ทำการ validation split = 20%  และ compile model โดยใช้ optimizer 
= adam และ batch size = 64 และมีการใช้ loss แบบ sparse catageorical crossentropy 
เพ่ือให้ค่า output เป็น onehot encoding วัดประสิทธิภาพระหว่างการฝึก แต่ละรอบโดยใช้ 
metrics = accuracy และ learning rate ที่ 0.001 และ ทำการฝึก 50 epochs และกำหนดสิ้นสุด
การฝึกโดยใช้ earlyStopping โดยดูจากค่า loss ใน validation set ไม่ลดลงใน 3 รอบสุดท้ายของ
การฝึก (patience = 3) ดังรูปที่ 25 

 

รูปที่ 25 แสดงโครงสร้าง custom head ที่เป็น fully connected ของ Inception-v3 
  



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 28 

บทที่  5 
ผลการวิเคราะห์ข้อมูล Simple DCNNs และ Transfer Leaning 

เมื่อทำการฝึกจนครบทั้ง 4 Simple DCNNs, inception-v3, VGG16 และ ResNet50-v2 
นำค่า accuracy และ loss ระหว่างการฝึกมาแสดงความสัมพันธ์ในแต่ละ Step ของ epoch ที่ทำ
การฝึกระหว่างค่า accuracy และค่า loss ในชุด train และ validation  ดังรูปที ่26 

5.1 สร้างสร้าง function ที่ใช้ในการ plot accuracy และ loss ดังนี้ 

รูปที่ 26 แสดง function ในการ plot กราฟแสดงความสัมพันธ์ accuracy และ loss 
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5.2 วิเคราะห์ความสัมพันธ์จากข้อมูลหลังทำการฝึก 

5.2.1 Simple DCNNs ดังรูปที ่27

 
 

รูปที่ 27 กราฟแสดงความสัมพันธ์ระหว่าง accuracy, loss กับ epochs ของ Simple DCNNs 
 
Simple DCNNs มีค่า  

Accuracy_validation (ความแม่นยำ = 0.7875 ) 
Loss_ validation (ค่าความผิดพลาด = 0.4544 ) 

 

5.2.2 inception-v3-tf custom head  
Accuracy_val (ความแม่นยำ = 0.9125 ), Loss_ val (ค่าความผิดพลาด = 0.4276) ดังรูปที่ 28 

 
รูปที่ 28 กราฟแสดงความสัมพันธ์ระหว่าง accuracy, loss กับ epochs ของ inception-v3 
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5.2.3 กราฟ VGG16-tf custom head  
Accuracy_val(ความแม่นยำ = 0.9312 ), Loss_ val (ค่าความผิดพลาด = 0.1860) ดังรูปที่ 29

 
รูปที่ 29 กราฟแสดงความสัมพันธ์ระหว่าง accuracy, loss กับ epochs ของ VGG16 

 
 

5.2.4 กราฟ ResNet50-v2-tf custom head  
Accuracy_val (ความแม่นยำ = 0.9250 ), Loss_ val (ค่าความผิดพลาด = 0.4215 ) ดังรูปที่ 30 

 
รูปที่ 30 กราฟแสดงความสัมพันธ์ระหว่าง accuracy, loss กับ epochs ของ ResNet50-v2 

ตารางที่ 2 เปรียบเทียบประสิทธิภาพการ Simple DCNNs และ Transfer learning 3 models  

Models Accuracy Precision Epochs 

     Simples DCNNs 60.5 6.0 24 

     Inception-v3-tf 78.5 78.8 14 

     VGG16-tf 85.0 87.4 24 

     ResNet50-v2-tf 83.0 84.7 9 
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บทที่  6 

Improvement Fine-tuning model 
การเพิ่มประสิทธิภาพโมเดลโดยการปรับแต่ง 

6.1 k-fold cross validation  

 โดยนำโมเดล Transfer Learning VGG16 จากนั้นตอนเบื้องต้นนั้นมาใช้เทคนิคท่ีนิยมในการ
สร้างและทดสอบโมเดล Machine learning โดยใช้การ Resampling ซึ่งจะทำการเป็นข้อมูลเป็น
จำนวน k เท่าๆ กันเพ่ือทำการสร้างและทดสอบโมเดล (train และ validate) คำนวณค่าเฉลี่ย 
accuracy (11) ก่อนนำไปทำนายในชุดข้อมูล test set เช่นการแบ่งข้อมูลออกเป็น  k = 10 ชุด 
จากนั้นทำการ แบ่งข้อมูลชุดฝึก max_samples = 80% และ validation_set = 20% ซึ่งการศึกษา
วิธีการนี้เพ่ือจะดูว่าสามารถเป็นการช่วยลด bias ของเวลาที่ฝึกโมเดลตลอดยังลดปัญหาการเกิด 
overfitting เทียบกับการวิธีอ่ืนดังรูปที ่31 และ 32 

 

 
รูปที่ 31 แสดง Estimator 10 fold การสร้างโมเดลและการตั้งค่า  
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รูปที่ 32 คำสั่งวน loop ของ estimator 10 fold model 

 
6.2 Fine-tuning  custom model latest 5 layers  

เนื่องจากโมเดล VGG16 มีจำนวนเลเยอร์ทั้งหมด 19 เลเยอร์จึงทำการปรับ 5 เลเยอร์สุดท้าย
ของโมเดลโดยการ ปรับแต่งเลเยอร์นี้จะแปลง 5 เลเยอร์ดั้งเดิมของ VGG16 เป็นขนาด Conv2d = 
3x3 pixels และมี 256 channel (layer 1), maxpooling2d ขนาด 2x2 pixels (layer 2), flatten 
(layer 3), dense = 128 และ activation = relu (layer 4) และ outputs dense = 4 และ 
activation = softmax โดยใช้  optimizer = adam และมี learning rate ที่ 0.001 และ batch 
size ขนาด 64 ทำการฝึก 50 epochs และกำหนดสิ้นสุดการฝึกโดยใช้ early stopping ซึ่งในการ
ทดลองจะทำท้ังแบบ fixed-weight และแบบไม่ fixed-weight เพ่ือดูประสิทธิภาพของโมเดล  

 
ผลลัพธ์การฝึก ดังรูปที่ 33 Accuracy_val(ความแม่นยำ = 0.9187 ), Loss_ val (ค่าความ

ผิดพลาด = 0.2145)  

 
 
รูปที่ 33 กราฟแสดงความสัมพันธ์ระหว่าง accuracy, loss กับ epochs ของ VGG16 fixed weight 
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6.3 ไม่ Fixed-weight in base model 14 layers  
เหมือน 6.2 แต่ไม่ fixed weight ระหว่างการฝึก โดยใช้คำสั่ง model.trainable = True 

โดยผลลัพธ์การฝึกดังรูปที ่Accuracy_val (ความแม่นยำ = 0.9438), Loss_ val (ค่าความผิดพลาด 
= 0.2204) ดังรูปที ่34 

 
 

รูปที่ 34 กราฟแสดงความสัมพันธ์ระหว่าง accuracy, loss กับ epochs VGG16 ไม่ fixed weight 

 

โดยสามารถสรุปภาพรวมของการเพ่ิมประสิทธิภาพของโมเดล VGG16 จากข้ันตอนแรกเพ่ิม
หาโมเดลที่มีประสิทธิภาพดีที่สุดของ 4 โมเดลนี้ได้ค่าดังตารางที่ 3 

 

ตารางที่ 3 เปรียบเทียบประสิทธิภาพการ Fine tuning  

Fine-tuning VGG16 models Accuracy Precision Epochs 

a) Custom head 85.0 87.4 24 

b) Estimator 10 folds 84.0 86.8 41 

c) Custom last 5 fixed weight 86.5 89.0 14 

d) Custom last 5 fixed non-weight 86.0 86.5 22 
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บทที่  7 
บทสรุป 

การทดลองความแม่นยำในการทำนายแม่นยำสุดที่คลาส 4 คือ 94% และคลาส 1 คือ 88% 

ส่วนคลาส 2 และ 3 เท่ากับ 82% และ 80% ตามลำดับ มีข้อสังเกตคือ unsaturated (class 1) 

ในช่วงแรกของการทดสอบการเคี่ยวผลึกน้ำตาลนั้นจะมีขนาดผลึกท่ีแตกต่างจากช่วงที่ metastable 

(class 2) ส่งผลให้มีการทำนายที่สูงขึ้นเมื่อเทียบ intermediate (class 2) โดยมีค่าความแม่นยำใน

การทำนายต่ำสุด เนื่องจากรูปแบบผลึกน้ำตาลจะใกล้เคียงกับ metastable (class 3) ดังรูปที ่35 ซ่ึง

การเค่ียวน้ำตาลนี้อาจมาสภาวะของไอน้ำที่ไม่คงที่เนื่องจากอยู่ระหว่างการซ่อมบำรุงหม้อไอน้ำหลัก  

รูปที่ 35 แสดง confusion matrix multiclass ของ VGG16 fixed weight (c)  

ในงานวิจัยนี้ใช้การเรียนรู้เชิงลึกเพ่ือตรวจสอบการตกผลึกของน้ำตาล ข้อมูลนี้รวบรวมจากฤดูการหีบ
อ้อยปี 2562/2563 ของโรงงานน้ำตาลในประเทศไทย แบบจำลองนี้มาจากข้อมูลภาพของการตกผลึก
ของน้ำตาลจากกระบวนการผลิตจริง มีการใช้ความเชี่ยวชาญของช่างจำลองประสบการณ์ 5 คนเพ่ือ
ตรวจสอบความถูกต้องของชุดข้อมูล ทีผ่่านการวิเคราะห์คุณลักษณะ เวกเตอร์ในกระบวนการเรียนรู้
การถ่ายโอนโมเดลที่มีความแม่นยำและแม่นยำสูงสุดคือ VGG16 กำหนด 5 ชั้นสุดท้ายโดยใช้น้ำหนัก
คงท่ี ความแม่นยำในการทำนายของทั้งสี่คลาสอยู่ในช่วงระหว่าง 80% ถึง 94% โมเดลนี้สามารถใช้
เพ่ือการควบคุมกระบวนการอัตโนมัติต่อไป (9)  
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