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บทคัดย่อ 

การผลิตฮาร์ดดิสก์เป็นอุตสาหกรรมที่ส าคัญของประเทศไทย กระบวนการผลิตมีความซับซ้อนสูงและประกอบด้วย
เครื่องจักรอัตโนมัติจ านวนมากท างานการผลิตอย่างต่อเนื่อง  เมื่อมีเหตุการณ์ผิดปกติเกิดขึ้นสายการผลิตจะหยุดการท างาน  
และทีมวิศวกรจะวินิจฉัยโดยระบุและค้นหาแหล่งที่มาของข้อผิดพลาดในหมู่เครื่องจักรเหล่านั้น  และแก้ไขให้ถูกต้องอย่าง
รวดเร็ว ในสายการผลิตเครื่องจักรอัตโนมัติทั้งหมดติดต่อกับเครื่องบริการโดยบันทึกเป็นแฟ้มไว้อย่างต่อเนื่อง  วิศวกรใช้แฟ้ม
บันทึกเหล่านี้ในการวินิจฉัยสาเหตุของข้อผิดพลาด  งานวิจัยนี้ใช้วิธีการเรียนรู้ของเครื่องจักรเพื่อแจ้งเหตุการณ์ที่เกิดความ
ผิดปกติในแฟ้มล็อก  ผลการทดลองแสดงให้เห็นว่าการตรวจสอบมีความถูกต้องมาก  และสามารถช่วยให้ทีมงานวิศวกร
ด าเนินการวินิจฉัยได้รวดเร็วและมีประสิทธิภาพ 
 

ค าส าคัญ: การผลิตฮาร์ดดิสก์  ชุดประกอบหัวอ่าน  แฟ้มล็อก  การเรียนรู้ของเครื่อง  ต้นไม้ตัดสินใจ 
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Detection of Machines Anomaly from Log Files in Hard Disk Manufacturing 

Process using Decision Trees 
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Abstract 

Hard disk manufacturing is an important industry in Thailand.  The production line of its 
manufacturing process is highly complex and consists of hundreds of automated machines running a 
continuous flow production.  When an anomaly event occurs, the production line has to be stopped and 
the diagnosis engineering team must identify and locate the source of error with the machines and correct 
it quickly.  In an automated production line, all of the machines are monitored and their log files are sent 
to a server continuously;  engineers then use these log files to diagnose the causes of the errors.  This work 
proposes to use the machine learning method to identify the anomalous events in the log files. such as an 
anomaly  caused by engineers, anomaly from systems, and anomaly from softwares.  The experimental 
results showed that accuracy was 100% using 10-Fold validation, so it is very accurate and it can help teams 
of engineers perform diagnosis quickly and effectively. 
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1. บทน า  

การผลิตฮาร์ดดิสก์ (รูปที่ 1) เป็นอุตสาหกรรมที่
ส าคัญในประเทศไทยสร้างรายได้ถึง 15,000 ล้านดอลลาร์
สหรัฐของมูลค่าการส่งออกและท าให้เกิดการจ้างงานกว่า 
110,000 คนตั้งแต่ปี ค.ศ. 2007 [1]  กระบวนการผลิต
ฮาร์ดดิสก์ประกอบด้วยเครื่องจักรอัตโนมัตินับพันเครื่อง
ท างานอยู่ในเครือข่ายประสานแน่นท างานอย่างต่อเนื่อง [2] 
เครื่องจักรเหล่านี้จะต้องมีการสื่อสารและการท างานร่วมกัน
เพื่อให้สายการผลิตที่ท างานได้อย่างราบรื่น  เพื่อตรวจสอบ
สถานะของเครื่องเหล่านี้ในทันทีประกอบด้วยรายงานจ านวน
มากที่สร้างขึ้นอย่างอัตโนมัติจากเครื่องจักรต่าง ๆ ถูกส่งไป
ยังเครื่องบริการถูกบันทึกไว้เป็นแฟ้มจ านวนมหาศาล  โดย
แต่ละระเบียนไหลไปยังเครื่องบริการตลอดเวลา  เมื่อมีความ
ผิดปกติเกิดขึ้นและสายการผลิตหยุดถือเป็นเรื่องใหญ่  น ามา
ซึ่งการหาสาเหตุของการหยุดชะงักและแก้ไขอย่างรวดเร็ว
โดยทีมวิศวกรวินิจฉัยสาเหตุจากการวิเคราะห์แฟ้มล็อก
จ านวนมากเหล่านั้น 

 

 
รูปที่ 1 ส่วนประกอบของฮาร์ดดิสก์ [2] 

 

 
รูปที่ 2 ชุดประกอบหัวอ่าน / เขียน (HSA) [1] 

 
แฟ้มล็อกจากเครื่องจักรต่าง ๆ มีรูปแบบท่ีแตกต่าง

กัน [3]  และมีข้อความที่ไม่ส าคัญจ านวนมาก  การวิเคราะห์
ปัญหาจากเครื่องจักรที่มีความซับซ้อนจ าเป็นต้องอาศัย
ผู้เช่ียวชาญ  ข้อผิดพลาดมากมายเป็นผลจากพนักงานคุม

เครื่องจักร  ยกตัวอย่างพนักงานคุมเครื่องที่ละเว้นข้อความที่
แสดงผลบนหน้าจอส าหรับเครื่องฉายรังสีเอกซ์เครื่องใหม่  
เนื่องจากมีบ่อยเกินไปและบางข้อความเป็นเรื่องปกติ  แต่ใน
บางข้อความที่ละเลยไปนั้นเกี่ยวข้องกับการตั้งค่าพลังงาน
รังสีเอกซ์  ส่งผลให้เครื่องส่งพลังงานเต็มก าลัง  แทนการ
บ าบัดกลายเป็นฆ่าผู้ป่วย 4 ราย  เนื่องจากการละเลย
ข้อความที่ส าคัญมากเหล่านั้น [4] 

เครื่องคอมพิวเตอร์สร้างแฟ้มล็อกขนาดใหญ่ขึ้นมา
มากมายหลายแฟ้มโดยถูกน ามาใช้ในการวิเคราะห์และเฝ้า
สังเกตการจัดการระบบ  โดยแฟ้มล็อกเหล่านี้อาจมีที่มาจาก
ตั๋วปัญหาต่าง ๆ (trouble tickets)  รายงานสถานภาพ
ระบบต่าง ๆ (system status reports)  ความขัดข้องของ
ฮาร์ดแวร์  (hardware faults) หรือความผิดพลาดของ
ซอฟต์แวร์ (software errors)  แฟ้มล็อกรกไปด้วยข้อความ
ต่าง ๆ ท าให้บดบังผลของปัญหาที่ควรจะถูกค้นพบ  รายงาน 
[3] น าเสนอการสร้างมโนภาพเพื่อกรองสิ่งรบกวนแฟ้มล็อก  
การใช้เครื่องมือนี้ท าให้พบกลุ่มปัญหาที่รุนแรงท่ีสุด  แนวโน้ม
ของช่วงเวลาที่เกิดปัญหา  ปัญหาที่มีที่มาจากตัวประมวลผล  
ปัญหาที่เกิดต่อกันเป็นล าดับต่อกัน  และสาเหตุของปัญหา  
แต่ก็ยังจ าเป็นต้องใช้มนุษย์ในการวิเคราะห์ 

Tingting Gao และคณะ ในปี ค.ศ. 2016 พบว่า
กระบวนการผลิตเต็มไปด้วยสิ่งรบกวน  แม้แต่ผลลัพธ์ของ
กระบวนการผลิตก็อาจมารบกวนกระบวนขาเข้าได้เช่นกัน 
[5] มีงานวิจัยเสนอการตรวจสอบเหตุการณ์ที่เกิดความ
ผิดพลาดในแฟ้มล็อกโดยอัตโนมัติ  ระบบสามารถตรวจสอบ
แฟ้มล็อกได้อย่างทันทีทันใด  และแจ้งทีมวิศวกรเมื่อมีความ
ผิดปกติ เกิดขึ้น Schuster และคณะ ในปี  ค .ศ .  2013 
ประยุกต์ใช้การตรวจสอบความผิดปกติในเครือข่ายระบบ
ควบคุม [6] สามารถระบุต าแหน่งและต้นเหตุที่ก่อให้เกิด
ความผิดปกติ  เครื่องมือนี้สามารถช่วยสนับสนุนวิศวกรใน
การหาสาเหตุที่ส่งผลกระทบต่อสายการผลิตและแก้ไขได้
อย่างรวดเร็ว  นอกจากนี้เทคนิคการเรียนรู้ของเครื่องยัง
สามารถเพิ่ มพูนประสิทธิภาพของระบบ โดยอาศัย
ประสบการณ์จริง [7, 8]  และยังมีการใช้การวิเคราะห์โดยใช้
ต้นไม้ตัดสินใจเพื่อปรับปรุงประสิทธิภาพการผลิต [9]  ดังนั้น  
การเรียนรู้ ของเครื่องสามารถแยกความผิดปกติจาก
สิ่งรบกวน  และชว่ยลดก าลังคนในงานท่ีเกี่ยวข้อง 
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งานของ Schölkopf และคณะ ในปี ค.ศ.2001 
[10] ใช้ Supervised Learning ส าหรับการรู้จ าลายมือว่า
เป็นตัวเลขใด ระหว่าง 0 ถึง 9  โดยปรับปรุงผลงานเดิมจาก
ปี ค.ศ. 2000 ในการบอกความผิดปกติหรือ abnormal 
class  และงานของ Volker Roth 2004, 2006 [11, 12] ใช้ 
Unsupervised Learning ในการรู้จ าใบหน้าระหว่างคนใส่
แว่นธรรมดากับคนใส่แว่นตาด า และตรวจความผิดปกติ  
ส าหรับ one-class classification 

การเรียนรู้ของต้นไม้ตัดสินใจ (Decision Tree) 
เป็นการเรียนรู้โดยจ าแนกประเภท (classification) ข้อมูล
ออกเป็นคลาส (class) ต่าง ๆ โดยใช้คุณลักษณะ (attribute) 
ของข้อมูลในการจ าแนกประเภท ต้นไม้ตัดสินใจ (Decision 
Tree) ถูกพัฒนาโดย Ross Quinlan ในช่ือ ID3 algorithm 
ในปี ค.ศ.1986 [13] พัฒนาต่อเป็น C4.5 ในปี ค.ศ.1993 
[14] ต้นไม้ตัดสินใจมีข้อจ ากัดคือ  ไม่สามารถสร้างต้นไม้
ตัดสินใจที่ดีที่สุดให้ครอบคลุมทุกกรณีได้  และไม่สามารถ
ทดสอบผ่านกรรมวิธีกล่องด า (Black Box Testing) [15] 

งานวิจัยที่เราน าเสนอใช้ต้นไม้ตัดสินใจเช่นกัน  
ข้อมูลที่ใช้ในการสอนน ามาจากสายการผลิตชุดประกอบ
หัวอ่าน/เขียน (HSA) (รูปที่ 2) โดยใช้แฟ้มล็อกประกอบด้วย
ข้อมูลจาก 61 ช่ัวโมงภายในจากวันท่ี 12 ตุลาคม ค.ศ. 2015 
ถึงวันที่ 13 มกราคม ค.ศ. 2016 จะขอกล่าวถึงกระบวนการ
ผลิตฮาร์ดิสก์พอเป็นสังเขบ 

 
2. กระบวนการผลิตฮาร์ดดิสก์  

กระบวนการผลิตฮาร์ดดิสก์ประกอบไปด้วย
เครื่องจักรหลากหลายและสลับซับซ้อน  ชุดประกอบหัวอ่าน 
/เขียน [16, 17] เป็นแขนที่ยึดอยู่ภายในฮาร์ดดิกส์ที่มีการ
เลื่อนพร้อมกับหัวอ่าน/เขียนที่ติดอยู่ที่ปลาย  มีพื้นผิวที่
จัดเก็บข้อมูลหลายชุดท่ีมีหัวอ่าน/เขียนแต่ละชุด  ทุกชุดขยับ
ไปพร้อม ๆ กัน การประกอบต้องใช้ทักษะพิเศษโดยผู้ที่ผ่าน
การฝึกอบรมมาก่อน คนงานจะประจ าในแต่ละสถานี  ท า
การประกอบและตรวจสอบ เครื่องจักรในการประกอบทุก
เครื่องเชื่อมต่อกับเซิร์ฟเวอร์กลางที่ตรวจสอบการด าเนินงาน
ทั้งหมด  พร้อมกับเก็บบันทึกเหตุการณ์ที่เกิดขึ้นเป็นสว่นหนึง่
ของการควบคุมทางสถิติของสายการผลิต 

ส่วนประกอบหลักของชุดประกอบหัวอ่าน/เขียน 
คือ หัวอ่าน/เขียน  สไลเดอร์ แอคโชเอเตอร์ พลีเวิร์ด เฟล็ค 
แอสเซมบลี  วงจรเฟล็ค แบริ่งและวอยซ์คอยล์ มีเจ็ดขั้นตอน
ในการประกอบ  กระบวนการสามารถอธิบายได้ดังต่อไปนี้ 
[1] 

บรรจุ – ประกอบเฟล็คแอสเซมบลีกับหัวอ่าน/
เขียน ใส่รถเข็นรับส่งของโดยพนักงาน 2 คน 

ตอกท าแบบ - ยิงลูกเหล็กเพื่อผูกเฟล็คแอสเซมบลี
กับหัวอ่าน/เขียนเข้าด้วยกัน 

ถ่ายโอน – น าหัวอ่าน/เขียนออกจากรถเข็นรับส่ง
ของ  หลังจากนั้นน าหัวอ่าน/เขียนใหม่เข้าประจ าที่  เพื่อไหล
ต่อไปโดยพนักงาน 2 คน 

เ ช่ื อม  –  เ ช่ื อมต่ อสายไฟฟ้ า ระหว่ า ง เฟล็ค
แอสเซมบลีกับหัวอ่าน/เขียน โดยพนักงาน 2 คน 

ตรึง – หยอดกาวอีพ็อกซี่ไปตามแนวยาวของหาง
หัวอ่าน/เขียน และช่องเสียบ  โดยพนักงาน 2 คน 

วี เ อ็ ม ไ อ  – ก า รต ร วจสอบคุณภาพ เ พื่ อ ห า
ข้อบกพร่องทางกายภาพ  โดยพนักงาน 1 คน 

การทดสอบ - การทดสอบประสิทธิภาพการท างาน
ของไฟฟ้า ด าเนินการโดยพนักงาน 1 คน 
 

 
รูปที่  3 แบบจ าลองกระบวนการประกอบชุดประกอบ
หัวอ่าน/เขียน [1] 

 
3. วิธีวิจัย  

มีหลายสาเหตุที่ แสดงถึ งความผิดปกติของ
เครื่องจักรในสายการผลิต  ที่มีข้อผิดพลาดบางอย่างที่เกิด
จากมนุษย์ เช่น พนักงานป้อนรหัสเครื่องที่ไม่ถูกต้องหรือ
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สิทธิ์การท างานหมดอายุ  ข้อผิดพลาดส่วนมากจะเกิดจาก
การเปลี่ยนแปลงในการก าหนดค่าซอฟต์แวร์บนเครื่องบริการ
และเครื่องจักรควบคุมการผลิต  ตัวอย่างเช่น  การปรับปรุง
ซอฟต์ แวร์ และ เฟิ ร์ ม แวร์   ข้ อผิ ดพลาดอีกอย่ า งคื อ
ข้อผิดพลาดทางกายภาพ เป็นต้นว่าไฟฟ้าดับและความ
ล้มเหลวทางกลของเครื่องจักรในสายการผลิต  ข้อผิดพลาด
เหล่านี้สามารถตรวจพบได้ง่ายดาย  โดยพนักงานท่ีเกี่ยวข้อง  
ส่วนใหญ่ของข้อผิดพลาดที่ส าคัญมักถูกส่งออกมาจาก
ซอฟต์แวร์ที่ไม่สามารถเห็นด้วยตา  เป็นผลให้ไม่สามารถ
แก้ไขได้ทันที   

 
รูปที่ 4 ตัวอย่างของแฟ้มล็อก 

 
เนื่องจากข้อมูลในงานจริงมีข้อมูลไม่สมบูรณ์ 

(incomplete) ข้อมูลรบกวน (noise) ข้อมูลไม่สอดคล้อง 
(inconsistent) จึ งต้ องมี การประมวลผลข้อมู ลก่ อน  ( 
preprocessing) เพื่อดึงลักษณะส าคัญ  ก่อนจะป้อนเข้าสู่
โปรแกรมเรียนรู้ต่อไป  แฟ้มล็อกตั้งแต่วันท่ี 12 ตุลาคม ค.ศ.
2014 ถึงวันท่ี 13 มกราคม ค.ศ.2015  จ านวน 69 แฟ้ม รวม
ขนาด 74.7 MB  ตัดเป็นระเบียนละหนึ่งเหตุการณ์  ข้อมูล
หลังท าการประมวลผล ได้ข้อมูล 104 ,500 ระเบียน 
ประกอบด้วยลักษณะส าคัญ  ทั้งหมด 29 อย่าง ประกอบด้วย
ข้อมูลชนิด Discrete จ านวน 20 อย่าง และข้อมูลชนิด 
Numeric จ านวน 9 อย่าง เมตาเดตาอีก 7 อย่าง ใช้ในการ
วิเคราะห์สาเหตุของการผิดพลาด  ข้อมูลแบ่งเป็นสองกลุ่ม  
เป็นกลุ่มข้อมูลปกติ 104,381 ระเบียนและข้อมูลผิดปกติ 
119 ระเบียน  ซึ่งถูกระบุโดยผู้เช่ียวชาญที่รับผิดชอบในการ
วินิจฉัยของสายการผลิต  คุณลักษณะเหล่านี้สามารถ
ครอบคลุมความผิดปกติที่หลากหลาย  แต่ไม่ใช่ทั้งหมด  
การศึกษาถูกจ ากัดด้วยปริมาณข้อมูลผิดปกติที่หายาก  
เพราะเกิดขึ้นน้อยในโรงงานผลิตระดับหกซิกมา นั่นคือมีของ

เสียไม่เกิน 3.4 ช้ิน ต่อการผลิตหนึ่งล้านช้ิน เช่นโรงงานผลิต
ฮาร์ดดิสก์ 

ลักษณะส าคัญประกอบด้วย 3 กลุ่มใหญ่ ๆ  กลุ่มที่
หนึ่งคือการการบูรณาการข้อมูล (Data Integration) ได้แก่ 
นับค า ต่อหนึ่งหน่วยการเปลี่ยนแปลง (Transaction) จาก
การแจ้งเวลามีสิ่งผิดปกติ ด้วยค าว่า “No Data” “Error” 
“R: ” “A: ” “S: ” “Response Time” “Cert” “Expire” 
“Fail” “Abort” “Block” “Validate” “TX” แ ล ะ  “BR”  
กลุ่มที่สองคือการแปลงข้อมูล (Data Transformation)  ค่า
ต่าง ๆ ท่ีตัดออกมาเป็นความหมายที่มนุษย์สามารถเข้าใจได้ 
ได้แก่ เวลาการตอบสนองต่อหนึ่งหน่วยการเปลี่ยนแปลง  
ข้อความที่ตอบกลับจากระบบจะบันทึกเวลาไว้ด้วย  ช่ัวโมง 
นาที  วินาที ที่เกิดล็อกดังกล่าว  ขนาดแฟ้มล็อก เวลาเริ่มต้น
เวลาสิ้นสุด ของแต่ละรายการการเปลี่ยนแปลง   เวลาที่
ปรับปรุงแฟ้มล็อกครั้งล่าสุด  หมายเลขข้อความ  ความ
ถูกต้องของล าดับการบันทึก  จ านวนบรรทัดต่อรายการ
เปลี่ยนแปลง  เวลาเริ่มต้นที่เริ่มเขียนแฟ้มล็อก  กลุ่มที่สาม
คือการลดข้อมูล (Data Reduction) เช่น ค่าการค านวน
ช่วงเวลาของเวลาเริ่มต้นและสิ้นสุดของแต่ละหน่วยการ
เปลี่ยนแปลง  และช่วงเวลาของเวลาสุดท้ายที่แฟ้มล็อกถูก
ปรับปรุงกับเวลาสุดท้ายของแต่ละการเปลี่ยนแปลง 

 
4. การทดลอง  

การทดลองอาศัยเครื่องมือ Orange canvas [18, 
19, 20, 21]  อันเป็นชุดเครื่องมือส าหรับวิเคราะห์ข้อมูลด้วย
การเรียนรู้ของเครื่องและการท าเหมืองข้อมูล  และเป็น
โอเพนซอร์สพัฒนาจากโปรแกรมภาษา C++ ในปี ค.ศ. 
1996 โดยมหาวิทยาลัยสโลวีเนียและสถาบันเทคโนโลยีลูบลิ
ยานาแล้วต่อยอดด้วยภาษาไพตอนจนถึงปัจจุบัน  แล้ว
กลายเป็นเครื่องมือหนึ่งที่กูเกิ้ลสนับสนุนให้นิสิตนักศึกษา
มากกว่า 10,900 คนจาก 103 ประเทศทั่วโลกเข้ามาพัฒนา
ต่อภายใต้โครงการ “Google Summer of Code” หรือ 
“GSoC” [22] ด้วย ช่ือว่า “Orange at Google Summer 
of Code 2016” [23]  โดยก่อนน าข้อมูลเข้า เครื่องมือ
ดังกล่าว  ผู้วิจัยได้เขียนโปรแกรมประมวลผลก่อน  ด้วย
ภาษาไพตอนเพื่อสกัดสาระในข้อมูลจากแฟ้มล็อกออกมา  
เป็นแต่ละรายการการเปลี่ยนแปลง  โดยแต่ละรายการการ

https://www.google.co.th/search?q=%E0%B9%82%E0%B8%AD%E0%B9%80%E0%B8%9E%E0%B8%99%E0%B8%8B%E0%B8%AD%E0%B8%A3%E0%B9%8C%E0%B8%AA&spell=1&sa=X&ved=0ahUKEwj-qJHg4LPNAhUDtY8KHdMtC8UQvwUIGSgA
https://developers.google.com/open-source/gsoc/
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เปลี่ยนแปลงสะท้อนถึงเหตุการณ์หนึ่ง ๆ  ด้วยวิธีการเรียนรู้
ของเครื่องแบบต้นไม้ตัดสินใจเรียนรู้รูปแบบและแยกแยะ
ข้อมูลที่ปกติและผิดปกติออกมา 

การสอน (Train) และทดสอบ (Test) ใช้ 10-Fold 
Validation กล่าวคือแบ่งข้อมูลออกเป็น 10 ชุดแล้วในชุด
ข้อมูลแต่ละชุดแบ่งออกเป็น 10 ส่วน 9 ส่วนเพื่อสอน และ
อีก 1 ส่วนเพื่อทดสอบ 10 รอบ  แล้วน าค่าความแม่นย ามา
ค านวณได้จากอัตราส่วนระหว่างจ านวนตัวอย่างในชุดข้อมูล
ทดสอบที่ท านายกลุ่มได้อย่างถูกต้องทั้งหมด ได้แผนภาพ
ต้นไม้ดัง รูปที่ 5 

 

 
รูปที่ 5 ต้นไม้ตัดสินใจเพื่อแยกกลุ่มข้อมูลปกติและผิดปกติ 

 
ต้นไม้ตัดสินใจ รูปที่ 5 ด้วยการเลือกคุณลักษณะ

โดยใช้เอนโทรปีด้วยการแต่งกิ่ง (Pruning) แตกใบด้วยค่า
อย่างน้อย 2 ค่า โดยหยุดแยกโหนดด้วยค่าน้อยกว่า 5 ค่า 
โดยจ ากัดความลึกไม่เกิน 100 ช้ัน  ด้วยสีเขียวคือกลุ่มข้อมูล
ที่ปกติ  และสีแดงคือกลุ่มข้อมูลที่ผิดปกติ 

Node 1 ซึ่งเป็นราก  ประกอบด้วยข้อมูลปกติ 
104,381 ระเบียน และผิดปกติ 119 ระเบียน รวมเป็น 
104,500 ระเบียน 

Node 2 เป็นกลุ่มข้อมูลที่ผิดปกติ 72 ระเบียน 
แทนด้วยสีแดงจากการตั้งเง่ือนไขการนับจ านวนค าว่า “No 
Data” เท่ากับสองค า 

Node 3 เป็นกลุ่มข้อมูลปกติจ านวน 104,428 
ระเบียน เง่ือนไขว่าไม่พบค าว่า “No Data” ในรายการการ
เปลี่ยนแปลง 

Node 4 เป็นกลุ่มข้อมูลที่ผิดปกติ 47 ระเบียน 
จากเง่ือนไขจ านวนค าว่า “Error” ต่อรายการเปลี่ยนแปลง
เท่ากับสองค า 

Node 5 เป็นกลุ่มข้อมูลปกติ 104,381 ระเบียน  
จากเงื่อนไขจ านวนค าว่า “Error” ไม่ใช่สองค า 

จากต้นไม้นี้จะพบว่าใช้เพียงสองคุณลักษณะคือ
การนับจ านวนค าว่า “No Data” และค าว่า “Error”  เพื่อให้
เข้าใจสาเหตุอย่างอื่นที่ท าให้เกิดความผิดพลาด  เราจะตัด
คุณลักษณะนับจ านวนค า “No Data” ออกจากระบบเรียนรู้  
ต้นไม้ตัดสินใจจะมีลักษณะเป็นดังรูปที่ 6 

 

 
รูปที่  6 ต้นไม้สินใจที่ตัดคุณลักษณะการนับค าว่า “No 
Data” ออก 

 
ต้นไม้นี้แสดงว่าคุณลักษณะแรกที่ใช้ตัดสินใจคือ 

หมายเลขข้อความเป็น  80003 จากนั้นเป็น นับค าว่า 
“Block”  และนับค าว่า  “Error”  เนื่องจากหมายเลข
ข้อความไม่สามารถน ามาใ ช้ ในทางปฏิบัติ เนื่ องจาก  
หมายเลขจะเปลี่ยนไปตามเวลาที่เครื่องจักรท างาน  เราจะ
ตัดคุณลักษณะนี้ออก  เพื่อดูให้ลึกลงไปอีกว่า  มีคุณลักษณะ
ใดอีกที่เป็นสาเหตุของความผิดพลาด  ได้ต้นไม้ตัดสินใจตาม
รูปที่ 7 

 

 
รูปที่ 7 ต้นไม้สินใจที่ตัดหมายเลขข้อความออก 

 
จะเห็นได้ว่า คุณลักษณะที่บ่งบอกความผิดพลาด

คื อ  error count, log file size, line of transaction, 
response time และ transaction time 
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หลังจากได้แบบจ าลองแล้วทดลองน าแบบจ าลอง
จากรูปที่ 5 การวิเคราะห์แฟ้มล็อกของวันท่ี 2 มกราคม ค.ศ.
2016 จ านวน 5,640 ระเบียน ได้ผลถูกต้องทั้งหมดโดยใช้
เวลาไม่ถึงหนึ่งนาที 
 
5. สรุปและวิจารณ์  

ต้นไม้ตัดสินใจ ซึ่งได้จากการเรียนรู้ข้อมูลจริงใน
สายการผลิต  สามารถน ามาใช้ตรวจสอบความผิดปกติของ
เครื่องจักรจากแฟ้มล็อก  ได้ถูกต้อง 100%  คุณลักษณะที่
ส าคัญ  คือ การปรากฏค าว่า “No data,” “Error,” ขนาด
ของแฟ้มล็อก  จ านวนบรรทัดของเหตุการณ์  เวลาตอบสนอง  
และเวลาที่ใช้ในการลงบันทึก  คุณลักษณะเหล่านี้สามารถ
อธิบายเกี่ยวข้องกับการเกิดความผิดพลาดของเครื่องจักร
ผลิตได้ เช่นค าว่า “No data” สะท้อนถึงความผิดปกติที่มา
จากวิศวกร  และค าว่า “Error” สะท้อนถึงความผิดปกติที่มา
จากระบบ  ขนาดของแฟ้มล็อกที่ใหญ่สะท้อนถึงความ
ผิดปกติของเครื่องจักร  เวลาตอบสนอง  และระยะเวลาที่
เกิดเหตุการณ์มีส่วนบ่งบอกความผิดพลาดเช่นกัน 

การใช้โปรแกรมเพื่อตรวจสอบความผิดปกติของ
เครื่องจักรจากแฟ้มล็อกโดยอัตโนมัติช่วยให้การหาสาเหตุที่
เครื่องจักรท างานผิดพลาด  และการแก้ไขโดยทีมวิศวกร
ผู้ดูแลการผลิตให้สายการผลิตด าเนินการต่อไป  เป็นไปอย่าง
รวดเร็วและแม่นย า  ช่วยลดเวลาที่สายการผลิตต้องหยุดลง  
นอกจากนี้  การวิเคราะห์ต้นไม้ตัดสินใจสามารถท าให้ทีม
วิศวกรเข้าใจสาเหตุที่เครื่องจักรในการผลิตท างานผิดพลาด
ได้ดียิ่งขึ้น  ซึ่งจะน าไปสู่การปรับปรุงกระบวนการผลิตให้ลด
ข้อผิดพลาดลงอีกด้วย 
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