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ปจจุบันการเติบโตของอินเตอรเน็ตเปนไปอยางรวดเร็วมาก มีเว็บเพจจํานวนหลายพันลานเพจที่เขาถึงได
บนอินเตอรเน็ตและมีเว็บเพจหลายลานเพจเกิดขึ้นใหมทุกวัน ผูใชขอมูลบนอินเตอรเน็ตตองใชเวลาและความ
พยายามอยางมากในการคนหาเอกสารที่ตองการ  ระบบคนหาเว็บในปจจุบันครอบคลุมเอกสารเพียงบางสวน
ของเอกสารทั้งหมดบนอินเตอรเน็ต ระบบคนหาเว็บเหลานี้มักคนคืนไดเอกสารที่ไมตรงกับความตองการของ
ผูใชเพราะใชการคนหาตามคําสําคัญ  สวนระบบไดเร็กทอรีโครงขาย เชน Yahoo! จัดโครงสรางของเว็บเพจแยก
ตามหมวดหมูของเว็บเพจ ทําใหสามารถคนคืนเอกสารไดตรงกับความตองการของผูใชมากกวา อยางไรก็ดี
ระบบไดเร็กทอรีโครงขายก็มีขอจํากัดที่ปริมาณเว็บเพจที่ครอบคลุมจะนอยมาก เนื่องจากตองใชแรงงานคน
จํานวนมากในการแบงหมวดหมูของเอกสาร 

ในงานวิจัย เรานําเสนอวิธีการเพ่ือแกปญหานี้โดยการจําแนกประเภทของเว็บเพจออกเปนหมวดหมูอยาง
อัตโนมัติ วิธีการที่นําเสนอนี้ใชเทคนิคของการเรียนรูของเครื่องและการโปรแกรมตรรกะเชิงอุปนัย  หัวขอสําคัญ
ที่เนนทําวิจัยคือ (1) การวิจัยพ้ืนฐานเพื่อเพ่ิมประสิทธิภาพของการโปรแกรมตรรกะเชิงอุปนัย และ (2) การวิจัย
เทคนิคการเรียนรูของเครื่องที่สามารถใชประโยชนจากขอมูลแบบไมมีฉลาก 

การโปรแกรมตรรกะเชิงอุปนัย (ไอแอลพี) สามารถนํามาประยุกตใชกับการจําแนกเว็บเพจเปนหมวดหมู
โดยอัตโนมัติได และมีจุดเดนอยูที่ผูสอนสามารถปอนความรูเบ้ืองตนในรูปแบบของโปรแกรมตรรกะอันดับที่หนึ่ง
ได  ซึ่งจะชวยใหการจําแนกขอมูลทําไดอยางมีประสิทธิภาพยิ่งขึ้น   ไอแอลพีจะใหเอาทพุตเปนเซตของกฎที่
สอดคลองกับตัวอยางสอน อยางไรก็ดีไอแอลพีมีขอดอยที่กฎที่สรางไดอาจไมตรงพอดีกับตัวอยางทดสอบ
โดยเฉพาะขอมูลที่มีสัญญาณรบกวน และทําใหขอมูลเหลานี้ไมสามารถจําแนกหมวดหมูไดอยางถูกตอง ในกรณี
เชนนี้ เราจําเปนตองใชวิธีการที่สามารถหากฎที่ตรงกับขอมูลมากที่สุด ในงานวิจัยนี้ เราใชกระบวนการดึง
ลักษณะสําคัญและวิธีการแบ็กพรอพาเกชันนิวรอลเน็ตเวิรก เพ่ือหากฎที่ตรงกับขอมูลมากที่สุด ผลการทดลองที่
ไดแสดงใหเห็นวา วิธีการดึงลักษณะสําคัญและแบ็กพรอพาเกชันนิวรอลเน็ตเวิรกทําใหการโปรแกรมตรรกะเชิง
อุปนัยมีประสิทธิภาพสูงขึ้น   

นอกจากนั้นในงานวิจัยนี้เรายังไดนําเสนอวิธีการเรียนรูแบบใหมที่เรียกวา การสอนไขวแบบวนซ้ํา ซ่ึง
สามารถใชประโยชนจากขอมูลไมมีฉลากได วิธีการนี้มีขอดีกวาการเรียนรูแบบสอนทั่วไปท่ีตองใชขอมูลมีฉลาก
ทั้งหมดและตองอาศัยแรงงานคนจํานวนมากเพื่อติดฉลากใหกับขอมูล แนวคิดของการสอนไขวแบบวนซ้ําคือการ
รวมตัวแยกแยะยอยสองตัว ซึ่งจะสอนโตตอบกันเองไปมาเพื่อปรับปรุงประสิทธิภาพของระบบโดยรวม เมื่อให
ขอมูลไมมีฉลากสองเซต แตละเซตสําหรับตัวแยกแยะยอยแตละตัว ตัวแยกแยะจะติดฉลากใหกับตัวแยกแยะอีก
ตัว ดวยการโตตอบที่ดีระหวางตัวแยกแยะทั้งสอง ทําใหประสิทธิภาพของระบบโดยรวมคอยๆ ดีขึ้น  ผลการ
ทดลองแสดงใหเห็นวาวิธีการที่นําเสนอสามารถใชประโยชนจากขอมูลที่ไมมีฉลากไดอยางมีประสิทธิภาพ เรายัง
ไดปรับปรุงประสิทธิภาพของการสอนไขวแบบวนซ้ําโดยการใชการโปรแกรมตรรกะเชิงอุปนัยมาเปนตัวแยกแยะ
ยอย  ผลที่ไดพบวา อัลกอริทึมการสอนไขวแบบวนซ้ําชนิดการโปรแกรมตรรกะเชิงอุปนัยสามารถเพิ่ม
ประสิทธิภาพของการสอนไขวแบบวนซํ้าแบบดั้งเดิมไดอยางมาก และมีประสิทธิภาพสูงกวาวิธีการอื่นๆ ทุกวิธีที่
นําทดสอบรวมทั้งการเรียนรูแบบสอนซึ่งใชขอมูลแบบมีฉลากทั้งหมดอีกดวย 
คําหลัก: การทําเหมืองเว็บ, การโปรแกรมตรรกะเชิงอุปนัย, การเรียนรูของเครื่อง 
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With the explosive growth of the Internet, today there are billions Web page accessible 
on the Internet with several million pages being added daily. The user must spend a 
great deal of time and effort looking for document he needs. Web search engines 
available today cover only some fraction of all documents in the Internet, and because 
of the use of keyword search, they also return documents not related to the real user-
interest. Net directory systems, such as Yahoo!, organize their Web resources in 
category-specific style and thus can provide documents better matching the user needs. 
However, these systems have the limitations that the number of Web pages covered by 
the systems is even small as they need a lot of human effort to categorize the 
documents. 

In this research, we propose an approach to solving this problem by automatically 
classifying Web pages into categories. The proposed approach employs the techniques 
of machine learning and inductive logic programming. Two main issues are studied in 
this research; (1) a basic research for improving techniques of inductive logic 
programming, and (2) machine learning techniques that can make use of unlabeled data. 

Inductive Logic Programming (ILP) can be applied to automatic classification of 
Web pages. It has advantage that the user can provide background knowledge in the 
form of first-order logic programs. This makes more efficient classification of data. 
Given training examples and background knowledge as the input, ILP outputs a set of 
rules that is consistent with training examples. However, ILP has disadvantage that the 
obtained rules may not be exactly match with test data, especially noisy data, and thus 
the data cannot be correctly classified. In such a case, we need a method that finds the 
best matching rule. In this work, we employ first-order feature extraction and 
backpropagation neural networks to find the best matching rule. The experimental 
results show that feature extraction and the neural network improve the performance of 
ILP alone.  

In the research, we also propose a new learning method, called Iterative Cross-
Training (ICT) which can make use of unlabeled data. The method has advantage over 
traditional supervised learning which needs all labeled data and requires a lot of human 
effort to label the data. The idea of ICT is to combine two sub-classifiers which 
iteratively train each other for improving the performance of the whole system. Given 
two sets of unlabeled data, each of which is for each classifier, the classifier labels data 
for the other. With good interaction between two classifiers, the performance of the 
whole system is increasingly improved. The experimental results show that the 
proposed method can effectively use unlabeled data. We then further improve the 
performance of ICT by employing an ILP system as a sub-classifier. The results show 
that ICT with ILP gives significant improvement over the original ICT, and performs 
better than other methods tested in our experiment including the supervised learning 
method which uses all labeled data. 

Keywords: Web Mining, Inductive Logic Programming, Machine Learning 
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II. เน้ือหางานวิจัย 

ปจจุบันการเติบโตของเว็บไซตเปนไปอยางรวดเร็วมาก  ในวันหนึ่งๆ มีเว็บเพจ (Web page) เกิดขึ้นใหม
ประมาณ 1.5 ลานเพจ และมีเว็บเพจทั้งหมดมากกวา 1,000 ลานเพจ สํารวจในป 2000 [Pierre, 2000] ทําให
ผูใชขอมูลบนอินเตอรเน็ตประสบความยากลําบากในการคนหาขอมูลที่ตองการ  ระบบคนหาเว็บ (Web search 
engine) หนึ่งๆ ไมสามารถจะคนหาและเก็บขอมูลไดทั้งหมด เนื่องจากจํานวนเว็บเพจที่มีอยูมากมายมหาศาล
และการเพ่ิมปริมาณที่รวดเร็วของเว็บเพจในแตละวัน  สาเหตุหนึ่งที่ผูใชมักไมไดขอมูลที่ตองการก็เพราะระบบ
คนหาสวนใหญ เชน Google[Google], Excite[Excite], AltaVista[AltaVista] ใชการคนหาตามคําสําคัญ 
(keyword) ทําใหเว็บเพจ (Web page) ที่คนคืนมาใหกับผูใชมีเพจท่ีไมตรงกับความตองการของผูใชจํานวนมาก 
แมวาเว็บเพจนั้นจะมีคําสําคัญตรงกับที่ผูใชปอนใหก็ตาม  Lawrence และ Giles [Lawrence & Giles, 1998] ได
ศึกษาพบวา ระบบคนหาเว็บที่มีชื่อเสียงเชน Hotbot[Hotbot], AltaVista, Excite, infoseek[Infoseek] คนหา
ขอมูลโดยไดการครอบคลุม (coverage) เพียงแค 57.5%, 46.5%, 23.1% และ 16.5% ตามลําดับ  นอกจาก
อัตราการครอบคลุมที่ตํ่าแลว  ความแมนยํา (precision) ก็นอยดวย กลาวคือจะมีเพจท่ีไมเกี่ยวของติดออกมา
จํานวนมาก 

ตัวอยางเชน ผูใชคนหนึ่งตองการศึกษาวาเสือ Jaguar มีน้ําหนักโดยเฉลี่ยเทาไร และใชคําสําคัญคือ 
“jaguar” และ “weight” เพ่ือคนหาขอมูลบนอินเตอรเน็ตจากระบบคนหาเว็บ AltaVista ซึ่งมีเปนระบบคนหาเว็บ
ที่มีการรวบรวมเว็บเพจไวทั้งส้ินประมาณ 30 ลานเพจ (สํารวจเมื่อป 1996 [Ma, et al., 1996]) AltaVista จะให
เว็บเพจที่คนคืนมาไดประมาณ 900 เอกสาร  ซึ่งในจํานวนนี้มีเอกสารที่ไมตรงกับความตองการจํานวนมาก เชน
มีขอมูลของรถยนตย่ีหอ Jaguar มีขอมูลของทีมฟุตบอลที่ชื่อ Jacksonville Jaguars  มีขอมูลของ
เครื่องเลนเกมสที่ชื่อ Atari Jaguar และอ่ืนๆ อีกมากมาย  ทําใหผูใชตองสูญเสียเวลาจํานวนมากในการเลือกหา
เอกสารที่ตองการ    ระบบคนหาเว็บเหลานี้แมจะมีขอเสียที่ใหเอกสารที่ไมตรงกับความตองการจํานวนมาก  แต
ก็มีขอดีที่การสรางระบบทําไดคอนขางงายโดยไมตองอาศัยแรงงานคนมากนัก  ซึ่งจะใชหุนยนตเว็บ (Web 
robot) ที่เปนโปรแกรมแบบหนึ่งทําหนาที่รวบรวมเอกสารที่อยูบนเครือขายอยางอัตโนมัติ 

นอกจากระบบคนหาเว็บแลว ผูใชยังสามารถใชระบบไดเร็กทอรีโครงขาย (net directory system) เพ่ือ
คนหาขอมูลบนอินเตอรเน็ตไดเชนกัน  ตัวอยางที่มีชื่อเสียงของระบบประเภทนี้คือ Yahoo! ซึ่งสามารถคนหา
ขอมูลที่ตรงกับความตองการไดมากกวา เนื่องจากขอมูลไดถูกจัดแยกเปนโครงสรางตามหมวดหมู   แตก็มี
ขอเสียที่ปริมาณเว็บเพจที่ครอบคลุมจะนอยกวาระบบคนหาเว็บมาก เนื่องจากตองใชแรงงานคนจํานวนมากใน
การจัดทําไดเร็กทอรีโครงขาย  (มีประมาณ 9 แสนเว็บเพจในการสํารวจเมื่อป 1999 [Mladenic & Grobelnik, 
1999]) 

ดังนั้นจะพบวาปญหาสําคัญ 2 ปญหาท่ีเกิดขึ้นคือ (1) การครอบคลุมต่ํากลาวคือระบบคนหาเว็บหรือระบบ
ไดเร็กทอรีโครงขายมีจํานวนเอกสารที่คนคืนมาไดไมครอบคลุมเพียงพอ และ (2) ความแมนยํานอยกลาวคือ
ระบบคนหาเว็บคนคืนเอกสารที่ไมตรงกับความตองการจํานวนมาก 

งานวิจัยนี้มุงเนนที่จะศึกษาวิจัยถึงแนวทางในการแกปญหานี้  ซึ่งรวมขอดีของระบบทั้งสองประเภทดานบน 
โดยการจัดหมวดหมูของเว็บเพจใหไดอยางอัตโนมัติ  เทคนิคที่จะนํามาใชคือการเรียนรูของเคร่ืองและการ
โปรแกรมตรรกะเชิงอุปนัย และพัฒนาเทคนิคใหมของการเรียนรูของเครื่องที่สามารถเรียนรูจากตัวอยางที่ไมมี
ฉลาก (unlabeled example)  เนื่องจากพบวาในโดเมนของเว็บเพจนั้น  เรามีตัวอยางที่ไมมีฉลาก (ในกรณีนี้คือ
เว็บเพจ) จํานวนมากที่จะนํามาสอนระบบทําเหมืองเว็บ  แตตัวอยางที่มีฉลากนั้น ผูสอนตองทําการติดฉลากกับ
ตัวอยาง  เชน ถาตองการสอนระบบทําเหมืองเว็บใหเรียนรูวา อะไรคือเพจภาษาไทย อะไรคือเพจภาษาอื่น  
ผูสอนตองนําตัวอยางที่ไมมีฉลากมาติดฉลากลงไป ซึ่งเสียแรงงานจํานวนมาก  และวิธีการเรียนรูของเครื่องที่จะ
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นํามาใชกับระบบทําเหมืองเว็บนั้น สวนมากตองการตัวอยางสอนจํานวนมากจึงจะเรียนรูไดอยางถูกตองแมนยํา    
วิธีวิจัยที่จะทําในงานนี้ จึงมุงเนนที่จะใชประโยชนจากตัวอยางที่ไมมีฉลากใหมากที่สุด   

งานวิจัยนี้นําเสนอโมเดลของการสอนแบบใหมที่เรียกวา การสอนไขวแบบวนซ้ําซึ่งใชประโยชนจากตัว
แยกแยะ (classifier) 2 ตัวคือ ตัวแยกแยะราคาแพง (expensive classifier) และตัวแยกแยะราคาถูก (cheap 
classifier)  และจากชุดตัวอยาง 2 ชุดคือ ชุดตัวอยางที่ 1 และ ชุดตัวอยางที่ 2  ซึ่งตัวอยางทั้งสองชุดเปนแบบ
ไมมีฉลากทั้งส้ิน  ตัวแยกแยะทั้งสองจะมีพารามิเตอรที่ตองเรียนจากตัวอยาง  ซึ่งถาเปนตัวอยางที่มีฉลากก็
สามารถเรียนพารามิเตอรไดโดยตรงจากตัวอยาง  แตในกรณีที่เราสนใจคือตัวอยางไมมีฉลากนั้น  ตัวแยกแยะ
ทั้งสองก็นาจะสามารถเรียนรูพารามิเตอรไดเชนเดียวกัน โดยอาศัยการโตตอบและการสอนระหวางกันเอง     
เนื่องจากวาเราตองการใชประโยชนจากตัวอยางที่ไมมีฉลาก ดังนั้นถาตัวแยกแยะไมมีความรูเบ้ืองตนเกี่ยวกับ
โดเมนที่จะเรียนรูเลย การเรียนรูก็ไมสามารถทําได  เราจึงใหความรูเบ้ืองตนกับตัวแยกแยะดวย  ตัวอยางเชน 
ถาตองการใหเรียนรูวาเว็บเพจใดเปนภาษาไทย  เพจใดเปนภาษาอื่น  เราก็จะใหความรูเบ้ืองตนกับตัวแยกแยะ
ราคาแพงในรูปของพจนานุกรมภาษาไทย    ตัวเรียนรูราคาแพงในที่นี้จึงหมายถึงตัวแยกแยะที่มีความรูเกี่ยวกับ
โดเมนอยูบาง และใชการคํานวณมาก  สวนตัวแยกแยะราคาถูกไมจําเปนตองมีความรูเบ้ืองตนเกี่ยวกับโดเมน  
และใชการคํานวณต่ํา   ในงานวิจัยนี้ใชตัวแยกแยะแบบเบย (Bayes classifier) เปนตัวแยกแยะราคาถูก  
สวนตัวแยกแยะราคาแพงใชตัวแยกแยะที่สามารถใชความรูเบ้ืองตนเกี่ยวกับโดเมนได เชน อาจเปนตัวแยกแยะ
ตัดคําที่มีความรูเบ้ืองตนในรูปของพจนานุกรม หรือ อาจเปนการโปรแกรมตรรกะเชิงอุปนัย – ไอแอลพี
(Inductive Logic Programming – ILP) มีคุณสมบัติที่เหนือกวาการเรียนรูของเครื่องชนิดอื่นที่สามารถรับความรู
เบ้ืองตนจากผูสอนได  และจากการโตตอบและสอนกันเองระหวางตัวแยกแยะทั้งสอง ซึ่งอาจตองวนสอนกันเอง
หลายรอบจนกระทั่งพารามิเตอรของทั้งสองลูเขา  การเรียนรูก็จะส้ินสุด    ขอดีของตัวแยกแยะราคาถูกคือใช
การคํานวณต่ําดังนั้นเมื่อเรียนรูสําเร็จแลว  จึงเหมาะที่จะนําไปใหกับหุนยนตเว็บใชสําหรับงานที่ตองการไดโดย
ไมส้ินเปลืองเวลาในการคัดเลือกเว็บเพจจากอินเตอรเน็ต  

วัตถุประสงค 
วัตถุประสงคของการวิจัยในโครงการนี้ไดแก  
(1) เพ่ือทําการวิจัยพ้ืนฐานเพื่อเพ่ิมประสิทธิภาพของการโปรแกรมตรรกะเชิงอุปนยั  
(2) เพ่ือวิจัยเทคนิคการเรียนรูของเครื่องที่สามารถใชประโยชนจากขอมูลแบบไมมีฉลาก 
(3) เพ่ือปรับปรุงประสิทธิภาพของการสอนไขวแบบวนซ้ําดวยการโปรแกรมตรรกะเชิงอุปนัย 

ระเบียบวิธีวิจัยและผลที่ได 

1. การวิจัยพื้นฐานเพื่อเพิ่มประสิทธิภาพของการโปรแกรมตรรกะเชิงอุปนัย 
ในการจําแนกเว็บเพจออกเปนหมวดหมูโดยอัตโนมัตินั้น สามารถทําไดหลายวิธีการดวยกัน  วิธีการหนึ่งที่

นาสนใจคือ การโปรแกรมตรรกะเชิงอุปนัยหรือไอแอลพี (Inductive Logic Programming – ILP) เนื่องจาก
วิธีการนี้ ผูสอนสามารถปอนความรูเบ้ืองตนในรูปแบบของโปรแกรมตรรกะอันดับที่หนึ่งได  ซึ่งจะชวยใหการ
จําแนกขอมูลทําไดอยางมีประสิทธิภาพยิ่งขึ้น  ในหัวขอนี้จะกลาวถึงการวิจัยพ้ืนฐานเพ่ือเพ่ิมประสิทธิภาพของ
ไอแอลพี 

การโปรแกรมตรรกะเชิงอุปนัย [Quinlan, 1990; Muggleton, 1991; Muggleton & De Raedt, 1994] 
โดยทั่วไปมักถูกนําไปใชกับปญหาที่มีลักษณะเปนสองกลุม (two-class concept) มีจุดหมายเพื่อจําแนกตัวอยาง
ออกเปนสองกลุม (class) คือ กลุมตัวอยางบวก และกลุมตัวอยางลบ โดยการสรางกฎเพื่ออธิบายกลุมตัวอยาง
บวก ดังนั้นเมื่อนํากฎที่สรางไดไปจําแนกตัวอยางใหม ตัวอยางที่ตรงกับกฎจะถูกจําแนกเปนกลุมตัวอยางบวก 
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สวนตัวอยางที่ไมตรงกับกฎจะถูกจําแนกเปนกลุมตัวอยางลบ  แตในกรณีที่ตองการนําระบบไอแอลพีไปใช
จําแนกตัวอยางออกเปนหลายกลุม (multi-class concept) นั้น  อาจมีตัวอยางบางตัวโดยเฉพาะตัวอยางที่มี
สัญญาณรบกวน (noisy data) ที่ไมตรงกับกฎขอใดขอหนึ่งในเซตของกฎทั้งหมด ซึ่งในกรณีเชนนี้ระบบไอแอลพี
แตเพียงอยางเดียวไมสามารถจําแนกตัวอยางในลักษณะนี้ได   จึงจําเปนตองมีวิธีการอื่นเขามาชวยเพ่ือทําให
ระบบไอแอลพีสามารถจําแนกตัวอยางออกเปนหลายกลุมได ตัวอยางของวิธีการเหลานี้ไดแก วิธีการจําแนกตาม
กลุมหลัก (Majority class method) [Clark & Niblett, 1989;Dzeroski, et al., 1996] การใชวิธีการของเบยโดย
ระบบ 1BC [Flach & Lachiche, 1999] การสรางตนไมตัดสินใจที่สามารถใชแทนกฎลําดับที่หนึ่ง (First-Order 
Rule) โดยระบบ TILDE [Blockeel & Raedt, 1997] ฯลฯ  

อยางไรก็ดียังไมมีวิธีการใดที่สามารถเลือกกฎในกรณีที่ตัวอยางนั้นไมตรงกับกฎขอใดขอหนึ่งได  ดังนั้นใน
งานวิจัยนี้จึงเปนการมุงศึกษาหาวิธีการ ซึ่งสามารถนํามาใชจําแนกตัวอยางเพื่อใชรวมกับกฎที่ไดจากระบบ 
ไอแอลพี  เราได ใชกระบวนการดึ ง ลักษณะสํ าคัญและวิธีการแบ็กพรอพาเกชันนิวรอลเน็ต เวิ ร ก 
(Backpropagation Neural Network — BNN) เพ่ือประมาณกฎสําหรับเลือกกลุมที่ใกลเคียงในกรณีดังกลาว 
กระบวนการดึงลักษณะสําคัญใชเพ่ือหาลักษณะสําคัญจากกฎลําดับที่หนึ่ง รูปแบบของปญหาเดิมจะเปล่ียนไปอยู
ในรูปของคาคุณลักษณะ (attribute value) ซึ่งเปนปญหาที่มีลักษณะเปนตรรกศาสตรประพจน (propositional 
logic) โดยใชคาความจริงจากลักษณะสําคัญจัดเปนอินพุตเวกเตอร (input vector) เพ่ือปอนใหแกนิวรอล- 
เน็ตเวิรกเรียนรูและทดสอบ   นิวรอลเน็ตเวิรกเปนวิธีการเรียนรูของเครื่องแบบหนึ่งซึ่งใชกันอยางแพรหลาย 
เนื่องจากนิวรอลเน็ตเวิรกสามารถเรียนรูเพ่ือปรับคาน้ําหนักของเสนเชื่อมภายในโครงสราง ซึ่งเปนการกําหนด
ความสําคัญใหแกเสนเชื่อมตางๆ ดังนั้นหากนําลักษณะสําคัญมาปอนเปนอินพุตใหแกนิวรอลเน็ตเวิรก เมื่อผาน
กระบวนการเรียนรูแลว นิวรอลเน็ตเวิรกจะสามารถกําหนดไดวาลักษณะสําคัญขอใดมีความสําคัญมากกวา
ลักษณะสําคัญขออ่ืน สาเหตุสําคัญอีกประการหนึ่งที่เลือกใชวิธีแบ็กพรอพาเกชันนิวรอลเน็ตเวิรก คือ นิวรอล-
เน็ตเวิรกสามารถจําแนกตัวอยางที่มีลักษณะเปนหลายกลุมได ดังนั้นดวยการนํากระบวนการดึงลักษณะสําคัญ 
และแบ็กพรอพาเกชันนิวรอลเน็ตเวิรกมาใชรวมกับกฎจากระบบไอแอลพี จะทําใหเราสามารถนํากฎที่ไดจาก
ระบบไอแอลพีมาจําแนกตัวอยางในกรณีที่ตัวอยางนั้นไมตรงกับกฎขอใดขอหนึ่งพอดีได อันเปนการพัฒนา
ความสามารถของระบบไอแอลพีใหจัดการกับปญหาที่มีลักษณะเปนหลายกลุม หรือใชจําแนกตัวอยางซึ่งไมตรง
กับกฎขอใดในเซตของกฎพอดีได    

การประมาณกฎจากระบบไอแอลพีดวยวิธีการแบ็กพรอพาเกชันนิวรอลเน็ตเวิรก แบงเปน 3 ขั้นตอนหลัก 
คือ (1) การดึงลักษณะสําคัญ (Feature Extraction)  (2) การสรางโครงสรางนิวรอลเน็ตเวิรกจากกฎและลักษณะ
สําคัญ  และ (3) การสอนนิวรอลเน็ตเวิรก  ซึ่งมีวิธีการดังจะกลาวตอไปนี้ 

1.1 การดึงลักษณะสําคัญ 
ปญหาสําคัญของกฎลําดับที่หนึ่ง คือในกรณีปญหาที่มีลักษณะเปนหลายกลุม เมื่อจําแนกตัวอยางทดสอบจะ

พบวาจะมีตัวอยางบางตัวอยางที่ไมตรงกับกฎขอใดเลย ระบบไอแอลพีเพียงลําพังจะไมสามารถบอกไดวา
ตัวอยางนั้นควรจะถูกจําเเนกเปนกลุมใด ในการวิจัยครั้งนี้มีแนวคิดวาเมื่อไมมีกฎขอใดที่ตรงกับตัวอยางพอดี เรา
สามารถใชการครอบคลุมเพียงบางสวน (partially cover) จากกฎแตละขอเมื่อนํากฎไปเทียบกับตัวอยาง เพ่ือ
จําแนกตัวอยางออกเปนกลุมได การครอบคลุมเพียงบางสวนอาจครอบคลุมคุณสมบัติบางอยางที่สําคัญของกฎ
ในแตละขอ ซึ่งนําไปสูการจําแนกตัวอยางนั้นๆ ได  ในกรณีที่ไมสามารถหากฎที่ตรงกับตัวอยางพอดี กฎที่ควร
จะตรงกับตัวอยางที่สุดควรเปนกฎที่มีลักษณะสําคัญตรงกับตัวอยางนั้นมากกวากฎขออ่ืนๆ โดยสวนที่ไมตรงกับ
กฎควรเปนลักษณะที่ไมสําคัญ ในการทดลองครั้งนี้ไดใชแบ็กพรอพาเกชันนิวรอลเน็ตเวิรกมาทําการเรียนรู เพ่ือ
กําหนดน้ําหนักซึ่งเปนการใหความสําคัญกับลักษณะสําคัญแตละขอของกฎ 
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ตัวอยางเชน กฎลําดับที่หนึ่งซึ่งทุกสัญพจน (literal) ภายในกฎขอนั้นมีแตตัวแปรซึ่งอยูในสวนหัวของกฎ 
เราสามารถดึงลักษณะสําคัญ โดยใชแตละสัญพจนในกฎขอนั้นเปนลักษณะสําคัญของกฎได ตัวอยางเชน 

mesh(A,1) :- not_important(A), not_loaded(A). 

จากตัวอยางซึ่งเปนกฎลําดับที่หนึ่งขางตนจะเห็นวา สัญพจนแตละตัวมีแตตัวแปรซึ่งอยูในสวนหัวทั้งส้ิน 
และไมมีตัวแปรใหมปรากฏอยูในสัญพจนนั้นเลย เราจึงสามารถใชสัญพจนแตละตัวเปนลักษณะสําคัญได และ
เรียกสัญพจนที่มีลักษณะแบบนี้วา ลักษณะสําคัญเดี่ยว (singleton feature)  

แตโดยปกติแลวกฎในลําดับที่หนึ่งที่ไดจากระบบไอแอลพีจะมีความซับซอนกวาตัวอยางขางตนมาก ดังนั้น
จึงตองหาวิธีการที่สามารถดึงลักษณะสําคัญที่ประกอบดวยตัวแปรใหมในแตละสัญพจนใหได ในระบบไอแอลพี
โดยทั่วไปสัญพจนท่ีมีตัวแปรใหมจะไมสามารถอยูโดดเดี่ยวโดยปราศจากสัญพจนอ่ืนซึ่งสรางตัวแปรนี้ขึ้นมา 
และสัญพจนสวนใหญที่สรางตัวแปรใหม จะถูกรวมเขาอยูในกฎลําดับที่หนึ่งเพ่ือทําหนาที่สงผานตัวแปรใหมนั้น
ไปยังสัญพจนอ่ืนซึ่งทําหนาที่ตรวจสอบคุณสมบัติเฉพาะของตัวอยางนั้นๆ ดังนั้นในงานวิจัยนี้จึงไดนําลักษณะ
การเกิดตัวแปรใหมในสัญพจนมาสรางเปนลําดับของสัญพจน เพ่ือสรางเปนลักษณะสําคัญจากกฎลําดับที่หนึ่ง  

เราไดคํานิยามสายสัญพจนปด (closed chain) และสายสัญพจนเปด (open chain) เพ่ือใชในกระบวนการ
ดึงลักษณะสําคัญดังนี้ 

นิยามที่ 1 (สายสัญพจนปด) สัญพจนใดๆ จะเปนสวนหนึ่งของสายสัญพจนปดถาตัวแปรใหมทุกตัวในสัญพจน
นั้นซึ่งไมอยูในสวนหัวของกฎปรากฏในสัญพจนอยางนอยสองสัญพจน และปรากฏในสัญพจนอยางนอยหน่ึงสัญ
พจนรวมกับตัวแปรในสวนหัวของกฎหรือตัวแปรซึ่งเคยมีอยูแลวในสายสัญพจนนั้นๆ  

กลาวอีกนัยหนึ่งคือ สายสัญพจนปดจะเริ่มจากตัวแปรซึ่งอยูในสวนหัวของกฎ แลวตัวแปรเหลานี้จะไปสราง
ตัวแปรใหมในสัญพจนซึ่งอยูในกฎ ตัวแปรใหมที่ถูกสรางขึ้นไปสรางตัวแปรใหมขึ้นอีก เปนลําดับอยางนี้ไปจน
ส้ินสุดที่สัญพจนซ่ึงไมมีการสรางตัวแปรใหมอีก สัญพจนที่ไมมีการสรางตัวแปรใหมนี้โดยสวนใหญจะเปน 
สัญพจนที่บอกลักษณะพิเศษของตัวอยางนั้น ตัวอยางเชน  จากกฎ 

mesh(A,1) :- short(A), neighbour_yz_l(B,A), usual(B). 

จะเห็นวา ในสวนหัวของกฎมีตัวแปร A ปรากฏอยู สัญพจน short(A) ซึ่งมีแตตัวแปรที่อยูในสวนหัวเทานั้น 
จะถูกจัดเปนลักษณะสําคัญที่เปนลักษณะสําคัญเดี่ยว นอกจากลักษณะสําคัญนี้แลว ลักษณะสําคัญอีกอันหนึ่งที่
ถูกสรางขึ้นในลักษณะของสายสัญพจนปด คือ 

neighbour_yz_l(B,A), usual(B). 

ซึ่งเปนลักษณะสําคัญที่เริ่มจากตัวแปร A ในสวนหัวของกฎ จากนั้นที่สัญพจน neighbour_yz_l(B,A) 
ตัวแปร A สรางตัวแปรใหม B ดังนั้นสัญพจน neighbour_yz_l(B,A) จะถูกรวมเขาไวในสายสัญพจน 
จากนั้นตัวแปร B ซึ่งถูกสรางขึ้นในสัญพจน neighbour_yz_l(B,A) ปรากฏอีกครั้งในสัญพจน 
usual(B) และในสัญพจน usual(B) นี้มีแตตัวแปรที่เคยเกิดขึ้นแลว และไมมีการสรางตัวแปรใหม ทําให
สายสัญพจนนี้ ส้ินสุดที่สัญพจน usual(B) และเปนสายสัญพจนปด  จะเห็นไดวา จากตัวอยางของสาย
สัญพจนปดขางตน สัญพจน neighbour_yz_l(B,A) ปรากฏอยูในกฎขอนี้เพ่ือทําหนาที่เพียงสรางตัวแปร 
B ขึ้นจากตัวแปร A และสงตอตัวแปร B ไปยังสัญพจนอ่ืน ในขณะที่สัญพจน usual(B) เปนสัญพจนที่ใชระบุ
ลักษณะเฉพาะของตัวอยาง  สัญพจน  usual(B) จะปรากฏอยู ในลักษณะสําคัญโดยไมมี สัญพจน 
neighbour_yz_l(B,A) รวมอยูไมได ดังนั้นจึงตองรวมท้ังสองสัญพจนไวในสายสัญพจนปดดวยกัน 
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นิยามที่ 2 (สายสัญพจนเปด) สัญพจนใดๆ จะเปนสวนหนึ่งของสายสัญพจนเปด ถามีตัวแปรใหมในสัญพจน
นั้นซึ่งไมอยูในสวนหัวของกฎ ปรากฏในสัญพจนเพียงสัญพจนเดียวเทานั้นรวมกับตัวแปรในสวนหัวของกฎหรือ
ตัวแปรซึ่งเคยมีอยูแลวในสายสัญพจนนั้นๆ  

 ลักษณะการเกิดสายสัญพจนเปดในกฎลําดับที่หนึ่งจะคลายกับการเกิดสัญพจนปด มีการนําลักษณะการเกิด
ตัวแปรใหมมาใชเชนเดียวกันกับสายสัญพจนปด โดยสัญพจนที่มีตัวแปรใหมจะถูกรวมเขาไวในสายสัญพจน
เชนกัน เพียงแตในสายสัญพจนเปดจะมีตัวแปรใหมเกิดขึ้นและตัวแปรใหมนี้ไมปรากฏในสัญพจนอ่ืน นั่นคือตัว
แปรใหมที่เกิดขึ้นนี้ไมไดทําหนาที่สรางตัวแปรอื่น หรือกําหนดลักษณะเฉพาะของตัวอยาง ตางจากในสาย
สัญพจนปดซึ่งตัวแปรใหมทุกตัวที่เกิดขึ้นจะตองทําหนาที่อยางใดอยางหน่ึง คือ สรางตัวแปรอื่นหรือกําหนด
ลักษณะเฉพาะของตัวอยาง ตัวอยางของสายสัญพจนเปด เชน 

จากกฎ 

mesh(A,2) :- short(A), neighbour_xy_l(B,A), neighbour_zx_l(C,B). 

ลักษณะสําคัญหนึ่งที่ถูกสรางขึ้นในลักษณะของสายสัญพจนเปด คือ 

neighbour_xy_l(B,A), neighbour_zx_l(C,B). 

จากตัวอยางจะเห็นวา ตัวแปร A ซึ่งอยูภายในสวนหัวของกฎ ทําหนาที่สรางตัวแปรใหม B ขึ้นภายใน 
สัญพจน neighbour_xy_l(B,A) และตัวแปร B ที่เกิดขึ้นใหม ทําหนาที่สรางตัวแปรใหม C ที่สัญพจน 
neighbour_zx_l(C,B) จะเห็นไดวาสัญพจน neighbour_xy_l(B,A) ทําหนาที่สงตอตัวแปร B 
เพ่ือไปสรางตัวแปรใหม C ยังสัญพจนถัดไป ดังนั้นสัญพจน neighbour_xy_l(B,A) จึงถูกรวมในสาย
สัญพจนเปด สวนในสัญพจน neighbour_zx_l(C,B) ตัวแปร C ที่ถูกสรางขึ้นไมปรากฏอยูในสัญพจนอ่ืน
อีกเลย ดังนั้นสายสัญพจนนี้จึงเปนสายสัญพจนเปด  

ตัวอยางสายสัญพจนปดและสายสัญพจนเปด 
จากกฎ 
p(A,B) :- q1(A), q2(A,C), q3(C), q4(C,D), q5(D), q6(A,E,F), q7(E,G), 

 q8(E,H), q9(E),  q10(F,I), q11(I,B). 

จะไดสายสัญพจนปดดังตอไปนี้ 
1) q2(A,C),q3(C) 
2) q2(A,C),q4(C,D),q5(D) 
3) q2(A,C),q3(C),q4(C,D),q5(D) 
4) q6(A,E,F),q9(E),q10(F,I),q11(I,B) 

และจะไดสายสัญพจนเปดดังตอไปนี้ 
1) q6(A,E,F),q7(E,G) 
2) q6(A,E,F),q8(E,H) 
3) q6(A,E,F),q7(E,G),q8(E,H) 
4) q6(A,E,F),q7(E,G),q9(E) 
5) q6(A,E,F),q8(E,H),q9(E) 
6) q6(A,E,F),q7(E,G),q8(E,H),q9(E) 

จากตัวอยางจะเห็นวา สัญพจนบางตัวไมสามารถปรากฏเพียงลําพังในสายสัญพจนได กลาวคือ สัญพจนที่มี
ตัวแปรใหมจะตองปรากฏรวมกับสัญพจนอ่ืนที่มีตัวแปรซึ่งเคยปรากฏมาแลว หรือเปนตัวแปรในสวนหัวของกฎ 
หรือกลาวอีกนัยหนึ่งวา สัญพจนที่มีตัวแปรใหมจะตองปรากฏรวมกับสัญพจนที่ทําหนาที่สรางตัวแปรนั้นซึ่งอาจ
เปนสัญพจนในสวนหัวของกฎหรือเปนสัญพจนในตัวกฎก็ได เพราะถาสัญพจนซึ่งมีตัวแปรใหมปรากฏโดยไม
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มีสัญพจนซึ่งทําหนาที่สรางตัวแปรนั้น จะทําใหไมสามารถหาการแทนที่ตัวแปรนั้นได ตัวอยางของสายสัญพจน
เหลานี้ เชน “q3(C)”, “q1(A), q3(C)”, “q5(D)”, “q1(A), q5(D)” ฯลฯ ตามคํานิยามของทั้งสาย
สัญพจนปดและสายสัญพจนเปดจะจํากัดไมใหมีสายสัญพจนเหลานี้เกิดขึ้นอยูแลว เนื่องจากจากคํานิยามของ
สายสัญพจนทั้งสองแบบ สัญพจนใดๆ จะถูกเขารวมเขาไวในสายสัญพจน ถาในสัญพจนนั้นมีตัวแปรใหมปรากฏ
รวมกับตัวแปรที่มีอยูแลวในสวนหวัของกฎหรือเคยปรากฏรวมกับตัวแปรอื่นในสายสัญพจนนั้นๆ  

1.1.1 อัลกอริทึมการดึงลักษณะสําคัญ 
จากคํานิยามของสายสัญพจนปดและสายสัญพจนเปดจะเห็นไดวา สายสัญพจนทั้งสองมีแนวคิดมาจากการ

เกิดตัวแปรใหมภายในสัญพจน ดังนั้นเพ่ือใหสามารถเขาใจวิธีการดึงลักษณะสําคัญไดงาย ในงานวิจัยนี้จึงแทน
กฎลําดับที่หนึ่งดวยกราฟ โดยใหโนด (node) ของกราฟแทนตัวแปรใหม โนดเริ่มตน (initial node) แทนตัวแปร
ซึ่งอยูในสวนหัวของกฎ และเสนเชื่อม (edge) แทนสัญพจนซึ่งมีตัวแปรนั้นๆ พิจารณากฎลําดับที่หนึ่งดัง
ตัวอยางตอไปนี้ 

p(A,B) :- q1(A), q2(A,C), q3(C), q4(C,D), q5(D), q6(A,E,F), q7(E,G), 
  q8(E,H), q9(E),  q10(F,I), q11(I,B). 

สัญพจนสวนหัวคือ p(A,B) ดังนั้นโนดซึ่งแทนตัวแปร A และ B จะถูกจัดเปนโนดเริ่มตนของกราฟ  
สัญพจน q1(A) ไมไดทําหนาที่สรางตัวแปรใหม มีเพียงตัวแปร A ปรากฏอยูภายในสัญพจน จึงมีเสนเชื่อมซึ่ง
แทนสัญพจน q1(A) ออกและวนกลับเขาที่โนดนั้น จากนั้นที่สัญพจน q2(A,C) ตัวแปร A ทําหนาที่สรางตัว
แปรใหม C ดังนั้นจึงมีเสนเชื่อมซึ่งแทนสัญพจน q2(A,C) ออกจากโนดเริ่มตนไปยังโนดใหมซึ่งแทนตัวแปร C  
จากกฎขางตน เราสามารถแทนดวยกราฟไดดังรูปที่ 1 

 

 

 

 

 

 
รูปท่ี 1 ตัวอยางของกราฟซึ่งใชแทนกฎลําดับที่หนึ่ง 

อัลกอริทึมการดึงลักษณะสําคัญมีขั้นตอนดังตอไปนี้ 
(1) หาเสนเชื่อมทุกเสนซึ่งเริ่มตนและส้ินสุดที่โนดเริ่มตน ใชสัญพจนเหลานั้นเปนลักษณะสําคัญเดี่ยว 
(2) หาสายสัญพจนปดทุกสายที่เปนไปไดซึ่งเริ่มตนจากโนดเริ่มตน สายสัญพจนที่ไดในขั้นตอนนี้เปนสาย

สัญพจนปด 
(3) หาทางเดินที่เปนไปไดทุกทางซึ่งเริ่มตนจากโนดเริ่มตนแลวไปส้ินสุดที่โนดสิ้นสุด  (terminal node) ซึ่งเปน

โนดที่ไมมีเสนเชื่อมออกจากตัวเอง สายสัญพจนที่ไดในขั้นตอนนี้เปนสายสัญพจนเปด 
(4) หาการรวม (combination) ทุกแบบที่เปนไปไดของสายสัญพจนเปดซึ่งไดจากขั้นที่สาม ที่มีตัวแปรใหม

รวมกัน 

A,B

C

q1(A) 

q2(A,C)

q3(C) 

D 

q4(C,D) 

E,F

q6(A,E,F)

IG

q7(E,G) q10(F,I) 

H

q8(E,H)

q9(E) 

q11(I,B) 

q5(D) 
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1.1.2 ตัวอยางกระบวนการดึงลักษณะสําคัญ 

พิจารณากฎดานลางนี้ 
p(A,B) :- q1(A), q2(A,C), q3(C), q4(C,D), q5(D), q6(A,E,F), q7(E,G), 

  q8(E,H), q9(E),  q10(F,I), q11(I,B). 

จากกฎขางตนสามารถดึงลักษณะสําคัญไดดังตอไปนี้ 

ขั้นที่ 1 
1) q1(A) 

ขั้นที่ 2 
2) q2(A,C),q3(C) 

3) q2(A,C),q4(C,D),q5(D) 

4) q2(A,C),q3(C),q4(C,D),q5(D) 

5) q6(A,E,F),q9(E),q10(F,I),q11(I,B) 

ขั้นที่ 3 
6) q6(A,E,F),q7(E,G) 

7) q6(A,E,F),q8(E,H) 

8) q6(A,E,F),q9(E),q7(E,G) 

9) q6(A,E,F),q9(E),q8(E,H) 

ขั้นที่ 4 
10) q6(A,E,F),q7(E,G),q8(E,H) 

11) q6(A,E,F),q7(E,G),q8(E,H),q9(E) 

จากตัวอยางจะเห็นวา อัลกอริทึมไมไดสรางสายสัญพจนเปดทุกสายสัญพจนที่เปนไปได โดยสายสัญพจน
เปดที่ไมไดถูกสรางขึ้น ไดแก สายสัญพจนเปดที่ เปนสวนหน่ึงของสายสัญพจนปด เชน “q2(A,C)”, 
“q2(A,C),q4(C,D)” และ “q6(A,E,F),q9(E),q10(F,I)” ฯลฯ เนื่องจาก โดยปกติแลวการสราง
ตัวแปรใหมในกฎลําดับที่หนึ่ง มีจุดมุงหมายเพื่อใชตัวแปรใหมนั้นในสัญพจนอ่ืนซึ่งทําหนาที่ตรวจสอบ
ลักษณะเฉพาะของตัวอยางนั้นๆ หรือทําหนาที่สรางตัวแปรใหมตัวอื่น ดังนั้นสายสัญพจนทุกสายสัญพจนที่สราง
ขึ้นจึงควรสิ้นสุดที่สัญพจนซึ่งไมมีตัวแปรใหมเกิดขึ้น แตในบางกรณีที่สรางสายสัญพจนปดไมไดจึงจําเปนตอง
สรางสายสัญพจนเปดดวย 

จากลักษณะสําคัญที่ได เราสามารถเปลี่ยนรูปแบบของกฎเพื่อนําไปใชสรางนิวรอลเน็ตเวิรกโดยใชลักษณะ
สําคัญเดี่ยว สายสัญพจนปด และสายสัญพจนเปด ประกอบเขาไปในกฎเพื่อทําใหสามารถหาคาความจริงของ
แตละลักษณะสําคัญไดโดยไมทําใหความหมายเดิมของกฎเปลี่ยนไป ตัวอยางเชน จากตัวอยางของกระบวนการ
ดึงลักษณะสําคัญขางตน กฎที่ผานการเปลี่ยนรูปแบบแลวจะเปนดังรูปที่ 2 
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รูปท่ี 2 ตัวอยางของลักษณะสําคัญที่อยูภายในกฎ 

1.2 การสรางโครงสรางนิวรอลเน็ตเวิรกจากกฎและลักษณะสําคัญ 
เมื่อผานกระบวนการดึงลักษณะสําคัญแลว ลักษณะสําคัญที่ไดจะอยูในรูปของลักษณะสําคัญเดี่ยว สาย

สัญพจนปด และสายสัญพจนเปดดังรูปที่ 2   จากนั้นเราจะสรางนิวรอลเน็ตเวิรกโดยกําหนดใหประกอบดวย 3 
ชั้น คือ ชั้นอินพุต (input layer) ชั้นซอน (hidden layer) และชั้นเอาทพุต (output layer) นิวรอนในชั้นอินพุต
แทนลักษณะสําคัญของกฎแตละขอ ดังนั้นจํานวนนิวรอนที่มีในชั้นอินพุตจะเทากับจํานวนลักษณะสําคัญที่มีอยู
ในเซตของกฎ นิวรอนในชั้นซอนแทนกฎแตละขอ จํานวนนิวรอนในชั้นนี้จึงมีคาเทากับจํานวนกฎ นิวรอนในชั้น
อินพุตซึ่งแทนลักษณะสําคัญภายในกฎแตละขอจะมีเสนเชื่อมมายังนิวรอนในชั้นซอนซึ่งแทนกฎขอนั้นๆ นิวรอน
ในชั้นเอาทพุตแทนกลุมของตัวอยาง การเชื่อมตอจากชั้นซอนมายังชั้นเอาทพุตเปนการเชื่อมตอแบบท้ังหมด 
(fully connected) จํานวนนิวรอนในชั้นเอาทพุตขึ้นกับจํานวนกลุมของตัวอยาง ในกรณีของปญหาแบบหลาย
กลุม จํานวนนิวรอนในชั้นเอาทพุตจะมีคาเทากับจํานวนกลุม สวนในกรณีของปญหาแบบสองกลุม จํานวน
นิวรอนจะมีคาเทากับสอง นิวรอนตัวหนึ่งจะแทนกลุมที่เปนตัวอยางบวก ในขณะท่ีนิวรอนอีกตัวหนึ่งแทนกลุมที่
เปนตัวอยางลบ 

ตัวอยางโครงสรางของนิวรอลเน็ตเวิรก 
สมมติวาในเซตของกฎประกอบดวยกฎ 4 ขอ คือ {C1, C2, C3, C4} และตัวอยางแบงออกเปน 3 กลุม 

คือ {1, 2, 3} กฎขอ C1 เปนกฎสําหรับรูจําตัวอยางกลุม 1  กฎขอ C2 และ C3 เปนกฎสําหรับ 
รูจําตัวอยางกลุม 2 และ กฎขอ C4 เปนกฎสําหรับรูจําตัวอยางกลุม 3  ดังดานลางนี้ 

 C1: mesh(A,1) :-  not_important(A), not_loaded(A). 

 C2:  mesh(A,2) :-  short(A), opposite_l(B,A). 
 C3: mesh(A,2) :-  usual(A), neighbour_yz_r(A,B), cont_loaded(B). 

 C4:  mesh(A,3) :-  short(A), neighbour_zx_r(A,B), opposite_r(A,C), 
  short(C). 

 

 

p(A,B) :- q1(A), 

q2(A,C),q3(C), 

q2(A,C),q4(C,D),q5(D), 

q2(A,C),q3(C),q4(C,D),q5(D), 

q6(A,E,F),q9(E),q10(F,I),q11(I,B), 

q6(A,E,F),q7(E,G), 

q6(A,E,F),q8(E,H), 

q6(A,E,F),q9(E),q7(E,G), 

q6(A,E,F),q9(E),q8(E,H), 

q6(A,E,F),q7(E,G),q8(E,H), 

q6(A,E,F),q7(E,G),q8(E,H),q9(E). 
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เมื่อผานกระบวนการดึงลักษณะสําคัญแลวจะไดลักษณะสําคัญดังตอไปนี้ 

F1C1: not_important(A) 
F2C1: not_loaded(A) 

F1C2: short(A) 
F2C2: opposite_l(B,A) 

F1C3: usual(A) 
F2C3: neighbour_yz_r(A,B), cont_loaded(B) 

F1C4: short(A) 
F2C4: opposite_r(A,C), short(C) 
F3C4: neighbour_zx_r(A,B) 

โดยที่ FiCj แทนลักษณะสําคัญที่ i ในกฎขอที่ j  

ในตัวอยางดานบนนี้  ลักษณะสําคัญ F1C1, F2C1, F1C2, F1C3 และ F1C4 เปนลักษณะสําคัญเดี่ยว 
F2C3 และ F2C4 เปนสายสัญพจนปด ในขณะที่ F2C2, F3C4 เปนสายสัญพจนเปด ลักษณะสําคัญเดี่ยวเปน
การตรวจสอบคุณสมบั ติ ของ ตัวอย า ง โดยใช เ พียง สัญพจน เดี ยว  เชน  ใน ลักษณะสํ าคัญ  F2C1 
“not_loaded(A)” เปนการตรวจสอบวา ตัวอยาง A มีลักษณะเปน not_loaded(A) หรือไม ตัวอยาง
ของสายสัญพจนปด เชน ลักษณะสําคัญ F2C4  “opposite_r(A,C), short(C)” เปนการตรวจสอบ
คุณสมบัติของตัวอยาง A วามีคุณสมบัติตรงตามสัญพจนทั้งสองหรือไม คือ A และ C มีความสัมพันธ 
opposite_r(A,C) กัน และ C ยังมีคุณสมบัติเปน short(C) อีกดวย จะเห็นในสายสัญพจนนี้ไดวา ตัว
แปร C ถูกสรางขึ้นจากตัวแปร A ในสัญพจน opposite_r(A,C) ทําใหสัญพจน short(C) ไมสามารถใช
เปนลักษณะสําคัญโดยไมมีสัญพจนที่สรางมันขึ้นมา คือ opposite_r(A,C) ประกอบอยูดวย  สวนตัวอยาง
ของสายสัญพจนเปดในกรณีนี้คือ ลักษณะสําคัญ F2C2 ซึ่งจําเปนตองใชเปนลักษณะสําคัญขอหนึ่งดวยเนื่องจาก 
opposite_l(B,A) เปนการตรวจสอบคุณสมบัติวาตัวอยาง A มีคุณสมบัติ opposite_l(B,A) หรือไม  

ตัวอยางนี้เปนการจําแนกตัวอยางออกเปน 3 กลุม ประกอบดวย mesh(A,1), mesh(A,2) และ 
mesh(A,3) ตามลําดับ ดังนั้นโครงสรางของนิวรอลเน็ตเวิรกจะเปนตามรูปที่ 3 นั่นคือ เน็ตเวิรกประกอบดวย 
3 ชั้น ชั้นอินพุต ชั้นซอน และชั้นเอาทพุต ชั้นอินพุตประกอบดวย 9 นิวรอน แตละนิวรอนแทนลักษณะสําคัญแต
ละขอ (F1C1, F2C1, F1C2, F2C2, F1C3, F2C3, F1C4, F2C4 และ F3C4) ชั้นซอนประกอบดวย 4 นิวรอน 
แตละนิวรอนแทนกฎแตละขอ (C1, C2, C3 และ C4) ลักษณะสําคัญที่มาจากกฎขอเดียวกันจะถูกเชื่อมตอไปยัง
นิวรอนซึ่งแทนกฎขอนั้นๆ เชน นิวรอนซึ่งแทนลักษณะสําคัญ F1C1 และ F2C1 จะถูกเชื่อมตอไปยังนิวรอนซึ่ง
แทนกฎ C1  นิวรอนซึ่งแทนลักษณะสําคัญ F1C2 และ F2C2 จะถูกเชื่อมตอไปยังนิวรอนซึ่งแทนกฎ C2 เปน
ตน สวนที่ชั้นเอาทพุต ประกอบดวย 3 นิวรอน แตละนิวรอนแทนกลุมแตละกลุม นิวรอนจากชั้นซอนและชั้น
เอาทพุตถูกเชื่อมตอแบบทั้งหมด 
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รูปท่ี 3 ตัวอยางโครงสรางของนิวรอลเน็ตเวิรก 

1.3 การสอนนิวรอลเน็ตเวิรก  
เมื่อกําหนดโครงสรางของนิวรอลเน็ตเวิรกไดแลว ขั้นตอนตอไปคือ การสอนนิวรอลเน็ตเวิรก อินพุต

เวกเตอร (input vector) ที่จะปอนใหกับนิวรอลเน็ตเวิรกไดมาจากการนําตัวอยางที่ใชสอนมาเทียบกับลักษณะ
สําคัญ เพ่ือหาคาความจริงของลักษณะสําคัญแตละขอ โดยท่ัวไปแลวคาความจริงของลักษณะสําคัญสามารถมี
ไดหลายแบบขึ้นกับการแทนที่ตัวแปรดวยคาคงที่ ในการวิจัยครั้งนี้ไดเลือกการแทนที่ที่ทําใหมีจํานวนลักษณะ
สําคัญที่มีคาความจริงเปนจริงมากที่สุด โดยกําหนดใหคาของอินพุตนิวรอนสําหรับลักษณะสําคัญที่มีคาความ
จริงเปนจริงเปน 1 และลักษณะสําคัญที่มีคาความจริงเปนเท็จมีคาเปน –1 สําหรับสวนของเอาทพุตเวกเตอร 
กําหนดใหเอาทพุตนิวรอนที่แทนกลุมของตัวอยางนั้นมีคาเทากับ 1 นอกจากนั้นใหมีคาเทากับ 0  

ตัวอยางการสรางอินพุตเวกเตอรและเอาทพุตเวกเตอร 
จากตัวอยางโครงสรางของนิวรอลเน็ตเวิรกขางตน กําหนดใหกลุมความรูภูมิหลังที่ใชสรางกฎเปนดังนี้ 
not_important(a1).   not_loaded(a2).  
short(a1).    not_loaded(a3). 
short(a2).    cont_loaded(a2). 
neighbour_yz_r(a1,a2).  cont_loaded(a3). 
neighbour_zx_r(a1,a2).  opposite_r(a1,a2). 
usual(a2).    opposite_r(a1,a3). 

เมื่อผานกระบวนการดึงลักษณะสําคัญในตัวอยางขางตนแลว จะสามารถแปลงกฎแตละขอเปนดังนี้ 

C1:  mesh(A,1) :-  
F1C1:  (not_important(A)),  
F2C1:  (not_loaded(A)). 

C2:   mesh(A,2) :-  
F1C2:  (short(A)),  
F2C2:  (opposite_l(B,A)). 

F1C2 

F1C3 

F2C3 

F1C4 

F2C4 
F3C4 

mesh(A,1) 

C1
F1C1 

F2C2 
C2

C3

C4

F2C1 

mesh(A,2) 

mesh(A,3) 
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C3:  mesh(A,2) :-   
F1C3:  (usual(A)),  
F2C3:  (neighbour_yz_r(A,B), cont_loaded(B)). 

C4:   mesh(A,3) :-  
F1C4:  (short(A)), 
F2C4:  (neighbour_zx_r(A,B)), 
F3C4:  (opposite_r(A,C), short(C)). 

สมมติวาใชตัวอยาง mesh(a1,3) เปนตัวอยางที่ใชเรียนรู เมื่อนําไปเทียบกับลักษณะสําคัญแตละขอจะ
เปนดังนี้ 

C1:  mesh(a1,1) :-  
F1C1:  (not_important(a1)),     TRUE 
F2C1:  (not_loaded(a1)).     FALSE 

C2:   mesh(a1,2) :-  
F1C2:  (short(a1)),       TRUE 
F2C2:  (opposite_l(a2,a1)).    FALSE 

C3:  mesh(a1,2) :-   
F1C3:  (usual(a1)),       FALSE 
F2C3:  (neighbour_yz_r(a1,a2), cont_loaded(a2)). TRUE 

C4:   mesh(a1,3) :-  
F1C4:  (short(a1)),      TRUE 
F2C4:  (neighbour_zx_r(a1,a2)),    TRUE 
F3C4:  (opposite_r(a1,a2), short(a2)).   TRUE 

เมื่อนําไปจัดเปนอินพุตเวกเตอรใหกับนิวรอลเน็ตเวิรกเพ่ือทําการเรียนรู จะไดอินพุตเวกเตอรเปน  
<1, -1, 1, -1, -1, 1, 1, 1, 1> สวนของเอาทพุตเวกเตอรจะเปน <0, 0, 1> เนื่องจากตัวอยางนี้เปนตัวอยางของ
กลุม 3 ซึ่งแทนดวยเอาทพุตนิวรอนตัวสุดทาย ดังนั้นเอาทพุตนิวรอนตัวสุดทายจึงมีคาเปน 1 นอกจากนั้นมีคา
เปน 0  จะสังเกตจากตัวอยางไดวา ในสวนของลักษณะสําคัญจากกฎขอ C4 จะสามารถใชการแทนที่ไดอีกแบบ
หนึ่งซึ่งใหคาความจริงไมเหมือนกัน คือ  

C4:  mesh(a1,3) :-  
F1C4:  (short(a1)),      TRUE 
F2C4:  (neighbour_zx_r(a1,a2)),    TRUE 
F3C4:  (opposite_r(a1,a3), short(a3)).   FALSE 

ลักษณะสําคัญ F3C4 สามารถใชคาคงที่ a3 แทนตัวแปร C ไดในสัญพจน opposite_r(A,C) ซึ่งทํา
ใหตัวแปร C ในสัญพจน  short(C) ตองถูกแทนที่ดวยคาคงที่ a3 ดวยเชนกัน ทําใหลักษณะสําคัญ F3C4 
ที่ถูกแทนที่ดวยคาคงที่แลวเปล่ียนเปน (opposite_r(a1,a3), short(a3)) ซึ่งใหคาความจริงเปน
เท็จ เมื่อเทียบกับการแทนที่โดยใชคาคงที่ a2 แทนตัวแปร C ในตัวอยางกอนหนานี้ที่ใหคาความจริงของ
ลักษณะสําคัญในกฎขอนี้เปนจริงทั้งหมด ดังนั้นในตัวอยางนี้จึงเลือกใชการแทนที่ตัวแปร C ดวยคาคงที่ a2  

ตัวอยางที่ใชในกระบวนการเรียนรูเพ่ือสรางกฎจากระบบไอแอลพี จะถูกนํามาเทียบกับลักษณะสําคัญเพ่ือ
สรางอินพุตเวกเตอรและเอาทพุตเวกเตอรดังตัวอยางขางตน แตในระบบไอแอลพีโดยทั่วไปกฎที่ถูกสรางขึ้นจะ
ไมครอบคลุมตัวอยางที่ใชเรียนรูทุกตัว จะมีตัวอยางบางตัวที่ไมตรงพอดีกับกฎขอใดเลย ดังนั้นในการเลือก
ตัวอยางที่ใชเรียนรูสําหรับนิวรอลเน็ตเวิรก จะมีเง่ือนไขดังตอไปนี้ 
1) สําหรับปญหาที่มี ลักษณะเปนหลายกลุม  จะเลือกเฉพาะตัวอยางที่ ถูกครอบคลุมดวยกฎ  หรือ 

ตัวอยางที่ตรงพอดีกับกฎมาเปนตัวอยางสําหรับนิวรอลเนต็เวิรก 
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2) ในปญหาที่มีลักษณะเปนสองกลุม ตัวอยางที่ใชสําหรับสรางนิวรอลเน็ตเวิรกจะเปนตัวอยางบวกที่ตรงพอดี
กับกฎและกลุมตัวอยางลบ  
กระบวนการเรียนรูของนิวรอลเน็ตเวิรกจะเริ่มตั้งแตทําการสุมน้ําหนัก (weight) ของเสนเชื่อม และคา 

ไบแอส (bias) ของโนด จากนั้นทําการเรียนรูโดยทําการปรับน้ําหนักแบบเพิ่มขึ้น (incremental) โดยปรับ
น้ําหนักเมื่อปอนตัวอยางทีละตัว ดวยขั้นตอนวิธีแบ็กพรอพาเกชัน [Rumelhart, et al., 1986] และทดสอบการลู
เขา โดยนับจํานวนตัวอยางที่ถูกติดกันทั้งหมดใหมากกวาคาที่กําหนดไวในตอนเริ่มทําการทดลอง นิวรอล- 
เน็ตเวริกที่สรางไดจะถูกนําไปใชรูจําตัวอยางตอไป 

1.4 ผลการทดลอง 
ในสวนนี้กลาวถึงระบบไอแอลพีที่นํามาทดสอบ ชุดขอมูลที่ใชในการทดลอง ผลการทดลองเปรียบเทียบ

ระหวางวิธีการประมาณกฎดวยวิธีการแบ็กพรอพาเกชันนิวรอลเน็ตเวิรก (Backpropagation Artificial Neural 
Network for Approximating Rules: BANNAR) กับวิธีการอื่นๆ ดังตอไปนี้ 
 
1.4.1 ระบบไอแอลพีท่ีใชในการทดลอง 

เราไดทดลองเปรียบเทียบระบบ BANNAR ซึ่งเราพัฒนาขึ้นกับระบบไอแอลพีอ่ืนๆ คือ PROGOL, 
GOLEM, TILDE, 1BC, LINUS และ FOSSIL ซึ่งรายละเอียดของแตละระบบมีดังนี้ 

 
1. PROGOL  
ระบบ PROGOL [Muggleton, 1995] เปนระบบไอแอลพีที่มีประสิทธิภาพระบบหนึ่งที่ใชกันอยางแพรหลาย 

รับอินพุตเปนเซตของตัวอยางบวก ตัวอยางลบ และกลุมความรูภูมิหลัง ผูใชจะตองประกาศลักษณะการทํางาน
ของสัญพจน (mode declaration) เพ่ือใหระบบรูวาแตละอารกิวเมนตของสัญพจนจะมีลักษณะเปนอยางไร โดย
อารกิวเมนตของสัญพจนสามารถเปนไดทั้งตัวแปรอินพุต ตัวแปรเอาทพุต และคาคงที่ นอกจากหนาที่ของ 
อารกิวเมนตตางๆ แลว การประกาศลักษณะการทํางานของสัญพจนนี้ยังสามารถระบุไดถึงจํานวนครั้งที่ตองการ
ใหสัญพจนนี้ปรากฏในกฎที่สรางไดจากระบบอีกดวย การสรางกฎของระบบ PROGOL จะเริ่มตั้งแตสุมตัวอยาง 
สรางอนุประโยคที่เฉพาะเจาะจงที่สุด (most-specific) สําหรับตัวอยางนั้น แลวทําการคนหาดวยวิธีการแบบ A* 
(A*-like search) [Nilsson, 1980] โดยมีจุดมุงหมายเพื่อใหไดการบีบอัด (compression) สูงสุดในการคนหานั้น 
ทําใหระบบ PROGOL ใชเวลาและเนื้อที่หนวยความจํามากในการสรางกฎเมื่อเทียบกับระบบอ่ืนๆ ที่ใชในการ
ทดลองครั้งนี้  

เนื่องจากระบบ PROGOL เปนระบบไอแอลพีที่ทํางานกับปญหาที่มีลักษณะเปนสองกลุม คือ กลุมตัวอยาง
บวก และกลุมตัวอยางลบ ดังนั้นในการสรางกฎสําหรับปญหาที่มีลักษณะเปนหลายกลุม จึงสรางกฎโดยสรางครั้ง
ละกลุม กําหนดใหตัวอยางบวกในการเรียนรูคือตัวอยางในกลุมนั้น และตัวอยางลบคือ ตัวอยางของกลุมอื่นๆ 
ทําซ้ําจนครบทุกกลุม จะไดกฎสําหรับทุกๆ กลุม 

2. GOLEM 
ระบบ GOLEM [Muggleton & Feng, 1990] เปนระบบไอแอลพีที่ทํางานกับปญหาที่มีลักษณะเปนสองกลุม

เชนเดียวกับระบบ PROGOL แตแตกตางกันในวิธีการคนหาอนุประโยค โดยระบบ GOLEM รับอินพุตเปน
ตัวอยางบวก ตัวอยางลบ และกลุมความรูภูมิหลัง ระบบเริ่มสรางอนุประโยคดวยการสุมเลือกตัวอยางขึ้นมาเปน
คู หาอารแอลจีจีของตัวอยางคูนั้น เลือกผลการทําอารแอลจีจีที่ครอบคลุมตัวอยางบวกมากที่สุด จากนั้นจึงวาง
นัยทั่วไปโดยนําอนุประโยคที่ไดมาทําอารแอลจีจีกับตัวอยางบวกตัวใหมซึ่งสุมเลือกมาจากเซตของตัวอยางบวก
จนกระทั่งไมสามารถหาอนุประโยคที่ครอบคลุมตัวอยางไดมากขึ้น  
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ระบบ GOLEM อนุญาตใหผูใชระบุจํานวนคูของตัวอยางที่จะสุมมาทําอารแอลจีจีเพ่ือหาอนุประโยคที่
ครอบคลุมตัวอยางมากที่สุดได ซึ่งจํานวนคูที่ระบบกําหนดไวคือ 8 คู ถากําหนดใหมีคามากขึ้น โอกาสที่ระบบจะ
พบอนุประโยคที่ครอบคลุมตัวอยางไดมากจะสูงขึ้นตามไปดวย ซึ่งในการทดลองครั้งน้ีไดใชคาที่ระบบกําหนดไว
ให คือ 8 คูในการสรางกฎ  และเนื่องจากระบบ GOLEM เปนระบบที่ถูกสรางขึ้นมาใหใชกับปญหาที่เปนสอง
กลุม ดังนั้นในการสรางกฎสําหรับกลุมใดๆ จะใชตัวอยางของกลุมนั้นเปนตัวอยางบวกและใชตัวอยางของกลุม
อ่ืนๆ ที่เหลือเปนตัวอยางลบ เชนเดียวกับขั้นตอนการสรางกฎของระบบ PROGOL 

3. TILDE 
ระบบ TILDE [Blockeel & Raedt, 1997] จะทําการเรียนรูเพ่ือสรางตนไมตัดสินใจ (decision tree) ที่

สามารถแทนกฎลําดับที่หนึ่งได หลักการทํางานของระบบจะคลายกับอัลกอริทึมการสรางตนไมตัดสินใจแบบ
ทั่วไปท่ีใชกับคาตรรกศาสตรประพจน โดยเริ่มจากสรางโนดขึ้นมาทดสอบเพื่อเปรียบเทียบคาฮิวริสติก 
(heuristic) ของแตละโนด ระบบจะเลือกโนดทดสอบที่มีคาฮิวริสติกดีที่สุดในขณะนั้นมาสรางเปนโนดจริงใน
ตนไม จากนั้นจะนําตัวอยางทั้งหมดมาทําการทดสอบกับโนดนี้เพ่ือแบงตัวอยางออกเปนสองกลุม คือ กลุมที่ให
คาความจริงเปนจริงและใหคาความจริงเปนเท็จเมื่อเทียบกับโนดปจจุบัน จากนั้นจึงสรางโนดทดสอบขึ้นมาใหม
สําหรับทดสอบกับตัวอยางทั้งสองกลุมแลวทําการทดสอบไปเรื่อยๆ จนกระทั่งมีตัวอยางเพียงกลุมเดียวเทานั้นที่
ตรงกับโนดนั้น ระบบ TILDE นี้จะตางจากระบบ PROGOL และ GOLEM ตรงที่ระบบ TILDE สามารถรูจํา
ตัวอยางที่มีลักษณะเปนหลายกลุมได เนื่องจากที่โนดใบ (leaf node) ของตนไมตัดสินใจที่สรางขึ้นจะแทน
ตัวอยางแตละกลุม เมื่อตัวอยางไปตกอยูที่กลุมใด ก็จะถูกจําแนกเปนกลุมนั้น  

4. 1BC 
1BC [Flach & Lachiche, 1999] เปนตัวแยกแยะแบบเบย (Bayesian Classifier) สามารถใชกับตรรกะ

ลําดับที่หนึ่งได ระบบนี้ใชแนวคิดจากวิธีการของเบยกับตรรกศาสตรประพจน ซึ่งใชคาทางสถิติของตัวอยางมา
จําแนกตัวอยางใหม เมื่อนําแนวคิดของเบยมาใชกับตรรกะลําดับที่หนึ่งจึงตองมีการปรับเปล่ียนวิธีการรูจํา ระบบ 
1BC แบงลักษณะของสัญพจนออกเปนสองกลุมดวยกันคือ กลุมที่เปนสัญพจนโครงสราง และกลุมที่เปนสัญพจน
ที่บอกลักษณะ ซึ่งสัญพจนทั้งสองกลุมนี้ผูใชตองเปนผูกําหนดใหในตอนเริ่มเรียนรู จากนั้นระบบจะสรางลักษณะ
สําคัญจากสัญพจนทั้งสองกลุม แลวจึงเรียนรูดวยอัลกอริทึมเบยอยางงาย (naive Bayes algorithm) นอกจาก
ลักษณะของสัญพจนที่ผูใชเปนผูกําหนดแลว ระบบ 1BC ยังอนุญาตใหผูใชกําหนดลักษณะของลักษณะสําคัญที่
สรางขึ้นได โดยระบุจํานวนสัญพจนและจํานวนตัวแปรที่สามารถปรากฏไดในลักษณะสําคัญขอหนึ่งๆ ซึ่งในการ
ทดลองครั้งนี้ใชคาปกติของระบบคืออนุญาตใหมีจํานวนสัญพจนและจํานวนตัวแปรเทากับ 3 ทั้งสองคา แตใน
การทดลองกับปญหาการวิเคราะหไฟไนตเอลิเมนตเกิดปญหาหนวยความจําไมพอ เนื่องจากมีสัญพจนที่มีคาทั้ง
สองเปน 3 อยูเปนจํานวนมาก จึงกําหนดใหคาทั้งสองมีคาเปน 2  

5. LINUS 
ระบบ LINUS [Lavrac & Dzeroski, 1994] เปนระบบไอแอลพีที่สามารถใชกับปญหาที่มีลักษณะเปนหลาย

กลุมและมีเปนตรรกะลําดับที่หนี่งได โดยระบบจะเปลี่ยนรูปแบบของปญหาจากตรรกะลําดับที่หนึ่งใหเปนคา
คุณสมบัติ  (attribute value) การทํางานของระบบจะเริ่มโดยการสรางลักษณะสําคัญจากตัวอยางและความรูภูมิ- 
หลังซึ่งอยูในรูปตรรกะลําดับที่หนึ่ง ใชลักษณะสําคัญเหลานั้นเปนคาคุณสมบัติของตัวอยางแตละตัว จากนั้นจึงใช
ระบบที่สามารถรูจําตัวอยางจากคาคุณสมบัติได เชน ASSISTANT, CN2, NEWGEM และ C4.5 ฯลฯ ในการ
ทดลองเปรียบเทียบครั้งนี้ไดสรางลักษณะสําคัญโดยระบบ LINUS แลวนําลักษณะสําคัญซึ่งอยูในรูปคาคุณสมบัติ
ไปทําการรูจําดวยระบบ C4.5 [Quinlan, 1993] เนื่องจากระบบ C4.5 สามารถจําแนกตัวอยางซึ่งมีลักษณะเปน
หลายกลุมได 
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1.4.2 ชุดขอมูลท่ีใชในการทดลอง 
ชุดขอมูลหรือกลุมของปญหาที่ใชในการทดลองครั้งนี้มี 4 ชุด คือ การรูจําภาพตัวพิมพอักษรไทย การ

วิเคราะหไฟไนตเอลิเมนต การวิเคราะหความสามารถกอกลายพันธุ และการวิเคราะหตําแหนงตัวหมากรุก 
รายละเอียดของกลุมปญหาทั้งหมดเปนดังนี้ 

1. การรูจําภาพตัวพิมพอักษรไทย (Thai Optical Character Recognition: TCR) 
กลุมตัวอยางในขอมูลชุดนี้ประกอบดวย พยัญชนะ สระ วรรณยุกต และตัวเลขไทย รวมทั้งหมดเปน

ตัวพิมพอักษรไทย 77 ตัวอักษร ใชตัวอักษร 2 แบบ 7 ขนาด รวมเปนชุดตัวอยางที่ใชเรียนรูทั้งส้ิน 1,078 ตัว 
ภาพตัวอยางถูกสแกนดวยความละเอียด 300 จุดตอนิ้ว (dpi) จากนั้นนํามาผานกระบวนการกําจัดสัญญาณ
รบกวน กระบวนการทําภาพใหบางเพ่ือหาเวกเตอรพ้ืนฐานซึ่งประกอบกันเปนภาพตัวอักษรน้ัน นําเวกเตอร
พ้ืนฐาน บริเวณที่เปนจุดรวมของเสน บริเวณที่เปนรอยหยักขึ้นและรอยหยักลง จัดเปนตัวอยางที่ใชเรียนรู กลุม
ความรูภูมิหลังที่ใชในการทดลองประกอบดวยกฎซึ่งอยูในรูปกฎลําดับที่หนึ่งทั้งหมด 55 ขอ กฎแตละขอเปน
ลักษณะของเสนที่ใชแบงแยกตัวอักษร เชน headzone(A,B) คือ ตัวอักษรท่ีมีเวกเตอรพ้ืนฐาน A มีสวนหัว
อยูบริเวณ B หรือ headprim(A,B) หมายถึง สวนหัวของภาพตัวอักษรที่มีเวกเตอรพ้ืนฐาน A มีเวกเตอร
พ้ืนฐาน B เปนสวนหัวของตัวอักษร ฯลฯ ซึ่งรายละเอียดของตัวอยางที่ใชเรียนรูและความรูภูมิหลังปรากฏอยูใน 
[Kijsirikul & Sinthupinyo, 1999] กลุมตัวอยางที่ใชทดสอบเปนภาพตัวอักษรกลุมเดียวกับตัวอยางที่ใชเรียนรู ซึ่ง
ไดรับการเพิ่มสัญญาณรบกวนโดยนําไปถายเอกสารแบบเขมและแบบจาง จากนั้นจึงนําไปผานกระบวนการ
เชนเดียวกับตัวอยางที่ใชเรียนรู นําเวกเตอรพ้ืนฐาน บริเวณท่ีเปนจุดรวมของเสน บริเวณที่เปนรอยหยักขึ้นและ
รอยหยักลง มาจัดเปนตัวอยางเพื่อใชทดสอบ 

2. การวิเคราะหไฟไนตเอลิเมนต (Finite Element Mesh Design: FEM) 
จุดมุงหมายของปญหา FEM [Dolsak & Muggleton, 1992] คือ การสรางกฎเพื่อวิเคราะหไฟไนตเอลิเมนต

ในโครงสราง โดยอาศัยกลุมความรูภูมิหลังเปนลักษณะตางๆ ของโครงสราง ประกอบดวยลักษณะของเสนเชื่อม 
เชน long, short และ usual ฯลฯ เง่ือนไขขอบเขต เชน free และ one_side_fixed ฯลฯ โลด เชน 
cont_loaded และ one_sideloaded ฯลฯ กลุมตัวอยางประกอบดวยโครงสราง 5 แบบ แบงตัวอยาง
ออกเปน 13 กลุม แตละกลุมคือ จํานวนองคประกอบ (element) ที่เหมาะสมของโครงสรางนั้น โดยตัวอยางแตละ
ตัวอยางถูกจัดอยูในรูปแบบ mesh(Edge, Number) เมื่อ Edge คือ ชื่อโครงสราง และ Number คือ 
จํานวนองคประกอบภายในโครงสรางนั้น รวมจํานวนตัวอยางทั้งหมด 278 ตัวอยาง  

3. การวิเคราะหความสามารถกอกลายพันธุ (Mutagenesis: MUTA) 
จุดมุงหมายของปญหา MUTA [Srinivasan, et al.,1996] คือ การสรางกฎเพื่อวิเคราะหความสามารถกอ

กลายพันธุของโมเลกุล โดยอาศัยกลุมความรูภูมิหลังเปนลักษณะตางๆ ภายในโมเลกุลนั้น ประกอบดวยลักษณะ
ของอะตอมและลักษณะโครงสร างของโมเลกุล  เชน  benzene, carbon_6_ring, 
carbon_5_aromatic_ring, hetero_aromatic_6_ring, hetero_aromatic_5_ring, 
ring_size_6, ring_size_5, nitro, methyl, anthracene, phenanthrene และ ball3 
ฯลฯ กลุมตัวอยางประกอบดวยตัวอยางที่เปนขอมูลของโมเลกุลทั้งหมด 188 โมเลกุล แบงเปน 125 โมเลกุลอยู
ในกลุมตัวอยางบวก และ 63 โมเลกุลอยูในกลุมตัวอยางลบ  

4. การวิเคราะหตําแหนงตัวหมากรุกสากล (King-Rook-King Chess Endgame: KRK) 
ในขอมูลชุด KRK [Muggleton, et al., 1989] เปนการวิเคราะหตําแหนงของตัวหมากบนกระดานหมากรุก

สากลที่ไมสามารถเกิดขึ้นไดในขณะที่ฝายสีขาวเปนผูเดินและมีหมากเหลืออยูบนกระดาน 3 ตัว คือ ขุนฝายขาว 
เรือฝายขาว และ ขุนฝายดํา ตัวอยางที่ใชอยูในรูป illegal(WKf, WKr, WRf, WRr, BKf, BKr) 
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เมื่อ WKf, WKr, WRf, WRr, BKf และ BKr คือ แถว (file) ของขุนฝายขาว หลัก (rank) ของขุนฝายขาว แถว
ของเรือฝายขาว หลักของเรือฝายขาว แถวของขุนฝายดํา และหลักของขุนฝายดํา กลุมความรูภูมิหลังคือ
ความสัมพันธของตําแหนงบนกระดาน ในชุดขอมูลนี้ใชความสัมพันธ 2 แบบ คือ adj(X,Y) และ lt(X,Y) 
ซึ่งแสดงถึงตําแหนง X และ Y ที่อยูติดกัน และตําแหนงที่มีคานอยกวากัน ตามลําดับ จํานวนตัวอยางในขอมูล
ชุดนี้ประกอบดวยตัวอยางทั้งหมด 10,000 ตัวอยาง แบงเปนตัวอยางบวก 3,361 ตัว และตัวอยางลบ 6,639 ตัว  

1.4.3 ผลการทดลองที่ได 
การทดลองกับชุดขอมูล FEM, MUTA และ KRK ใชการทดลองโดยแบงตัวอยางออกเปน 3 เซตยอยแบบ

สุม แลวทําการทดลองโดยใชเซตยอยหนึ่งเซตเปนเซตตัวอยางที่ใชทดสอบและใชเซตตัวอยางที่เหลืออีกสองเซต
เปนเซตตัวอยางที่ใชเรียนรู จากนั้นวนทําซ้ําโดยใหเซตตัวอยางทุกเซตเปนตัวอยางทดสอบหนึ่งครั้ง แลวหา
คาเฉล่ียของผลที่ได (3-fold cross-validation: 3CV) สําหรับชุดขอมูล TCR ใชการทดสอบโดยสรางเซตตัวอยาง
ที่ใชทดสอบจากเซตตัวอยางที่ใชเรียนรู แตเพ่ิมสัญญาณรบกวนโดยผานการถายเอกสารแบบเขมและแบบจาง 
การทดลองเริ่มดวยสรางกฎจากตัวอยางที่ใชเรียนรูดวยระบบ PROGOL หรือ GOLEM ตามเซตตัวอยางที่ใช
เรียนรู โดยในชุดขอมูล FEM และ KRK ใชระบบ GOLEM ในการสรางกฎ สวนในชุดขอมูล TCR และ MUTA 
ใชระบบ PROGOL ในการสรางกฎ จากนั้นนํากฎที่ไดมาหาลักษณะสําคัญเพ่ือนําไปเทียบกับตัวอยางสําหรับ
เรียนรูและทดสอบ แลวสรางเปนอินพุตเวกเตอรและเอาทพุตเวกเตอร นําอินพุตเวกเตอรและเอาทพุตเวกเตอร
มาเรียนรูและทดสอบ ผลการทดลองเปรียบเทียบระหวางระบบ BANNAR กับระบบอื่นเปนดังตารางที่ 1 

ตารางที่ 1 ผลการทดลองเปรียบเทียบระหวาง BANNAR กับระบบไอแอลพีอ่ืนๆ 

หมายเหตุ: ใชการทดสอบคาทีแบบทางเดียว (one-tailed paired t-test) ตัวเลขยกแสดงระดับความเชื่อมั่น 
(confidence level) ตัวเลข 1, 2 และ 3 แสดงถึงระดับความเชื่อมั่นที่มากกวา 90.0%, 99.0% และ 99.5% 
ตามลําดับ  สวนตัวเลข 0 แสดงถึงระดับความเชื่อมั่นที่ตํ่ากวา 90% 

เนื่องจากระบบ PROGOL และ GOLEM เปนระบบไอแอลพีที่ใชกับปญหาที่มีลักษณะเปนสองกลุม ดังนั้น
เมื่อนําไปใชกับปญหาที่มีลักษณะเปนหลายกลุม และตัวอยางที่ใชทดสอบไมตรงกับกฎขอใดในเซตของกฎ 
PROGOL และ GOLEM ไมสามารถทําการจําแนกตัวอยางนั้นได จึงตองอาศัยวิธีการอื่นมาใชจําแนกตัวอยาง
เหลานั้น ในการทดลองครั้งนี้ไดเลือกใชวิธีการจําแนกตามกลุมหลักมาใชในกรณีดังกลาว ผลการทดลองที่
ปรากฏในตารางที่ 1 ในสวนของ PROGOL และ GOLEM เปนผลการทดลองที่ใชวิธีการจําแนกตามกลุมหลักมา
ใช โดยในกรณีของปญหาที่เปนสองกลุม คือ MUTA และ KRK ตัวอยางที่ไมตรงกับกฎขอใดเลย จะถูกจําแนก
เปนกลุมลบ ตัวอยางที่ตรงกับกฎตั้งแตหนึ่งขอขึ้นไป จะถูกจําแนกวาเปนตัวอยางบวก แตในกรณีปญหาที่เปน
หลายกลุม จะเลือกกลุมโดยใชวิธีจําแนกตามกลุมหลัก กลาวคือ เมื่อตัวอยางที่ใชทดสอบไมตรงกับกฎขอใดใน
เซตของกลุม จะทําการจําแนกเปนกลุมที่มีจํานวนมากที่สุดในกลุมตัวอยางที่ใชเรียนรู ในสวนของระบบ LINUS 

ชุด 
ขอมูล 

จํานวน 
ตัวอยาง 
ท่ีใช 
เรียนรู 

จํานวน 
ตัวอยาง 
ท่ีใช

ทดสอบ 

จํานวนกลุม BANNAR PROGOL 
หรือ 

GOLEM 

TILDE 1BC LINUS 

TCR 1,074 2,143     77 94.40 72.003 88.573 77.233 66.543 

FEM 278 3CV     13 64.45 57.802 58.022 46.732 60.451 

MUTA 188 3CV       2 83.58 82.010 68.941 77.720 74.411 

KRK 10,000 3CV       2 99.93 99.890 69.803 87.123 99.890 
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ที่นํามาใชทดลองเปรียบเทียบในการทดลองครั้งนี้ ใชระบบ LINUS สรางลักษณะสําคัญของชุดตัวอยาง จากนั้น
นําลักษณะสําคัญที่ไดซึ่งอยูในรูปตรรกศาสตรประพจนไปเรียนรูและทดสอบดวยระบบ C4.5  

ผลการทดลองในตารางที่ 1 แสดงใหเห็นวาเปอรเซ็นตความถูกตองของระบบ PROGOL หรือ GOLEM 
เมื่อนําไปใชกับปญหาที่มีลักษณะเปนสองกลุม คือ MUTA และ KRK ใหผลการรูจําสูงกวา TILDE ในขณะที่เมื่อ
นําไปใชกับปญหาที่มีลักษณะเปนหลายกลุม คือ TCR และ FEM  TILDE ซึ่งโดยปกติจะใชงานกับปญหาที่มี
ลักษณะเปนหลายกลุมอยูแลว ใหผลการรูจําสูงกวา PROGOL หรือ GOLEM เมื่อเทียบผลการรูจําของ 
PROGOL หรือ GOLEM กับ 1BC พบวา PROGOL หรือ GOLEM ใหผลการรูจําสูงกวา 1BC ในชุดขอมูล 
FEM, MUTA และ KRK ใหผลการรูจําต่ํากวา 1BC ในชุดขอมูล TCR  เทียบผลการรูจําของ PROGOL หรือ 
GOLEM กับระบบ LINUS ปรากฏวา PROGOL หรือ GOLEM ใหผลการรูจําสูงกวา LINUS ในชุดขอมูล TCR 
และ MUTA ใหผลการรูจําเทากันในชุดขอมูล KRK และสูงกวาในชุดขอมูล TCR   

จากผลการทดลองเมื่อเทียบเปอรเซ็นตความถูกตองของ PROGOL หรือ GOLEM กับระบบอื่น 3 ระบบ  
(TILDE, 1BC และ LINUS) ใน 4 ชุดขอมูล รวมเปรียบเทียบ 12 การทดลอง พบวา ในกลุมปญหาที่มีลักษณะ
เปนหลายกลุม (TCR และ FEM) PROGOL หรือ GOLEM ใหผลการรูจําสูงกวาระบบอื่น 2 การทดลองจาก 6 
การทดลอง ตํ่ากวา 4 การทดลองจาก 6 การทดลอง และเมื่อเปรียบเทียบในกลุมปญหาที่มีลักษณะเปนสองกลุม 
(MUTA และ KRK) PROGOL หรือ GOLEM ใหผลการรูจําสูงกวาระบบอื่น 5 การทดลองจาก 6 การทดลอง 
และใหผลการรูจําเทากัน 1 การทดลองจาก 6 การทดลอง จะเห็นไดวา กฎที่ไดจากระบบ PROGOL หรือ 
GOLEM จะสามารถใชไดดีในกลุมปญหาที่มีลักษณะเปนสองกลุม และใชไดไมดีในกลุมปญหาที่มีลักษณะเปน
หลายกลุม เมื่อนําวิธีการแบ็กพรอพาเกชันนิวรอลเน็ตเวิรกมาใชในระบบ BANNAR ทําใหเปอรเซ็นตความ
ถูกตองสูงขึ้น และเมื่อเทียบเปอรเซ็นตความถูกตองของ BANNAR กับระบบอื่น พบวา BANNAR ใหเปอรเซ็นต
ความถูกตองสูงกวาระบบอื่นทุกระบบในทุกชุดขอมูล และใหเปอรเซ็นตความถูกตองสูงกวาแบบมีนัยสําคัญทาง
สถิติเมื่อเทียบกับระบบ PROGOL หรือ GOLEM ใน 2 ชุดขอมูล (TCR และ FEM) ใหเปอรเซ็นตความถูกตอง
สูงกวาแบบมีนัยสําคัญทางสถิติเมื่อเทียบกับ TILDE ในทุกชุดขอมูล ใหเปอรเซ็นตความถูกตองสูงกวาแบบมี
นัยสําคัญทางสถิติเมื่อเทียบกับ 1BC ใน 3 ชุดขอมูล (TCR, FEM และ KRK) และใหเปอรเซ็นตความถูกตองสูง
กวาแบบมีนัยสําคัญทางสถิติเมื่อเทียบกับ LINUS ใน 3 ชุดขอมูล (TCR, FEM และ MUTA) 

 
1.5 สรุปผลการวิจัยพื้นฐานเพื่อเพิ่มประสิทธิภาพของการโปรแกรมตรรกะเชิงอุปนัย   

ผลการวิจัยที่ไดแสดงใหเห็นวาการนําวิธีการดึงลักษณะสําคัญมาใชรวมกับแบ็กพรอพาเกชันนิวรอล- 
เน็ตเวิรกทําใหประสิทธิภาพของการโปรแกรมตรรกะเชิงอุปนัยดีขึ้น  สามารถจําแนกตัวอยางที่ไมตรงพอดีกับ
กฎดั้งเดิมไดเปนอยางดี  และผลการทดลองที่ไดแสดงใหเห็นถึงเปอรเซ็นตความถูกตองที่เพ่ิมขึ้นของระบบ 
BANNAR เมื่อเทียบกับกฎเดิมซึ่งไดจากระบบ PROGOL หรือ GOLEM และเมื่อเทียบกับระบบอื่นอีก 4 ระบบ
ใน 4 ชุดขอมูล รวมเปรียบเทียบ 16 ครั้ง ผลปรากฏวา ระบบ PROGOL หรือ GOLEM ใหเปอรเซ็นตความ
ถูกตองต่ํากวาระบบ TILDE และ LINUS ในชุดขอมูลที่เปนแบบหลายกลุม และใหเปอรเซ็นตความถูกตองสูง
กวาระบบ TILDE และ LINUS ในชุดขอมูลที่มีลักษณะเปนสองกลุม ผลการทดลองนี้แสดงใหเห็นวากฎที่ไดจาก
ระบบ PROGOL และ GOLEM สามารถใชไดเปนอยางดีในปญหาที่มีลักษณะเปนสองกลุม แตใหเปอรเซ็นต
ความถูกตองไมดีเมื่อใชกับปญหาที่มีลักษณะเปนหลายกลุม เมื่อใชกระบวนการดึงลักษณะสําคัญและนิวรอล- 
เน็ตเวิรกในระบบ BANNAR ทําใหเปอรเซ็นตความถูกตองสูงขึ้นและสูงกวาระบบอื่นในทุกชุดขอมูล โดยให
ความถูกตองสูงกวาอยางมีนัยสําคัญทางสถิติสูงกวา 90.0% จํานวน 12 ครั้ง จากการเปรียบเทียบ 16 ครั้ง และ
ใหเปอรเซ็นตความถูกตองสูงกวาอยางมีนัยสําคัญทางสถิติตํ่ากวา 90.0% จํานวน 4 ครั้ง จากการเปรียบเทียบ 
16 ครั้ง   
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2. การวิจัยเทคนิคการเรียนรูของเคร่ืองท่ีสามารถใชประโยชนจากขอมูลแบบไมมีฉลาก 
วิธีที่นิยมใชในการจําแนกขอมูลที่อยูบนอินเตอรเน็ตใหเปนหมวดหมูนั้น มักใชวิธีการเรียนรูโดยการสอน 

(supervised learning) ซึ่งสามารถทําไดโดยการติดฉลากเพื่อบอกหมวดหมูใหกับแตละเว็บเพจ และนําเว็บเพจ
เหลานั้นไปสอนใหกับอัลกอริทึมในการเรียนรู  แมวาวิธีการเชนนี้จะทําใหไดระบบจําแนกเว็บเพจที่มีความ
ถูกตองสูง  แตก็จําเปนตองอาศัยแรงงานคนจํานวนมากเพื่อติดฉลากใหกับเว็บเพจ  โดยเฉพาะอยางยิ่ง 
เว็บเพจบนอินเตอรเน็ตมีการเปล่ียนแปลงที่รวดเร็วมากทั้งในเชิงปริมาณที่เพ่ิมขึ้นอยางรวดเร็ว และในเชิง
เนื้อหาที่มีการแกไขปรับปรุงกันอยูเสมอ  จึงเปนเหตุใหการใชแรงงานคนไมสามารถทําไดอยางมีประสิทธิภาพ   

ในการวิจัยนี้เราตองการทําใหระบบคนหาสามารถแยกหมวดหมูของเว็บเพจไดอยางอัตโนมัติ โดยที่
พยายามใชประโยชนจากขอมูลไมมีฉลากใหมากที่สุด เพ่ือลดแรงงานมนุษย  เราจึงมุงเนนที่จะหาวิธีการที่
สามารถจําแนกประเภทของเว็บเพจอยางอัตโนมัติ   

งานวิจัยนี้นําเสนอเทคนิคใหมในการจําแนกเว็บเพจ  วิธีการนี้มีชื่อวา การสอนไขวแบบวนซํ้า (Iterative 
Cross-Training - ICT)  วิธีการที่นําเสนอนี้สามารถใชประโยชนจากขอมูลที่ไมมีฉลากไดอยางมีประสิทธิภาพ 
เหมาะกับการใชงานกับขอมูลบนอินเตอรเน็ตซึ่งมีเว็บเพจที่ไมมีฉลากอยูจํานวนมาก 

2.1 อัลกอริทึมการสอนไขวแบบวนซ้ํา 

รูปท่ี 4 การสอนไขวแบบวนซ้ํา 

รูปที่ 4 แสดงโมเดลของการสอนไขวแบบวนซํ้า ซึ่งประกอบดวยตัวแยกแยะ (classifier) 2 ตัวคือ 
Classifier1 และ Classifier2  และชุดตัวอยาง 2 ชุดคือ TrainingData1 และ  TrainingData2 ซึ่งเปน
ตัวอยางที่ไมมีฉลาก   โดยการใหความรูเบ้ืองตนเกี่ยวกับโดเมนที่จะเรียนรู หรือใหตัวอยางมีฉลากเริ่มตนจํานวน
นอยๆ  ตัวแยกแยะทั้งสองจะประมาณคาของพารามิเตอรที่ตองเรียนจากชุดตัวอยาง  โดยอาศัยการโตตอบและ
การสอนระหวางกันเอง  ตัวอยางของความรูเบ้ืองตนก็อยางเชน ถาตองการใหเรียนรูวาเว็บเพจใดเปนภาษาไทย  
เพจใดเปนภาษาอื่น  เราก็จะใหความรูเบ้ืองตนในรูปของพจนานุกรมภาษาไทย  ในกรณีที่เราไมมีความรู
เบ้ืองตนเกี่ยวกับโดเมนที่จะเรียนรู เราจะใหตัวอยางมีฉลากเริ่มตนจํานวนนอยๆ เพ่ือใหโมเดลเริ่มกระบวน
เรียนรู สําหรับชุดตัวอยาง TrainingData1 และ  TrainingData2 นั้นไดมาจากการทําสําเนาขอมูลที่ผูใชใหมา 
ให θ1 เปนชุดพารามิเตอร (parameter set) ของ Classifier1 และ θ2 เปนชุดพารามิเตอรของ Classifier2     
ชุดขอมูล TrainingData1 ใชสําหรับสอน Classifier1 ใหเรียนรูพารามิเตอร   สวน TrainingData2 ใช
สําหรับสอน Classifier2    อัลกอริทึมของการสอนไขวแบบวนซ้ําแสดงในตารางที่ 2 ตอไปนี้ 

Training
Data2

Training
Data1

Consistency
Checking

train

train

classifyclassify

Classifier1 Classifier2
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ตารางที่ 2 อัลกอริทึมการสอนไขวแบบวนซ้ํา 
   
อินพุต:  

• TrainingData1 และ TrainingData2 เปนชุดของตัวอยางไมมีฉลาก 
(1) กําหนดคาเริ่มตนของชุดพารามิเตอรสําหรับ Classifier1 เปน θ10 

  θ1 ← θ10 

(2) กําหนดคาเริ่มตนของชุดพารามิเตอรสําหรับ Classifier2 เปน θ20 

 θ2 ← θ20 

(3) วนซ้ําจนกระทั่ง θ1 ไมเปล่ียนแปลงหรือจํานวนรอบเกินกวาคาขีดแบง 
− ใช Classifier1 และชุดพารามิเตอร θ1 เพ่ือติดฉลากใหกับขอมูลทุกตัวใน TrainingData2 ใหเปน
ตัวอยางบวกและตัวอยางลบ พรอมกับตรวจเช็คความสอดคลองของการแยกแยะกับ Classifier2 ถา
จําเปน  

− สอน Classifier2 โดยใชตัวอยางมีฉลากใน TrainingData2  เพ่ือประมาณคาของชุดพารามิเตอร θ2  

ของ  Classifier2 

− ใช Classifier2 และชุดพารามิเตอร θ2 เพ่ือติดฉลากใหกับขอมูลทุกตัวใน TrainingData1 ใหเปน
ตัวอยางบวกและตัวอยางลบ พรอมกับตรวจเช็คความสอดคลองของการแยกแยะกับ Classifier1 ถา
จําเปน   

− สอน Classifier1 โดยใชตัวอยางมีฉลากใน TrainingData1  เพ่ือประมาณคาของชุดพารามิเตอร θ1 

ของ  Classifier1 
   

 

แนวคิดของอัลกอริทึมดานบนคือ หากเราสามารถดึงเอาขอมูลทางสถิติที่นาเชื่อถือออกมาจาก Train-
ingData2 ไดก็นาจะมีประโยชนในการจําแนก TrainingData1   ถาหากวาชุดพารามิเตอรเริ่มตนของ 
Classifier1(θ10) มีคุณสมบัติที่จะติดฉลากขอมูลไดถูกตองมากกวาติดฉลากผิดพลาดสําหรับ TrainingData2 
แลว   เราก็นาจะไดขอมูลทางสถิติที่แฝงอยูในตัวอยางที่ทํานายถูก   ซึ่งขอมูลทางสถิตินี้เองที่จะชวยให 
Classifier2 สามารถติดฉลากไดอยางถูกตองใหกับตัวอยางใน TrainingData1 ที่มีคุณลักษณะคลายกัน  และ
ถา TrainingData1 ที่มีการกําหนดฉลากใหมนี้สามารถให θ1 ที่ดีกวา θ10 แลว เราก็นาจะไดชุดพารามิเตอรที่
นาเชื่อถือมากยิ่งๆ ขึ้นเมื่อผานไปในแตละรอบของการสอน ในขั้นตอนแรกของอัลกอริทึมนั้น  เราตองกําหนดคา
เริ่มตนใหกับชุดพารามิเตอรของ Classifier1 และ Classifier2   ซึ่งทําไดโดยการสอนตัวแยกแยะดวยขอมูล
จํานวนหนึ่งที่มีฉลาก (ถาหากเรามีขอมูลเหลานั้น)  หรือถาเราไมมีขอมูลที่มีฉลากอยูเลย ก็อาจกําหนดใหเปนคา
ใดๆ ที่มีการกําหนดไวลวงหนาหรืออาจกําหนดคาโดยการสุมก็ได    

ในขณะที่ตัวแยกแยะที่กําลังทํางาน (active classifier) จะติดฉลากใหกับขอมูล ตัวแยกแยะนั้นสามารถที่จะ
ถามเพื่อยืนยันจากตัวแยกแยะอีกตัวไดวาตัวอยางที่สนใจอยูนั้นควรจัดอยูในกลุม (class) ใด   ถาหากตัว
แยกแยะทั้งคูเห็นพองกัน ตัวอยางนั้นก็จะถูกกําหนดฉลาก  แตถาหากวาตัวแยกแยะทั้งคูเห็นแตกตางกันและตัว
แยกแยะที่กําลังทํางานมีคาความมั่นใจ (confident value) มากกวา  ตัวอยางนั้นก็จะถูกกําหนดฉลากตามตัว
แยกแยะที่กําลังทํางาน  ถาไมเชนนั้นแลวตัวอยางนั้นก็จะไมถูกกําหนดฉลาก   จุดมุงหมายของการตรวจเช็ค
ความสอดคลองกันนี้มีเพ่ือใหการกําหนดฉลากของตัวอยางมีความนาเชื่อถือมากขึ้น  อยางไรก็ดีการตรวจเช็คนี้
จะทําใหการทํางานของระบบชาลง 

เราไดนําวิธีการสอนไขวแบบวนซ้ําประยุกตใชกับปญหาการจําแนกเว็บเพจ 2 ปญหาคือ (1) การจําแนก
ประเภทเว็บเพจวาเปนเพจภาษาไทยหรือไมใช และ (2) การจําแนกประเภทเว็บเพจออกเปนหมวดหมู  สวน
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ตอไปจะกลาวถึงรายละเอียดในปญหาทั้งสองนี้ จากนั้นจะอธิบายถึงผลกระทบของขอมูลสัญญาณรบกวนกับ
ปญหาการจําแนกประเภทเว็บเพจ 
2.2 การจําแนกประเภทเว็บเพจภาษาไทยและภาษาอื่น 

ในปญหาของการจําแนกประเภทเว็บเพจภาษาไทยและไมใชภาษาไทยที่จะกลาวในหัวขอนี้ มีจุดมุงหมาย
คือเราตองการจัดประเภทของเว็บเพจออกเปนสองกลุม คือ กลุมที่เปนเว็บเพจภาษาไทยและกลุมที่ไมใช ซึ่ง
สามารถนําไปประยุกตใชในการสรางหุนยนตเว็บใหสามารถคนหาเฉพาะเว็บเพจที่เปนภาษาไทย เพ่ือนําไป
สรางระบบคนหาสําหรับเว็บเพจไทยได  สําหรับปญหานี้ตัวแยกแยะยอยตัวแรกคือ Classifier1 จะไดรับความรู
เบ้ืองตนในรูปของพจนานุกรมไทย และใชพจนานุกรมเพื่อชวยในการจําแนกเว็บเพจวาเปนภาษาไทยหรือไม     
อัลกอริทึมที่ใชในตัวแยกแยะยอยนี้คืออัลกอริทึมตัดคําภาษาไทย  สวนตัวแยกแยะยอยตัวที่สอง Classifier2 จะ
ไมไดรับความรูเบ้ืองตนและจะใชอัลกอริทึมเบยอยางงาย (Naïve Bayes) ดังจะกลาวตอไปนี้ 

2.2.1 ตัวแยกแยะในการจําแนกประเภทเว็บเพจภาษาไทยและภาษาอื่น 
(1) ตัวแยกแยะตัดคําภาษาไทย 

วิธีที่งายที่สุดที่จะตรวจสอบวาเว็บเพจเปนเว็บเพจภาษาไทยหรือไม ทําไดโดยตรวจสอบคําในเว็บเพจวา
เปนคําไทยหรือไม   ถามีคําจํานวนมากปรากฏในพจนานุกรม ก็แสดงวาเว็บเพจนั้นนาจะเปนภาษาไทย  
อยางไรก็ดีเราคงคาดหวังไมไดวาคําทุกคําในเว็บเพจนั้นตองปรากฏในพจนานุกรมทั้งหมด  เนื่องจากวาในเว็บ
เพจไทยนั้นมักจะมีคําในภาษาอื่น เชน ภาษาอังกฤษ  ปะปนอยูดวย  นอกจากนั้นแลวมักจะมีคําเฉพาะ เชน ชื่อ
คน ชื่อสถานที่ตางๆ ปรากฏอยูดวย  ซึ่งคําเฉพาะเหลานี้มักจะไมมีอยูในพจนานุกรม  ดังนั้นจึงจําเปนตอง
กําหนดใหไดวาควรจะมีคําไทยปรากฏมากนอยเทาไร จึงจะจัดวาเปนเว็บเพจไทย  ปญหานี้มีความยุงยากมาก
ขึ้นโดยเฉพาะในภาษาไทย ซึ่งคําเขียนตอเนื่องกันโดยไมมีเครื่องหมายวรรคตอนคั่น   ดานลางนี้อธิบายวิธีการ
ตัดคําภาษาไทยที่ใชในงานวิจัยนี้ 

กําหนดใหเอกสาร d มีตัวอักษร n ตัว (c1, c2,…,cn)  ตัวแยกแยะตัดคําของเราจะสรางการตัดคําทุกแบบที่
เปนไปไดและเลือกการตัดคําที่ดีที่สุดซึ่งใหคาฟงกชันดานลางนี้นอยที่สุด 

 

 argmin    Σ cost(wi) (1) 

โดยที่   cost(wi) =  η1 ถา wi เปนคําที่ปรากฏในพจนานุกรม 
  =  η2 ถา wi เปนสายอักขระที่ไมปรากฏในพจนานุกรม  

สําหรับการทดลองในหัวขอที่ 2.2.3 นั้น เรากําหนดให η1 และ η2 มีคาเทากับ 1 และ 2 ตามลําดับ 
หลังจากที่ไดการตัดคําที่ดีที่สุดแลว เอกสารจะประกอบดวย (1) คําที่ปรากฏในพจนานุกรม และ (2) สาย

อักขระที่ไมปรากฏในพจนานุกรม   เว็บเพจไทยควรจะเปนเพจที่มีคําไทยจํานวนมากและสายอักขระที่ไมรูจัก
จํานวนนอย  เราจึงนิยาม WordRatio ใหมีคาเทากับ 

 จํานวนตัวอักษรที่อยูในคําทั้งหมด (2) 
จํานวนตัวอักษรท้ังหมดที่อยูในเอกสาร 

เมื่อใหเซตของตัวอยางบวกและตัวอยางลบ ตัวแยกแยะตัดคําจะหาคาขีดแบงของ WordRatio ที่ทําให
ตัวอยางบวกและลบซึ่งถูกจัดจําพวกอยางถูกตองมีจํานวนสูงสุด  เอกสารใดที่มี WordRatio มากกวาคาขีดแบง
จะถูกจัดจําพวกใหเปนตัวอยางบวก (เว็บเพจไทย)  แตเอกสารที่มี WordRatio นอยกวาคาขีดแบงจะเปน
ตัวอยางลบ (ไมใชเว็บเพจไทย)  และเราใชคาขีดแบงของ WordRatio เปนพารามิเตอรของตัวแยกแยะตัดคํา 

   m 
 
i=1 
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จากการใชคาขีดแบงของ WordRatio เพียงตัวเดียวเปนพารามิเตอร  เราสามารถหา θ10  ซึ่งติดฉลาก
ใหกับตัวอยางไดถูกตองมากกวาติดผิดพลาดได   เว็บเพจไทยควรมีคา WordRatio สูงและเว็บเพจที่ไมใช
ภาษาไทยควรใหคาต่ํา   ถาจํานวนเว็บเพจไทยและไมใชไทยในเซตของตัวอยางมีจํานวนเทากัน เราจะไดวาทุก
คาของคาขีดแบง WordRatio จะจําแนกตัวอยางไดถูกตองมากกวาจําแนกผิดพลาด (ยกเวน θ10  = 0.0 และ 
θ10 = 1.0 ซึ่งใหจํานวนตัวอยางที่จําแนกถูกและผิดเทากัน)   ในกรณีที่เว็บเพจไทยมีจํานวนนอยกวาเว็บเพจที่
ไมใชภาษาไทยนั้น  θ10  ที่มีคามาก (เชน 0.7, 0.8 หรือ 0.9) จะจําแนกตัวอยางไดถูกตองมากกวาจําแนก
ผิดพลาด   θ10  ที่มีคานอยจะเหมาะกับกรณีที่เว็บเพจไทยมีจํานวนมากกวาเพจที่ไมใชไทย 

เราสามารถปรับคา θ1 ใหมไดหลังจากที่ Classifier2 ติดฉลากใหกับขอมูลใน TrainingData1  ดังนี้ 
ให SP เปนคาต่ําสุดของ WordRatio ที่ไดจากตัวอยางบวกทั้งหมด และ LN เปนคาสูงสุดของ 

WordRatio ที่ไดจากตัวอยางลบทั้งหมด  ในกรณีที่ SP ≥ LN เราสามารถปรับคาของ θ1 ไดโดยใชสมการ
ดานลางนี้ 

          (3) 
 
พิจารณากรณีที่ SP<LN    ให V1=SP, Vn=LN และ V2,…,Vn-1 เปนคาที่อยูระหวาง V1 กับ Vn 

(V1≤V2≤ ⋅⋅⋅ ≤Vn-1≤Vn)  เราสามารถปรับคา θ1  ใหมไดดังนี้   
 
`   (4) 
    
 
โดยที่ Vk เปนคา WordRatio ของตัวอยางที่ถูกติดฉลากเปนบวก  และ Vj เปนคาของตัวอยางที่ถูกติด

ฉลากเปนลบ  และ V1 ≤ Vk  ≤Vi,  Vi+1 ≤ Vj ≤ Vn 
ถา SP มากกวาหรือเทากับ LN, θ1 จะสามารถแยกตัวอยางบวกออกจากตัวอยางลบไดโดยสมบูรณ  แตถา 

SP นอยกวา LN, θ1  จะใหจํานวนตัวอยางที่แยกผิดพลาดนอยที่สุด 
 

(2) ตัวแยกแยะเบยแบบงาย  
สําหรับการแยกแยะขอความนั้น  ตัวแยกแยะเบยอยางงายเปนวิธีการที่ไดรับความนิยมและเปนวิธีที่มี

ประสิทธิภาพมากที่สุดวิธีหนึ่ง [Mitchell, 1997]   วิธีนี้จะใช “ถุงคํา (bag-of-words)” เพ่ือแทนขอความ  ใน
ปญหาการแยกเว็บเพจออกเปนภาษาไทยและไมใชนั้น  เราจะใช “ถุงตัวอักษร (bag-of-characters)” แทน  ซึ่ง
ถุงตัวอักษรจะเหมาะกับปญหานี้ เพ่ือใหหุนยนตเว็บสามารถคนหาเว็บเพจไทยไดอยางมีประสิทธิภาพ เพราะวา
ไมตองอาศัยการตัดคํา ดังนั้นการทํางานจะรวดเร็วมาก  แมวาการแทนขอความดวยถุงตัวอักษรจะงายกวาการ
แทนดวยถุงคําก็ตาม  แตการทดลองในหวัขอตอไปไดแสดงใหเห็นวาวิธีการนี้ทํางานไดอยางดี 

 กําหนดให L = {l1,l2,…,lm} เปนเซตของฉลากและ d=(c1,c2,…,cn) เปนเอกสารที่มี n ตัวอักษร  ฉลาก
แสดงกลุมที่นาจะเปนที่สุด (l*)  สามารถประมาณคาไดโดยใชเทคนิคของเบยอยางงาย ดังสมการดานลางนี้ 

 
  
 
 
  (5) 
 

SP+LN 
    2 

θ1  = 

θ1  =
Vi*+Vi*+1 
     2 

Vi*  = argmin (no. of Vj + no. of Vk) 

  l*  =  argmax  Pr(lj | c1,…,cn) 
  lj 

 =  argmax  Pr(lj)Pr(c1,…,cn | lj) 
  lj       Pr(c1,…,cn) 

 =  argmax  Pr(lj)Pr(c1,…,cn | lj) 
  lj 



 

ในปญหาของการจําแนกประเภทของเว็บเพจไทยหรือไมใชไทยนี้  L คือเซตของฉลากภาษาไทยและไมใช
ภาษาไทย   สวน d = (c1,c2,…,cn) โดยทั่วไปแลวจะมีคาที่เปนไปไดทั้งหมดมากมายมหาศาล  ทําใหการ
คํานวณ Pr(c1,c2,…,cn | lj) ตองใชขอมูลจํานวนมหาศาลเพื่อใหไดความนาจะเปนที่นาเชื่อถือได  ดังนั้น
เพ่ือที่จะลดจํานวนของขอมูลและปรับปรุงการประมาณคาความนาจะเปนใหมีความนาเชื่อถือมากยิ่งขึ้น  เรา
นิยมใชสมมติฐานของเบยดังนี้คือ (1) สมมติฐานเกี่ยวกับการไมขึ้นตอกันอยางมีเง่ือนไข (conditional 
independent assumption) กลาวคือ การปรากฏของตัวอักษรตัวหนึ่งๆ จะไมขึ้นกับตัวอักษรอื่นๆ ทั้งหมดใน
เอกสารเมื่อรูกลุมของตัวอยาง  และ (2) สมมติฐานที่วาตําแหนงของตัวอักษรในเอกสารหรือเว็บเพจไมมี
ความสําคัญ กลาวคือ การพบตัวอักษร “ก” อยูที่ตําแหนงแรกสุดของเอกสารมีคาเหมือนกับการพบ “ก” ที่ทาย
เอกสาร  แนนอนวาสมมติฐานเหลานี้มักจะไมเปนจริงในทางปฏิบัติ แตผลการทดลองของตัวแยกแยะเบยอยาง
งายไดแสดงใหเห็นถึงประสิทธิภาพที่สูงของตัวแยกแยะนี้ในงานประเภทการแยกแยะขอความ [Joachims, 
1998; McCallum, et al., 1998; Yang & Pederson, 1997] 

จากสมมติฐานดานบนทําใหเราสามารถเขียนสมการดานบนใหมดังตอไปนี้ 
 
 
 
 

  (6) 
 

คาความนาจะเปน Pr(lj

ไดจากเซตของตัวอยางส
จํานวนตัวอยางทั้งหมด 
ประมาณคาไดดังตอไปน

 

  

โดยที่   N(ci,lj) คือจําน
  N(lj) คือ จํานว
 T คือจํานวนตัว

2.2.2 อัลกอริทึมท่ีนําม
 ในการทดลองเพื่อ
ตอไปนี้ 

(1) ตัวแยกแยะตัดคําแบ
(2) ตัวแยกแยะเบยอยา
(3) อัลกอริทึมโคเทรนน
(4) อัลกอริทึมอีเอ็ม (EM

 ตัวแยกแยะตัดคําแ
อธิบายไวในหัวขอที่ 2.2
อัลกอริทึมโคเทรนนิงแล

 

        n 
  l*  =  argmax  Pr(lj)  Π  Pr(ci | lj,c1,…,ci-1)
  lj     i=1 

          n 
 =  argmax  Pr(lj)  Π  Pr(ci | lj) 
  lj       i=1 
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) และ Pr(ci | lj) คือชุดพารามิเตอร θ2 สําหรับตัวแยกแยะเบยอยางงายและประมาณคา
อน    Pr(lj) ประมาณคาไดจากอัตราสวนระหวางจํานวนตัวอยางที่อยูในกลุม lj  กับ
  สวน Pr(ci | lj) หรือความนาจะเปนที่เราจะเห็นตัวอักษร ci เมื่อรูวากลุมคือ lj  

ี้ 

(7) 

วนครั้งที่ตัวอักษร ci ปรากฏในเซตของตัวอยางสอนจากกลุม lj     
นตัวอักษรทั้งหมดในเซตของตัวอยางสอนจากกลุม lj   และ 
อักษรที่แตกตางกันทั้งหมดในเซตของตัวอยางสอน 

าเปรียบเทียบในการจําแนกประเภทเว็บเพจภาษาไทยและภาษาอื่น 
ประเมินประสิทธิภาพของการสอนไขวแบบวนซ้ํานั้น  เราไดเปรียบเทียบกับวิธีการ

บสอน (Supervised Word Segmentation Classifier) 
งงายแบบสอน (Supervised Naïve Bayes Classifier)   
ิง (CoTraining Algorithm) และ 
 Algorithm) 

บบสอนและตัวแยกแยะเบยอยางงายแบบสอนมีอัลกอริทึมเหมือนกันกับตัวแยกแยะที่
.1 ยกเวนวาตัวแยกแยะในหัวขอนี้จะใชขอมูลที่มีฉลากทั้งหมดในการสอน  สวน
ะอัลกอริทึมอีเอ็มเปนดังตอไปนี้ 

 

Pr(ci | lj)  =  1 + N(ci,lj) 
         T + N(lj) 
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อัลกอริทึมโคเทรนนิง 

อัลกอริทึมโคเทรนนิงถูกนําเสนอใน [Blum & Mitchell, 1998]  แนวคิดของวิธีการนี้คือตัวอยางสามารถมอง
ไดสองมุมมอง เชน เว็บเพจสามารถพิจารณาไดจากคําที่อยูในเนื้อหาของเพจนั้น หรือสามารถพิจารณาไดจาก
คําที่อยูในไฮเปอรลิงคของเพจที่ชี้มายังเพจนั้น  และมีสมมติฐานที่วาแตละมุมมองเพียงพอตอการเรียนรูเพ่ือ
จําแนกประเภทของตัวอยาง  อัลกอริทึมจะประกอบดวยตัวแยกแยะยอยสองตัว แตละตัวเรียนรูจากคนละมุมมอง 

จากแนวคิดนี้ เราไดทดลองเขียนโปรแกรมตามอัลกอริทึมโคเทรนนิงดังแสดงในตารางที่ 3 ตัวแยกแยะยอย
ในตารางมีอัลกอริทึมเหมือนกับของการสอนไขวแบบวนซ้ํา  ในการใชอัลกอริทึมโคเทรนนิงในกรณีของปญหา
การจําแนกประเภทเว็บเพจภาษาไทยและไมใชนั้น  เรามองเว็บเพจแตละเพจเปนเซตของคําที่ปรากฏในเพจนั้น 
หรือ เซตของตัวอักษรที่ปรากฏในเพจนั้น   และใชตัวแยกแยะตัดคํา (Classifier1) เพ่ือเรียนรูจากเซตของคํา 
และใชตัวแยกแยะเบยอยางงาย (Classifier2) เพ่ือเรียนรูจากเซตของตัวอักษรในเพจนั้น  การปรับคา θ1 และ 
θ2 ของตัวแยกแยะทั้งสองมีวิธีการเหมือนกับวิธีการที่อธิบายไวในหัวขอที่ 2.2.1 

ตารางที่ 3 อัลกอริทึมโคเทรนนิง 
   
อินพุต:  
• เซตของตัวอยางที่มีฉลาก LE และ  
• เซตของตัวอยางที่ไมมีฉลาก UE 
(1)  สรางเซต UE’ โดยเลือกตัวอยาง u ตัวจากเซต UE 
(2)  วนซ้ําจนกระทั่งไมมีตัวอยางเหลืออยูใน UE 

−  ใช UE เพ่ือประมาณคาของชุดพารามิเตอร θ1 ของ Classifier1 
−  ใช UE เพ่ือประมาณคาของชุดพารามิเตอร θ2 ของ Classifier2 
−  ใช Classifier1 พรอมดวยชุดพารามิเตอร θ1 เพ่ือติดฉลากใหกับตัวอยางบวก p ตัวและตัวอยางลบ n 

ตัวจาก UE’ 
−  ใช Classifier2 พรอมดวยชุดพารามิเตอร θ2 เพ่ือติดฉลากใหกับตัวอยางบวก p ตัวและตัวอยางลบ n 

ตัวจาก UE’ 
−  นําตัวอยางที่ติดฉลากใหมนี้เพ่ิมเขาไปใน LE 
−  เลือกตัวอยาง 2p+2n ตัวอยางสุมจาก UE และนําไปเพ่ิมใน UE’  

   
 
 
 
 

อัลกอริทึมอีเอ็ม 
อัลกอริทึมอีเอ็ม (Expectation-Maximization – EM algorithm) ถูกนําเสนอใน [Dempster et al. 1977]  

อัลกอริทึมนี้เปนอัลกอริทึมประเภทวนซ้ําแบบหนึ่ง เพ่ือใชแกปญหาของขอมูลไมสมบูรณ (incomplete data)  
เมื่อกําหนดโมเดลของการสรางขอมูลและขอมูลที่มีคาบางสวนหายไป อัลกอริทึมนี้จะใชโมเดลปจจุบัน เพ่ือ
ประมาณคาที่หายไป แลวใชคาที่ประมาณไดเพ่ือปรับโมเดลใหดีขึ้น  อัลกอริทึมจะคํานวณคาความนาจะเปน 
(likelihood) ของพารามิเตอรของโมเดลที่ดีที่สุดแบบทองถ่ิน (local) เพ่ือประมาณคาที่หายไป  ในกรณีที่เรานํา
อัลกอริทึมอีเอ็มมาใชในการเรียนรูเว็บเพจที่ไมมีฉลากนั้น ฉลากจะถูกมองวาเปนคาที่หายไป อัลกอริทึมอีเอ็ม
แสดงในตารางที่ 4  
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ตารางที่ 4 อัลกอริทึมอีเอ็มสําหรับตัวแยกแยะเบยอยางงาย 
   
อินพุต:  

• เซตของตัวอยางที่ไมมีฉลาก UE 
(1)  กําหนดคาเริ่มตนของชุดพารามิเตอร Pr(ci|lj) และ Pr(lj) สําหรับ Classifier โดยเรียนจากตัวอยางมี

ฉลากเริ่มตน แลวนําพารามิเตอรเหลานี้ไปติดฉลากใหกับตัวอยางทั้งหมดใน UE 

(2)  ใชตัวอยางที่ติดฉลากแลว ไปประมาณคาพารามิเตอร Pr(ci|lj) และ Pr(lj) ใหมของ Classifier โดยที่ 
Pr(lj|d) ∈ {0,1} 

(3)  วนซ้ําจนกระทั่งพารามิเตอรไมเปล่ียนแปลงหรือจํานวนรอบเกินกวาคาขีดแบง 
− (E-step) ประมาณคาฉลากของกลุมขอมูลแบบถวงน้ําหนักตามความนาจะเปนใหเทากับ Pr(lj|d) 
สําหรับทุกเอกสาร ตามสมการที่ 10 

− (M-step) ใชฉลากของกลุมขอมูลที่ประมาณคาไดตาม Pr(lj|d) เพ่ือคํานวณคาพารามิเตอรใหมโดยใช
เอกสารทั้งหมดตามสมการที่ 8 และ 9 

   

ในงานวิจัยนี้โมเดลของการสรางขอมูลจะใชตัวแยกแยะเบยอยางงาย อัลกอริทึมนี้ประกอบไปดวย 2 
ขั้นตอนคือ ขั้นตอนอี (E-step) และขั้นตอนเอ็ม (M-step) ขั้นตอนอีจะคํานวณฉลากกลุมขอมูลแบบถวงน้ําหนัก
ตามความนาจะเปน (probabilistically weighted class labels) สําหรับทุกเอกสารโดยใชตัวแยกแยะ   และ
ขั้นตอนเอ็มจะประมาณคาพารามิเตอรใหมโดยใชเอกสารทั้งหมดที่ถูกคํานวณฉลากแบบถวงน้ําหนักแลว  
กระบวนการของขั้นตอนอีและขั้นตอนเอ็มจะวนซ้ําจนกระทั่งพารามิเตอรมีคาไมเปล่ียนแปลง  Nigam และคณะ 
[Nigam et al. 1999] ไดใชอัลกอริทึมอีเอ็มสําหรับปญหาการแยกแยะขอความ 

ดังที่แสดงในตารางที่ 4 ขั้นตอนแรกของอัลกอริทึมอีเอ็มคือ การประมาณคาพารามิเตอรของตัวแยกแยะเบย
อยางงาย โดยเรียนจากตัวอยางมีฉลากเริ่มตน  จากนั้นตัวแยกแยะจะใชคาพารามิเตอรที่ไดนําไปติดฉลากใหกับ
ตัวอยางไมมีฉลากทุกตัว  หลังจากนั้นกระบวนการเรียนรูจะวนทําขั้นตอนอี (E-step) และขั้นตอนเอ็ม (M-step) 
จนกระทั่งอัลกอริทึมลูเขา   การประมาณคาฉลากของกลุมขอมูลแบบถวงน้ําหนักสามารถคํานวณได ดังตอไปนี้ 

กําหนดให L = {l1,l2,…,lm} เปนเซตของฉลากและ d = (c1,c2,…,cn) เปนเอกสารที่มีตัวอักษร n ตัว จาก
ชุดขอมูลสอน D, Pr(lj|d) ∈ {0, 1} เปนฉลากของเอกสาร d   คาประมาณความนาจะเปนที่ตัวอักษร ci จะอยู
ในฉลาก lj คือ 
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โดยที่  T  คือจํานวนตัวอักษรที่แตกตางกันทั้งหมดในเซตของตัวอยางสอน   
 N(ci,d) คือจํานวนครั้งที่ตัวอักษร ci ปรากฏในเอกสาร d   

สวนความนาจะเปนของฉลากหนึ่งๆ ที่จะเกิดขึ้นมีคาตามสมการที่ (9) ตอไปนี้ 
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โดยที่ |L| และ |D| คือจํานวนของฉลากที่แตกตางกันและจํานวนเอกสารในชุดขอมูลสอนตามลําดับ  เมื่อกําหนด
เอกสาร d = (c1,c2,…,cn) ที่ไมมีฉลากซึ่งมีตัวอักษร n ตัวให  ตัวแยกแยะเบยอยางงายจะประมาณคาความ
นาจะเปนที่เอกสารนี้มีฉลากเปน lj โดยใชสมการ (10) ดานลางนี้ 
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สังเกตวาในสมการนี้ Pr(lj|d) เปนคาถวงน้ําหนักตามความนาจะเปน กลาวคือแตละเอกสาร d จะถูกพิจารณาวา
มีฉลากเปน lj ดวยความนาจะเปนเทากับ Pr(lj|d) 

2.2.3 ผลการทดลองการจําแนกประเภทเว็บเพจภาษาไทยและภาษาอื่น 
ชุดขอมูลและตั้งคาการทดลองในปญหาการแยกแยะเว็บเพจภาษาไทยและไมใช 

เรารวบรวมขอมูลเพ่ือทําการทดลองโดยเริ่มจากเว็บเพจ 4 เพจ คือ เว็บเพจภาษาญี่ปุน 1 เพจ1  เว็บเพจ
ภาษาไทย 2 เพจ2 และ เว็บเพจภาษาอังกฤษ 1 เพจ3   เริ่มตนจากเว็บเพจทั้งส่ี เราใหหุนยนตเว็บว่ิงตามไฮเปอร
ลิงคภายในเพจเหลานั้น เพ่ือเขาถึงเว็บเพจอื่นๆ จนกระทั่งหุนยนตเว็บรวบรวมเว็บเพจได 450 เพจสําหรับเว็บ
เพจเริ่มตนแตละเพจ  ดังนั้นเว็บเพจท่ีรวบรวมไดทั้งส้ินประกอบดวยเว็บเพจภาษาไทยประมาณ 900 เพจ 
เนื่องจากเพจภาษาไทยอาจจะชี้ไปยังเพจที่เปนภาษาอังกฤษหรือภาษาอื่นๆ อีก  ในทํานองเดียวกัน จะไดเว็บ
เพจท่ีเปนภาษาญี่ปุนและภาษาอังกฤษอยางละประมาณ 450 เพจ  จากนั้นเรานําเว็บเพจทั้งหมดมารวมกันแลว
แบงออกเปน 3 เซตคือ เซต A, B และ C  แตละเซตมีเว็บเพจทั้งหมด 600 เพจ (เพจไทย  อังกฤษและญี่ปุน
ประมาณ 300, 150 และ 150 ตามลําดับ) เราใชวิธีการทดลองแบบ 3-fold cross-validation เพ่ือวัดผลการ
ทดลอง ในการทดลองแบบนี้ แตละเซตจะถูกนํามาเปนชุดทดสอบเซตละหนึ่งครั้งโดยที่ใชเซตที่เหลือเปนชุดสอน  
แลวหาคาเฉล่ียที่ไดเปนผลการทดลอง 

การตั้งคาสําหรับอัลกอริทึมเปนดังตอไปนี้ 
• สําหรับการสอนไขวแบบวนซ้ํานั้น ไมมีการใหตัวอยางที่มีฉลากเริ่มตนกับอัลกอริทึมการสอนไขวแบบวนซ้ํา  

คาพารามเิตอรเริ่มตน θ1 กําหนดใหมีคาเปน 0.7   
• เนื่องจากอัลกอริทึมโคเทรนนิง (แสดงดวย CoTraining ในตาราง) ตองการตัวอยางมีฉลากสําหรับเริ่ม

ทํางาน ดังนั้นเราใหตัวอยางมีฉลากเริ่มตนทั้งหมด 18 ตัว  ในการทดลองพารามิเตอรอ่ืนๆ ถูกกําหนดคา
ดังตอไปนี้ |UE|, p, n และ u มคีาเปน 1182, 3, 3 และ 115 ตามลําดับ 

• สําหรับอัลกอริทึมอีเอ็ม กําหนดใหคาพารามิเตอรเริ่มตน θ1 กําหนดใหมีคาเปน 0.7 จากนั้นใชตัวแยกแยะ
ตัดคํา กําหนดฉลากใหกับตัวอยางสอนของอัลกอริทึมอีเอ็ม หลังจากนั้นใชอัลกอริทึมอีเอ็มดวยตัวแยกแยะ
เบยอยางงายเพื่อเรียนรูจนลูเขา 
                                                

1 http://www.yahoo.co.jp 
2 http://www.sanook.com, http://www.pantip.com 
3 http://www.javasoft.com 
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ผลที่ได 
ในการวัดประสิทธิภาพของวิธีการที่ทดสอบ เราใชความแมนยํา (precision : P)  การคนคืน (recall : R) 

และ ตัววัด F1 (F1-measure : F1) ซึ่งนิยามดังนี้ 
 

  (11) 
 
 
  (12) 
 
  (13) 
 

ผลการทดลองแสดงในตารางที่ 4   ในตารางนี้ “CoTraining (Bayes)” และ “CoTraining (Word)” เปนผล
การทดลองของตัวแยกแยะเบยอยางงายและตัวแยกแยะตัดคําของ CoTraining ตามลําดับ  สวน “ICT (Bayes)” 
และ “ICT (Word)” เปนตัวแยกแยะเบยอยางงายและตัวแยกแยะตัดคําของอัลกอริทึมการสอนไขวแบบวนซ้ํา
ตามลําดับ สวน U-Bayes-EM  S-Bayes และ S-Word เปนอัลกอริทึมอีเอ็ม  ตัวแยกแยะเบยอยางงายแบบสอน 
และตัวแยกแยะตัดคําแบบสอน ตามลําดับ 

ตารางที่ 5 ผลการเปรียบเทียบอัลกอริทึมสําหรับปญหาการแยกแยะเว็บเพจภาษาไทยและไมใช 
ตัวแยกแยะ P (%) R (%) F1 
ICT(Word) 99.78   100.00 99.89 
S-Bayes 100.00 99.00 99.50 
ICT(Bayes) 100.00 98.89 99.44 
CoTraining(Bayes) 100.00 98.89 99.44 
U-Bayes-EM 100.00 98.78 99.39 
S-Word 99.08 99.61 99.34 
CoTraining(Word) 100.00 98.66 99.33 

 ดังแสดงในตารางที่ 5  ICT(Word) มีประสิทธิภาพสูงสุดตามคา F1 ตามมาดวย S-Bayes   ตัวแยกแยะ 
ICT(Bayes) มีประสิทธิภาพใกลเคียงกับ CoTraining(Bayes)   สวน S-Word และ CoTraining(Word) มี
ประสิทธิภาพต่ํากวาวิธีการอื่น ผลการทดลองแสดงใหเห็นวา ICT ทํางานไดอยางดีมีประสิทธิภาพทัดเทียมหรือ
มากกวา S-Bayes ซึ่งเปนอัลกอริทึมที่ใชตัวอยางมีฉลากทั้งหมด  และทํางานไดดีกวา S-Word มาก    ผลการ
ทดลองแสดงใหเห็นถึงประสิทธิภาพของ ICT ในการใชประโยชนจากขอมูลไมมีฉลากไดอยางดี 

2.3 การจําแนกประเภทเว็บเพจออกเปนหมวดหมู 
 หัวขอนี้กลาวถึงการจําแนกประเภทเว็บเพจออกเปนหมวดหมู โดยจะกลาวถึงลักษณะสําคัญที่นํามาใชใน
การจําแนกเว็บเพจ ชุดขอมูลที่นํามาทดลอง และผลการทดลองตามลําดับ 
2.3.1 เซตลักษณะสําคัญ (feature set) 

ในปญหาการจําแนกเว็บเพจนั้น ประสิทธิภาพของตัวแยกแยะจะขึ้นกับเทคนิคที่ใชในการเรียนรูและเซตของ
ลักษณะสําคัญที่ใชแทนตัวอยางสอน  เซตลักษณะสําคัญที่เหมาะสมจะชวยใหความถูกตองของตัวแยกแยะสูง  
เซตลักษณะสําคัญที่เราเลือกใชในงานวิจัยนี้คือ เซตของคําที่ปรากฏในหัวขอ (heading) ของเว็บเพจและเซต
ของคําที่ปรากฏในเนื้อหา (content) ของเว็บเพจ 

จํานวนตัวอยางบวกที่ทํานายไดอยางถูกตอง 
จํานวนตัวอยางที่ทํานายวาเปนบวก 

 
จํานวนตัวอยางบวกที่ทํานายไดอยางถูกตอง 

จํานวนตัวอยางทั้งหมด 
 

2PR 
 P+R 

P  = 
 
 
 

R  = 

F1  =
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• เน้ือหา: เนื้อหาของเว็บเพจใหขอมูลและรายละเอียดของเว็บเพจกับผูใชเว็บเพจ ตัวอยางเชนเว็บเพจ
ในรูปที่ 5 มีหัวขอหนึ่งเปน “Honors, Awards, and Professional Service”  และมีเนื้อหาเปนรายการ
ของกิจกรรมอยางละเอียด  เราดึงเอาคําที่ปรากฏในเนื้อหาเพ่ือใชเปนเซตของลักษณะสําคัญ   ซึ่งเซต
ของคําในเนื้อหานี้จะใชสําหรับสอน Classifier2 ของอัลกอริทึมการสอนไขวแบบวนซ้ํา 

• หัวขอ: สมมติฐานของเราคือคําที่อยูในหัวขอจะแสดงไอเดียหลักของเนื้อหาที่ตามมา  เราจึงดึงเอาคําที่
ปรากฏในหัวขอเพ่ือใชเปนเซตของลักษณะสําคัญอีกเซตหนึ่ง  และเซตของคําในหัวขอนี้จะใชสําหรับ
สอน Classifier1 ของอัลกอริทึมการสอนไขวแบบวนซ้ํา 

• หัวขอและเนื้อหา: หลังจากที่อัลกอริทึมการสอนไขวแบบวนซ้ําเรียนรูจบแลว ตัวแยกแยะผสม 
(combined classifier) จะทํานายฉลากหรือกลุม (class) ของตัวอยางโดยรวมเอาทพุตจาก 
Classifer1 ที่เรียนรูจากหัวขอ และ Classifier2 ที่เรียนรูจากเนื้อหา สมมติให L = {l1,l2,…,lm} 
เปนเซตของฉลาก ตัวแยกแยะผสมทํานายตัวอยางหนึ่งๆ วามีฉลากเปน lj ตามคาความนาจะเปน 
Pr(lj |di) ในสมการดานลางนี้ 

                                               Pr(lj |di)  =  Pr(lj |x1) Pr(lj |x2)  (14) 

 โดยที่ x1, x2 เปนเซตลักษณะสําคัญจากคําในหัวขอและคําในเนื้อหาของเอกสาร di สวน Pr(lj | x1) 
และ Pr(lj   | x2) เปนคาความนาจะเปนที่เอกสารนั้นจะเปนฉลาก lj ที่ทํานายโดย Classifier1 และ 
Classifier2 ตามลําดับ 

 
 
 
 
 
 
 
 
 
 
 
 
 

รูปท่ี 5 หัวขอและเนื้อหาของเว็บเพจ 

2.3.2 ตัวแยกแยะยอยของอัลกอริทึมการสอนไขวแบบวนซ้ําและอัลกอริทึมท่ีนํามาเปรียบเทียบ 
ตัวแยกแยะยอยของอัลกอริทึมการสอนไขวแบบวนซ้ํา 

ตัวแยกแยะยอยของอัลกอริทึมการสอนไขวแบบวนซํ้าในกรณีนี้เหมือนกับตัวแยกแยะเบยอยางงายที่ได
อธิบายไวในหัวขอที่ 2.2.1 เกือบทั้งหมด ตางกันตรงที่ในกรณีนี้เราใช “ถุงคํา (bag-of-words)” เพ่ือแทนขอความ  
ในการทดลองในหัวขอ 2.3.5 เราใชตัวแยกแยะเบยอยางงายเปน Classifier1 และ Classifier2 ในตารางที่ 2 

heading

content 
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ซึ่งจะเรียนรูจากเซตลักษณะสําคัญที่ตางกัน โดย Classifier1 จะเรียนจากเซตของคําในหัวขอ สวน 
Classifier2 จะเรียนจากเซตของคําในเนื้อหา  

อัลกอริทึมที่นํามาเปรียบเทียบในการทดลอง 
ในการทดลองเพื่อประเมินประสิทธิภาพของการสอนไขวแบบวนซ้ําในปญหาการจําแนกประเภทเวบเพจ 

ออกเปนหมวดหมูนั้น  เราไดเปรียบเทียบกับวิธีการตอไปนี้ 
(1) ตัวแยกแยะเบยอยางงายแบบสอน (Supervised Naïve Bayes Classifier – S-Bayes) 
(2) อัลกอริทึมโคเทรนนิง (CoTraining Algorithm) และ 
(3) อัลกอริทึมอีเอ็ม (EM Algorithm) 
อัลกอริทึมโคเทรนนิงและอัลกอริทึมอีเอ็มไดกลาวแลวในหัวขอที่ 2.2.2 แตในกรณีนี้เราใช “ถุงคํา (bag-of-

words)” เพ่ือแทนขอความ 

2.3.3 ชุดขอมูลท่ีใชในการทดลอง 
เราไดนําการสอนไขวแบบวนซ้ําไปใชกับปญหาการจําแนกเว็บเพจแบบหลายกลุม (multi-class Web page 

categorization) โดยทําการทดลองกับชุดขอมูลทั้งหมด 3 ชุดคือ  
(1) ชุดขอมูล WebKb  
(2) ชุดขอมูล WebClass และ  
(3) ชุดขอมูล DrugUsage   

• ชุดขอมูล WebKb ประกอบดวยเว็บเพจที่เกี่ยวกับมหาวิทยาลัย  ชุดขอมูลนี้ไดจาก ftp จาก
มหาวิทยาลัย Carnegie Mellon University [WebKB] ชุดขอมูลนี้ประกอบดวยเว็บเพจทั้งหมด 981 
เพจ รวบรวมจากเว็บไซตของ computer science department ของมหาวิทยาลัย 4 แหง: Cornell 
University, University of Washington, University of Wisconsin, และ University of Texas  เว็บเพจ
ทั้งหมดนี้ถูกติดฉลากโดยใชแรงงานคน  และถูกแบงออกเปน 4 กลุมคือ course homepages, faculty 
homepages, project homepages และ student homepages  มีจํานวนเว็บเพจในแตละกลุมเทากับ 
220 เพจ 147 เพจ 81 เพจ และ 533 เพจตามลําดับ 

• ชุดขอมูล WebClass ไดมาจาก machine learning research group ในประเทศ Italy [WebClass]  ชดุ
ขอมูลนี้เกี่ยวของกับงานอดิเรก ประกอบดวยเว็บเพจจํานวน 192 เพจ  แบงออกเปน 4 กลุมคือ 
astronomy, jazz, auto และ motorcycle  แตละกลุมมีเว็บเพจจํานวน 48 เพจ  ขอมูลในสองกลุมแรก
คอนขางแตกตางกัน สวนขอมูลในสองกลุมหลังคือ auto และ motorcycle คอนขางคลายกัน 

• ชุดขอมูล DrugUsage ไดมาจาก research group at Sirindhorn International Institute of 
Technology [DrugUsage]  ชุดขอมูลนี้ประกอบดวยเว็บเพจจํานวน 353 เพจ แบงออกเปน 5 กลุมใน
โดเมนของยา กลุมขอมูลทั้งหาคือ adverse, clinical pharmacology, overdose, patient information 
และ warning เว็บเพจในกลุม adverse จะอธิบายเกี่ยวกับผลขางเคียงของยา   
เว็บเพจในกลุม clinical pharmacology จะอธิบายเกี่ยวกับการใชยา  เว็บเพจในกลุม overdose จะให
ขอมูลเกี่ยวกับอาการผูปวยที่ไดรับยาเกินปกติ  เว็บเพจในกลุม patient information จะเกี่ยวของกับ
ขาวสารขอมูลสําหรับผูปวยเกี่ยวกับการใชยา  สวนเว็บเพจในกลุม warning อธิบายคําเตือนของยา
ใหกับผูปวย 
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2.3.4 การประมวลผลลวงหนา 
กอนเริ่มใชอัลกอริทึมทําการเรียนรูนั้น เราจะทําการประมวลผลลวงหนาสําหรับเว็บเพจทุกเพจ โดยการลบ 

html tag, ตัดคําหยุด (stop word) และทําการหารากคํา (word stemming) ดังนี้ 
• ตัดคําหยุด: เราลบคําที่ไมมีความสําคัญในการจําแนกเว็บเพจออกจากเพจ  คําที่ถูกลบไดแก 

auxiliary verb, preposition, pronoun, possessive pronoun, phone number, digit sequence, 
date และ special character 

• หารากคํา: คําหลายคํามีรากคําตัวเดียวกัน เชน “teached", “teaching", “teach", “teaches", และ 
“teacher" ตางก็มีรากคําเดียวกันคือ “teach"  โดยการนํา word stemming มาใช  คําทั้งหาคําขางตน
จะถูกแทนที่ดวย “teach"  ในการทดลองดานลางนี้เราใชอัลกอริทึม Porter Stemming [Porter 1980] 
สําหรับการหารากคํา 

2.3.5 ผลการทดลองเปรียบเทียบกับอัลกอริทึมอื่นในการจําแนกประเภทเว็บเพจออกเปนหมวดหมู 
เราไดทําการทดลองเพื่อวัดประสิทธิภาพของการสอนไขวแบบวนซ้ํา  โดยเปรียบเทียบอัลกอริทึมการสอน

ไขวแบบวนซ้ํา (ICT) กับ อัลกอริทึมเบยอยางงายแบบสอน (Supervised Naïve Bayes – S-Bayes) ที่มีการใช
งานอยางกวางขวางในปญหาการจําแนกขอความ  แตอัลกอริทึมเบยอยางงายแบบสอนเปนอัลกอริทึมที่ตอง
อาศัยขอมูลแบบมีฉลากทั้งหมดจึงจะทํางานได และอัลกอริทึมที่นํามาเปรียบเทียบอีก 2 ตัวคือ อัลกอริทึม 
โคเทรนนิง (CoTraining) และอัลกอริทึมอีเอ็ม (EM-algorithm) ซึ่งสามารถใชขอมูลแบบไมมีฉลากรวมกับขอมูล
ที่มีฉลากเริ่มตนจํานวนนอยๆ ไดเชนกัน  ในการวัดประสิทธิภาพของอัลกอริทึมนั้น เราใชความแมนยํา 
(precision : P)  การคนคืน (recall : R) และ ตัววัด F1 (F1-measure) (เหมือนที่นิยามไวในหัวขอที่ 2.2.3) 

 

 

 

 

 

 

ผลการทดลองสําหรับชุดขอมูล WebKb 
การตั้งคาตางๆ ของการทดลองเปนดังตอไปนี้ 
• ในกรณีของอัลกอริทึมการสอนไขวแบบวนซ้ํา เราเลือกตัวอยางจํานวน 30% ของตัวอยางทั้งหมดแบบ

สุมสําหรับแตละกลุม เพ่ือใชเปนชุดตัวอยางสอนมีฉลากเริ่มตน   และใช 30% ของตัวอยางทั้งหมดเปน
ชุดตัวอยางสอนไมมีฉลาก ที่เหลือ 40% เปนตัวอยางทดสอบ 

• ในกรณีของอัลกอริทึมโคเทรนนิง เราใชตัวอยางสอนมีฉลากเริ่มตนชุดเดียวกับของอัลกอริทึมการสอน
ไขวแบบวนซํ้า   นอกจากนั้นชุดตัวอยางสอนมีฉลากและชุดทดสอบก็เหมือนกับของอัลกอริทึมการ
สอนไขวแบบวนซ้ํา   พารามิเตอร p และ n ในตารางที่ 3 ถูกตั้งคาใหมีคาเทากับ 1 และ 3 ตามลําดับ 

• ในกรณีของอัลกอริทึมเบยอยางงายแบบสอน เราใชตัวอยางจํานวน 60% ของตัวอยางทั้งหมดเปนชุด
ตัวอยางสอนมีฉลาก  สวนที่เหลือ 40% เปนตัวอยางทดสอบ 

• ในกรณีของอัลกอริทึมอีเอ็ม  ชุดตัวอยางสอนมีฉลากเริ่มตน  ชุดตัวอยางสอนไมมีฉลากและชุดตัวอยาง
ทดสอบเหมือนกันกับของอัลกอริทึมการสอนไขวแบบวนซ้ํา 

จํานวนตัวอยางบวกที่ทํานายไดอยางถูกตอง 
จํานวนตัวอยางที่ทํานายวาเปนบวก 

 
จํานวนตัวอยางบวกที่ทํานายไดอยางถูกตอง 

จํานวนตัวอยางทั้งหมด 
 

2PR 
 P+R 

P  = 
 
 
 

R  = 

F1  =
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ผลการทดลองเปรียบเทียบอัลกอริทึมการสอนไขวแบบวนซ้ํากับอัลกอริทึมอื่นๆ สําหรับชุดขอมูล WebKb 
แสดงในตารางที่ 6 — ตารางที่ 9  ในการทดลอง เราใชคําที่อยูในหัวขอ (heading) ในเว็บเพจสําหรับสอน 
Classifier1 และใชคําที่อยูในเนื้อหา (content) ในเว็บเพจสําหรับสอน Classifier2 ของอัลกอริทึมการสอนไขว
แบบวนซ้ํา ผลที่ไดสําหรับ Classifier1 และ Classifier2 แสดงดวย Heading-based Classifier และ 
Content-based Classifier ตามลําดับ สวน Heading+content-based Classifer เปนตัวแยกแยะที่รวมผล
การแยกแยะจาก Classifier1 และ Classifer2  ในทํานองเดียวกันเราใชคําที่อยูในหัวขอและเนื้อหาเพ่ือสอน
ตัวแยกแยะทั้งสองตัวของโคเทรนนิง (โคเทรนนิงใชตัวแยกแยะ 2 ตัวเชนกัน)  สวนอัลกอริทึมเบยอยางงายแบบ
สอนและอัลกอริทึมอีเอ็มนั้นใชตัวแยกแยะตัวเดียวในการเรียนรู  ดังนั้น Heading-based Classifier และ 
Content-based Classifier สําหรับอัลกอริทึมทั้งสอง คือตัวแยกแยะที่ไดจากการสอนอัลกอริทึมดวยคําใน
หัวขอและคําในเนื้อหาแยกกันตามลําดับ สวน Heading+content-based Classifer เปนตัวแยกแยะที่รวมผล
ของตัวแยกแยะเดี่ยวๆ 2 ตัวเชนเดียวกับกรณีของการสอนไขวแบบวนซ้ํา 

ผลการทดลองในตารางที่ 6 — ตารางที่ 9 แสดงใหเห็นวาประสิทธิภาพวัดโดยคาเฉล่ีย F1 ของ Heading-
based Classifier ของอัลกอริทึมการสอนไขวแบบวนซ้ํามีคาเทากับ 78.25% ซึ่งสูงกวาของอัลกอริทึมโคเทรน- 
นิงและอีเอ็ม   ในทํานองเดียวกัน คาเฉล่ีย F1 ของ Content-based Classifier ของอัลกอริทึมการสอนไขว
แบบวนซ้ําก็มีคาสูงกวาของอัลกอริทึมโคเทรนนิงและอีเอ็ม  อยางไรก็ดีประสิทธิภาพของการสอนไขวแบบวนซ้ํา
ตํ่ากวาของอัลกอริทึมเบยอยางงายแบบสอนเล็กนอย  สาเหตุที่เปนเชนนี้เนื่องจากอัลกอริทึมการสอนไขวแบบ
วนซ้ําไดรับตัวอยางมีฉลากเพียงครึ่งเดียวของตัวอยางมีฉลากที่ใชสอนอัลกอริทึมเบยอยางงายแบบสอน  
สวนตัวแยกแยะที่ใชเซตลักษณะสําคัญทั้งสองรวมกัน (Heading+content-based Classifier) ของอัลกอริทึม
การสอนไขวแบบวนซ้ําก็มีประสิทธิภาพสูงกวาของอัลกอริทึมโคเทรนนิงและอีเอ็ม  นอกจากนั้นเราพบวา
อัลกอริทึมการสอนไขวแบบวนซ้ําใชเวลาในการเรียนรูนอยกวาของอัลกอริทึมโคเทรนนิงและอีเอ็ม  โดยใชเวลา
ประมาณ 3 นาที สวนอัลกอริทึมโคเทรนนิงและอีเอ็มใชเวลามากกวา 20 นาที ทุกอัลกอริทึมเขียนดวยโปรแกรม
ภาษาจาวารันบนระบบปฏิบัติการไมโครซอฟตวินโดวส 

ผลการทดลองสําหรับชุดขอมูล WebClass และ DrugUsage 
การตั้งคาตางๆ ของการทดลองสําหรับ WebClass และ DrugUsage เปนดังตอไปนี้ 
• ในกรณีของอัลกอริทึมการสอนไขวแบบวนซํ้า อัลกอริทึมโคเทรนนิง และอัลกอริทึมอีเอ็ม เราเลือก

ตัวอยางจํานวน 33% ของตัวอยางทั้งหมดแบบสุมสําหรับแตละกลุม เพ่ือใชเปนชุดตัวอยางสอนมีฉลาก
เริ่มตน   และใช 33% ของตัวอยางทั้งหมดเปนชุดตัวอยางสอนไมมีฉลาก ที่เหลือ 34% เปนตัวอยาง
ทดสอบ 

• ในกรณีของอัลกอริทึมเบยอยางงายแบบสอน เราใชตัวอยางจํานวน 66% ของตัวอยางทั้งหมดเปนชุด
ตัวอยางสอนมีฉลาก  สวนที่เหลือ 34% เปนตัวอยางทดสอบ 

ผลการทดลองเปรียบเทียบอัลกอริทึมการสอนไขวแบบวนซ้ํากับอัลกอริทึมอ่ืนๆ สําหรับชุดขอมูล 
WebClass แสดงในตารางที่ 10 –  ตารางที่ 13  สวนผลการทดลองสําหรับชุดขอมูล DrugUsage แสดงใน     
ตารางที่ 14 – ตารางที่ 17   ผลการทดลองที่ไดสําหรับชุดขอมูลทั้งสองนี้ ใหผลในทํานองเดียวกันกับชุดขอมูล 
WebKb คือ อัลกอริทึมการสอนไขวแบบวนซ้ํามีประสิทธิภาพสูงกวาอัลกอริทึมโคเทรนนิงและอัลกอริทึมอีเอ็ม 
แตใหผลดอยกวาอัลกอริทึมเบยอยางงายแบบสอน  และพบวาประสิทธิภาพของทุกอัลกอริทึมมีคานอยลงในชุด
ขอมูล DrugUsage ที่เปนเชนนี้เนื่องจากในชุดขอมูลนี้เว็บเพจในกลุมตางๆ มีเนื้อหาที่เกี่ยวของกับยาทุกกลุม 
ทําใหเนื้อหาใกลเคียงกันกวาชุดขอมูลอื่นๆ  ทําใหการจําแนกกลุมทําไดยากขึ้น และในชุดขอมูลนี้มีจํานวนกลุม 
5 กลุมซึ่งมากกวาในชุดขอมูลอื่นๆ  และก็เปนสาเหตุหนึ่งที่ทาํใหการจําแนกกลุมยากมากขึ้นอีก 
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ตารางที่ 6 ประสิทธิภาพของตัวแยกแยะในอัลกอริทึมการสอนไขวแบบวนซ้ําสําหรับชุดขอมูล WebKb 
ICT Heading-based 

Classifier 
 Content-based  

Classifier 
 Heading+content-based 

Classifier 

category P R F1  P R F1  P R F1 

Course 67.69 100.00 80.73  66.15 97.73 78.90  85.71 95.45 90.32 
Faculty 24.79 96.67 39.46  22.39 100.00 36.59  20.98 100.00 34.68 
Project 35.00 87.50 50.06  23.26 62.50 33.90  27.03 62.50 37.74 
Student 92.45 92.45 92.45  87.00 82.08 84.47  90.10 85.85 87.92 

Average 71.85 94.39 78.25  67.23 86.73 71.76  73.39 88.27 76.22 

 
ตารางที่ 7 ประสิทธิภาพของตัวแยกแยะในอัลกอริทึมเบยอยางงายแบบสอนสําหรับชุดขอมูล WebKb 

S-Bayes Heading-based 
Classifier 

 Content-based  
Classifier 

 Heading+content-based 
Classifier 

category P R F1  P R F1  P R F1 

Course 69.35 97.73 81.13  88.89 90.91 89.89  86.09 92.27 89.03 
Faculty 39.22 68.97 50.00  37.93 75.86 50.57  42.84 75.49 54.58 
Project 50.00 62.50 55.56  47.37 56.25 51.43  49.35 55.00 51.33 
Student 90.74 91.59 91.16  87.04 87.85 87.44  90.63 86.90 88.63 

Average 74.99 87.24 79.91  76.95 84.18 79.60  78.92 83.76 80.46 
 

ตารางที่ 8 ประสิทธิภาพของตัวแยกแยะในอัลกอริทึมโคเทรนนิงสําหรับชุดขอมูล WebKb 

Co 
Training 

Heading-based 
Classifier 

 Content-based  
Classifier 

 Heading+content-based 
Classifier 

category P R F1  P R F1  P R F1 

Course 68.25 97.73 80.37  89.74 79.55 84.34  85.71 95.45 90.32 
Faculty 40.63 86.67 55.32  51.52 56.67 53.97  32.88 80.00 46.60 
Project 24.14 87.50 37.84  25.53 75.00 38.09  37.50 18.75 25.06 
Student 93.26 78.30 85.13  91.67 51.89 66.27  75.74 96.26 84.77 

Average 73.95 84.69 75.64  79.69 60.72 66.14  68.29 87.26 75.30 

 
ตารางที่ 9 ประสิทธิภาพของตัวแยกแยะในอัลกอริทึมอีเอ็มสําหรับชุดขอมูล WebKb 

EM Heading-based 
Classifier 

 Content-based  
Classifier 

 Heading+content-based 
Classifier 

category P R F1  P R F1  P R F1 

Course 63.19 98.64 77.00  83.00 80.91 81.33  84.63 80.45 81.68 
Faculty 26.51 90.44 40.94  35.09 89.03 48.16  28.10 97.26 42.91 
Project 39.22 75.00 51.26  37.38 57.50 41.70  24.41 87.50 37.19 
Student 87.23 91.58 89.20  91.95 69.89 77.05  91.68 71.02 77.91 

Average 68.62 91.64 75.98  76.78 74.28 70.70  74.87 78.50 70.08 
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ตารางที่ 10 ประสิทธิภาพของตัวแยกแยะในอัลกอริทึมการสอนไขวแบบวนซ้ําสําหรับชุดขอมูล WebClass 
ICT Heading-based 

Classifier 
 Content-based  

Classifier 
 Heading+content-based 

Classifier 

category P R F1  P R F1  P R F1 
Astro 93.33 100.00 96.55  100.00 92.86 96.30  100.00 92.86 96.30 
Auto 60.87 100.00 75.68  93.33 100.00 96.55  76.47 92.86 83.87 
Jazz 100.00 64.29 78.26  93.33 100.00 96.55  100.00 100.00 100.00
Motor 91.67 78.57 84.62  93.33 100.00 96.55  93.33 100.00 96.55 

Average 86.47 85.72 83.78  95.00 98.22 96.49  92.45 96.43 94.18 

 
ตารางที่ 11 ประสิทธิภาพของตัวแยกแยะในอัลกอริทึมเบยอยางงายแบบสอนสําหรับชุดขอมูล WebClass 

S-Bayes Heading-based 
Classifier 

 Content-based  
Classifier 

 Heading+content-based 
Classifier 

category P R F1  P R F1  P R F1 
Astro 87.97 83.33 84.08  100.00 92.86 96.20  100.00 95.24 97.53 
Auto 74.22 97.62 83.98  93.61 97.62 95.39  95.56 97.62 96.47 
Jazz 100.00 66.67 79.34  97.78 100.00 98.85  97.78 100.00 98.85 
Motor 75.23 92.86 81.27  81.18 100.00 89.50  82.54 100.00 90.39 

Average 84.36 85.12 82.17  93.14 97.62 94.99  93.97 98.21 95.81 

 
ตารางที่ 12 ประสิทธิภาพของตัวแยกแยะในอัลกอริทึมโคเทรนนิงสําหรับชุดขอมูล WebClass 
Co 

Training 
Heading-based 

Classifier 
 Content-based  

Classifier 
 Heading+content-based 

Classifier 

category P R F1  P R F1  P R F1 
Astro 65.00 92.86 76.47  100.00 92.86 96.30  100.00 95.24 97.53 
Auto 77.78 100.00 87.50  77.78 100.00 87.50  87.71 97.62 92.32 
Jazz 100.00 78.57 88.04  93.33 100.00 96.55  87.78 100.00 92.97 
Motor 53.85 100.00 70.04  60.87 100.00 75.68  75.00 95.24 82.91 

Average 74.16 92.86 80.51  83.00 98.22 89.01  87.62 97.02 91.43 

 
ตารางที่ 13 ประสิทธิภาพของตัวแยกแยะในอัลกอริทึมอีเอ็มสําหรับชุดขอมูล WebClass 

EM Heading-based 
Classifier 

 Content-based  
Classifier 

 Heading+content-based 
Classifier 

category P R F1  P R F1  P R F1 
Astro 83.45 97.62 89.51  100.00 95.24 97.53  100.00 97.62 98.77 
Auto 46.13 50.00 47.94  84.26 100.00 91.39  77.31 100.00 86.94 
Jazz 62.86 78.57 65.83  91.39 100.00 95.48  95.83 100.00 97.78 
Motor 80.00 52.38 52.72  74.73 100.00 84.86  76.11 100.00 85.35 

Average 68.11 69.64 64.00  87.60 98.81 92.31  87.31 99.40 92.21 
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     ตารางที่ 14 ประสิทธิภาพของตัวแยกแยะในอัลกอริทึมการสอนไขวแบบวนซ้ําสําหรับชุดขอมูล DrugUsage 
ICT Heading-based 

Classifier 
 Content-based  

Classifier 
 Heading+content-

based Classifier 
Category P R F1  P R F1  P R F1 
Adverse 72.30 98.55 83.41  57.56 96.71 72.17  69.70 95.83 80.70 
Clinical 83.33 50.72 63.06  88.28 85.82 87.03  66.67 91.67 77.20 
Overdose 44.86 92.99 60.53  44.10 48.19 46.05  34.62 75.00 47.37 
Patient 38.00 69.44 49.12  48.53 29.17 36.44  46.43 54.17 50.00 
Warning 64.21 91.61 75.50  47.24 91.61 62.33  54.76 95.83 69.69 
Average 60.54 80.66 69.17  57.14 70.30 63.04  54.44 82.50 64.99 

 
ตารางที่ 15 ประสิทธิภาพของตัวแยกแยะในอัลกอริทึมเบยอยางงายแบบสอนสําหรับชุดขอมูล DrugUsage 
S-Bayes Heading-based 

Classifier 
 Content-based  

Classifier 
 Heading+content-

based Classifier 
category P R F1  P R F1  P R F1 

Adverse 97.10 94.32 95.69  82.70 95.71 88.73  82.14 100.00 90.19 
Clinical 80.86 84.42 82.60  91.54 88.71 90.10  90.91 83.33 86.96 
Overdose 65.59 95.71 77.84  51.84 88.77 65.45  51.16 91.67 65.67 
Patient 64.38 95.83 77.02  67.73 70.83 69.25  75.00 87.50 80.77 
Warning 70.76 93.06 80.39  50.24 91.61 64.89  53.66 95.65 68.75 
Average 75.74 92.67 83.35  68.81 87.12 76.89  70.57 91.63 78.47 

 
ตารางที่ 16 ประสิทธิภาพของตัวแยกแยะในอัลกอริทึมโคเทรนนิงสําหรับชุดขอมูล DrugUsage 

Co 
Training 

Heading-based 
Classifier 

 Content-based  
Classifier 

 Heading+content-
based Classifier 

category P R F1  P R F1  P R F1 
Adverse 78.71 88.71 83.41  59.42 91.36 72.01  67.74 91.30 77.77 
Clinical 73.15 59.18 65.43  77.10 83.03 79.95  86.36 79.17 82.61 
Overdose 42.40 59.18 49.40  37.00 75.91 49.75  38.89 87.50 53.85 
Patient 18.06 12.50 14.77  34.50 43.06 38.30  31.25 41.67 35.72 
Warning 65.21 93.06 76.69  44.24 94.44 60.25  38.33 100.00 55.42 
Average 55.51 62.52 58.81  50.45 77.56 61.14  52.51 79.93 61.07 

 
ตารางที่ 17 ประสิทธิภาพของตัวแยกแยะในอัลกอริทึมอีเอ็มสําหรับชุดขอมูล DrugUsage 

EM Heading-based 
Classifier 

 Content-based  
Classifier 

 Heading+content-
based Classifier 

category P R F1  P R F1  P R F1 
Adverse 88.59 67.75 76.78  69.28 98.55 81.36  70.59 100.00 82.76 
Clinical 70.61 33.88 45.79  67.23 83.15 74.35  68.97 83.33 75.47 
Overdose 16.40 11.17 13.29  24.11 56.58 33.82  19.35 25.00 21.82 
Patient 17.06 31.94 22.25  37.62 48.61 42.42  27.42 70.83 39.53 
Warning 72.41 87.50 79.25  32.05 95.83 48.04  33.33 95.83 49.46 
Average 53.02 46.45 49.52  46.06 76.55 57.51  43.93 75.00 55.41 
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ตารางที่ 18 – ตารางที่ 20 สรุปผลการทดลองเปรียบเทียบอัลกอริทึมการสอนไขวแบบวนซ้ํากับอัลกอริทึม
อ่ืนๆ สําหรับชุดขอมูล WebKb, WebClass และ DrugUsage ตามลําดับ  เราสามารถสรุปผลจากการทดลองได
ดังนี้คือ ประสิทธิภาพของอัลกอริทึมการสอนไขวแบบวนซ้ําสูงกวาโคเทรนนิงและอีเอ็มสําหรับทุกชุดขอมูล  ซึ่ง
แสดงวาวิธีการที่นําเสนอสามารถใชประโยชนจากขอมูลที่ไมมีฉลากไดอยางมีประสิทธิภาพ  อยางไรก็ดี
ประสิทธิภาพของการสอนไขวแบบวนซ้ําต่ํากวาของอัลกอริทึมเบยอยางงายแบบสอน  สาเหตุที่เปนเชนนี้
เนื่องจากตัวอยางที่ใชสอนอัลกอริทึมเบยอยางงายแบบสอนเปนตัวอยางที่ติดฉลากทั้งหมด ซึ่งตางจากตัวอยางที่
ใชสอนการสอนไขวแบบวนซ้ําเปนตัวอยางที่ไมมีฉลากเปนสวนใหญ   ผลที่ไดโดยรวมแสดงใหเห็นวา การสอน
ไขวแบบวนซ้ําสามารถใชงานไดอยางดีสําหรับการจําแนกประเภทเว็บเพจ โดยรับขอมูลที่มีฉลากเพียงเล็กนอย 
สามารถใชประโยชนจากตัวอยางที่ไมมีฉลากไดอยางมีประสิทธิภาพ และใหความถูกตองสูงกวาอัลกอริทึมที่รับ
ขอมูลไมมีฉลากตัวอื่นๆ 

 
ตารางที่ 18 ผลการทดลองเปรียบเทียบอัลกอริทึมตางๆสําหรับชุดขอมูล WebKb  

 Heading-based 
Classifier 

 Content-based  
Classifier 

 Heading+content-
based Classifier 

 P R F1  P R F1  P R F1 

ICT 71.85 94.39 78.25  67.23 86.73 71.76  73.39 88.27 76.22 

S-Bayes 74.99 87.24 79.91  76.95 84.18 79.60  78.92 83.76 80.46 

CoTraining 73.95 84.69 75.64  79.69 60.72 66.14  68.29 87.26 75.30 

EM 68.62 91.64 75.98  76.78 74.28 70.70  74.87 78.50 70.08 

 
ตารางที่ 19 ผลการทดลองเปรียบเทียบอัลกอริทึมตางๆสําหรับชุดขอมูล WebClass 

 Heading-based 
Classifier 

 Content-based  
Classifier 

 Heading+content-
based Classifier 

 P R F1  P R F1  P R F1 

ICT 86.47 85.72 83.78  95.00 98.22 96.49  92.45 96.43 94.18 

S-Bayes 84.36 85.12 82.17  93.14 97.62 94.99  93.97 98.21 95.81 

CoTraining 74.16 92.86 80.51  83.00 98.22 89.01  87.62 97.02 91.43 

EM 68.11 69.64 64.00  87.60 98.81 92.31  87.31 99.40 92.21 

 
ตารางที่ 20 ผลการทดลองเปรียบเทียบอัลกอริทึมตางๆสําหรับชุดขอมูล DrugUsage 

 Heading-based 
Classifier 

 Content-based  
Classifier 

 Heading+content-
based Classifier 

 P R F1  P R F1  P R F1 

ICT 60.54 80.66 69.17  57.14 70.30 63.04  54.44 82.50 64.99 

S-Bayes 75.74 92.67 83.35  68.81 87.12 76.89  70.57 91.63 78.47 

CoTraining 55.51 62.52 58.81  50.45 77.56 61.14  52.51 79.93 61.07 

EM 53.02 46.45 49.52  46.06 76.55 57.51  43.93 75.00 55.41 
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2.4 ผลกระทบของขอมูลสัญญาณรบกวนในปญหาการจําแนกเว็บเพจออกเปนหมวดหมู 
หัวขอนี้ศึกษาผลกระทบของขอมูลที่มีสัญญาณรบกวน (noisy data) ตออัลกอริทึมการสอนไขวแบบวนซ้ํา   

ในการใชงานจริง ขอมูลสัญญาณรบกวนมักเกิดขึ้นบอยครั้ง  อาจเนื่องมาจากการบันทึกขอมูลที่ผิดพลาด  ใน
กรณีของการจําแนกเว็บเพจอาจเกิดขึ้นจากความผิดพลาดของผูสอนในการติดฉลากใหกับเว็บเพจ ดังนั้น เราจึง
ศึกษาวาอัลกอริทึมจะมีประสิทธิภาพลดลงมากนอยเพียงไรหรือมีความทนทานตอขอมูลสัญญาณรบกวนไดมาก
นอยเทาไร   ในการทดลองดานลางนี้ เราเพิ่มสัญญาณรบกวนเขาไปในขอมูลมีฉลาก โดยการเปลี่ยนคาของกลุม
ขอมูลจากกลุมหนึ่งไปเปนกลุมอื่นที่ไมถูกตอง  และใหสัดสวนของขอมูลที่มีสัญญาณรบกวนตอขอมูลที่มีฉลาก
ทั้งหมดเปน 10% ถึง 50%  แลวทําการทดลองกับชุดขอมูลทั้งสามชุด อัลกอริทึมที่นํามาเปรียบเทียบทั้งหมดคือ 
อัลกอริทึมการสอนไขวแบบวนซ้ํา อัลกอริทึมโคเทรนนิง และอัลกอริทึมอีเอ็ม ผลที่ไดแสดงในรูปที่ 6 – รูปที่ 8 

รูปท่ี 6 ประสิทธิภาพของอัลกอริทึมทั้งสามสําหรับขอมูลสัญญาณรบกวนในชุดขอมูล WebKb 
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รูปท่ี 7 ประสิทธิภาพของอัลกอริทึมทั้งสามสําหรับขอมูลสัญญาณรบกวนในชุดขอมูล WebClass 
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รูปท่ี 8 ประสิทธิภาพของอัลกอริทึมทั้งสามสําหรับขอมูลสัญญาณรบกวนในชุดขอมูล DrugUsage 

 

ผลการทดลองในรูปที่ 6 – รูปที่ 8 แสดงประสิทธิภาพของอัลกอริทึมการสอนไขวแบบวนซ้ํา (แสดงโดย ICT 
ในรูป) เปรียบเทียบกับอัลกอริทึมโคเทรนนิง (แสดงโดย CT ในรูป) และอัลกอริทึมอีเอ็ม (แสดงโดย EM ในรูป)  
ICT (heading) และ ICT (content) ในรูปแสดงผลที่ไดของตัวแยกแยะยอยที่ใชเซตของคําในหัวขอและตัว
แยกแยะยอยที่ใชเซตของคําในเนื้อหาของอัลกอริทึมการสอนไขวแบบวนซ้ําตามลําดับ  ในทํานองเดียวกัน  
CT (heading) และ CT (content) เปนตัวแยกแยะยอยของอัลกอริทึมโคเทรนนิง สวน EM (heading) และ EM 
(content) เปนตัวแยกแยะยอยของอัลกอริทึมอีเอ็ม    

ผลที่ไดสําหรับชุดขอมูลทั้งสามมีลักษณะเดียวกัน คือ อัลกอริทึมการสอนไขวแบบวนซ้ํามีความทนทานตอ
ขอมูลสัญญาณรบกวนมากกวาอัลกอริทึมอื่นๆ  ซึ่งดูไดจากการลดลงของประสิทธิภาพของตัวแยกแยะใน
อัลกอริทึมการสอนไขวแบบวนซํ้าที่ลดลงนอยกวาของอัลกอริทึมอื่นๆ  ตัวอยางเชนในกรณีของชุดขอมูล 
WebKb ในรูปที่ 6 เมื่อเราเพิ่มสัญญาณรบกวนถึง 50%  ตัวแยกแยะที่ใชคําในหัวขอและตัวแยกแยะที่ใชคําใน
เนื้อหาของอัลกอริทึมการสอนไขวแบบวนซ้ํามีประสิทธิภาพลดลง 10.85% และ 12.70% ตามลําดับ  ในขณะที่
ตัวแยกแยะที่ใชคําในหัวขอและตัวแยกแยะที่ใชคําในเนื้อหาของอัลกอริทึมโคเทรนนิง มีประสิทธิภาพลดลง 
14.85% และ 16.17% ตามลําดับ  สวนตัวแยกแยะที่ใชคําในหัวขอและตัวแยกแยะที่ใชคําในเนื้อหาของ
อัลกอริทึมอีเอ็มมีประสิทธิภาพลดลง 11.99% และ 20.79% ตามลําดับ  สวนผลสําหรับชุดขอมูลอื่นๆ ก็ใหผลใน
ทํานองเดียวกัน  สาเหตุหนึ่งที่อัลกอริทึมการสอนไขวแบบวนซ้ํามีความทนทานตอสัญญาณรบกวนมากกวา
อัลกอริทึมอื่น ก็เนื่องมาจากการที่อัลกอริทึมการสอนไขวแบบวนซ้ําใชการติดฉลากใหมหมดทุกรอบการเรียนรู
จนกระทั่งการเรียนรูลูเขา  ดังนั้นถาหากวาในรอบหลังๆ ความถูกตองของตัวแยกแยะมีมากขึ้น ก็จะทําใหติด
ฉลากใหกับตัวอยางไมมีฉลากไดถูกตองมากขึ้นในทุกๆ รอบ  แมวาในรอบแรกๆ ผลของสัญญาณรบกวนอาจทํา
ใหการติดฉลากผิดพลาด  แตในรอบหลังๆ การติดฉลากก็สามารถทําไดดีขึ้น ตัวอยางเดิมที่เคยติดฉลากผิดใน
รอบแรกๆ ก็อาจถูกตองไดในรอบหลังๆ   ซึ่งวิธีการนี้ตางกับอัลกอริทึมโคเทรนนิงซึ่งใชการติดฉลากขอมูลไมมี
ฉลากทีละนอย และไมมีการติดฉลากใหม ทําใหผลของสัญญาณรบกวนสงผลใหการติดฉลากผิดพลาดได และไม
สามารถแกไขได  
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2.5 สรุปผลการวิจัยเทคนิคการเรียนรูของเครื่องและวิธีใชประโยชนจากขอมูลแบบไมมีฉลาก 
เราไดใชการสอนไขวแบบวนซ้ํากับปญหาการจําแนกประเภทเว็บเพจวาเปนเพจภาษาไทยหรือไมใชและ

ปญหาการจําแนกประเภทเว็บเพจออกเปนหมวดหมู ผลการวิจัยแสดงใหเห็นวาอัลกอริทึมการสอนไขวแบบวน-
ซ้ํามีประสิทธิภาพใกลเคียงกับอัลกอริทึมเบยอยางงายแบบสอน แตมีขอดีที่สามารถใชประโยชนจากขอมูลไมมี
ฉลากได ทําใหจํานวนขอมูลมีฉลากที่ตองการนอยลงได  และพบวาอัลกอริทึมการสอนไขวแบบวนซ้ํามี
ประสิทธิภาพมากกวาอัลกอริทึมอื่นๆ เชน อัลกอริทึมโคเทรนนิง อัลกอริทึมอีเอ็ม ที่ใชขอมูลไมมีฉลากในการ
เรียนรู   นอกจากนั้นจากการศึกษาถึงผลกระทบของขอมูลสัญญาณรบกวนที่มีตออัลกอริทึม เราพบวา
อัลกอริทึมการสอนไขวแบบวนซ้ํามีความทนทานตอขอมูลมีสัญญาณรบกวนไดดีกวาอัลกอริทึมอื่นๆ 

3. การปรับปรุงประสิทธิภาพของการสอนไขวแบบวนซ้ําดวยการโปรแกรมตรรกะเชิงอุปนัย 
อัลกอริทึมการสอนไขวแบบวนซ้ําที่กลาวในหัวขอที่แลวสามารถใชจําแนกประเภทเว็บเพจและใหผลเปนที่

นาพอใจ อยางไรก็ดีพบวายังมีขอจํากัดในดานประสิทธิภาพของการจําแนกประเภท ในหัวขอนี้จะกลาวถึงการใช
การโปรแกรมตรรกะเชิงอุปนัยมาชวยเพ่ิมประสิทธิภาพของการสอนไขวแบบวนซ้ํา  

3.1 อัลกอริทึมการสอนไขวแบบวนซ้ําโดยใชการโปรแกรมตรรกะเชิงอุปนัย 
อัลกอริทึมการสอนไขวแบบวนซ้ําประกอบดวยตัวแยกแยะยอย 2 ตัว ในหัวขอนี้เรานําการโปรแกรมตรรกะ

เชิงอุปนัยมาเปนตัวแยกแยะยอยตัวที่หนึ่งและใชตัวแยกแยะเบยอยางงายเปนตัวแยกแยะยอยตัวที่สอง ดังแสดง
ในรูปที่ 9 สําหรับการโปรแกรมตรรกะเชิงอุปนัยนั้น เราไดเลือกใช โปรกอล (PROGOL) [Muggleton, 1995] 
และไดสรางความรูภูมิหลังสําหรับเว็บเพจแตละประเภท และกําหนดเว็บเพจตัวอยางเพ่ือการเรียนรูจํานวนหนึ่ง
ใหกับอัลกอริทึมการสอนไขวแบบวนซ้ํา 

รูปท่ี 9 อัลกอริทึมการสอนไขวแบบวนซ้ําโดยใชการโปรแกรมตรรกะเชิงอุปนัย 
 

ตัวแยกแยะที่หนึ่ง (Classifier1) จะทําการเรียนรูจากตัวอยางที่มีฉลากและตัวอยางที่ไมมีฉลาก การ
ทํางานจะเริ่มจากการนําความรูภูมิหลังและตัวอยางที่มีฉลากมาสรางกลุมของกฎ และนํากฎที่ไดมาจําแนก
ประเภทตัวอยางเว็บเพจที่ไมมีฉลาก (TrainingData1) หลังจากนั้นจะนําเว็บเพจที่ผานการจําแนกประเภทไป
ใหตัวแยกแยะที่สองทําการเรียนรูโดยใชตัวแยกแยะเบยอยางงาย เมื่อตัวแยกแยะที่สองเรียนรูไดสําเร็จก็จะทํา
การจําแนกประเภทเว็บเพจใน TrainingData2 ตอมาตัวแยกแยะที่หนึ่งจะทําการเรียนรูโดยใชการโปรแกรม
ตรรกะเชิงอุปนัย และจะทําเชนนี้ไปจนกระทั่งลูเขา 
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3.2 การสกัดลักษณะสําคัญของเว็บเพจและความรูภูมิหลัง 
หลังจากที่ทําการตัดคําหยุดและหารากคําเรียบรอยแลว เราไดทําการสรางเพรดิเคตเพื่อใชเปนลักษณะ

สําคัญ (feature) ใหกับระบบไอแอลพีใชในการเรียนรู เพรดิเคตที่ถูกสรางขึ้นแบงเปน 3 กลุมดังนี้  
• เพรดิเคต has_title(P,Word) หมายถึง เว็บเพจ P มีคํา Word  อยูที่ชื่อเว็บเพจ  
• เพรดิเคต has_head(P,Word) หมายถึง เว็บเพจ P มีคํา Word  อยูที่หัวขอยอยของเว็บเพจ 
• เพรดิเคต has_link(P,Word) หมายถึง เว็บเพจ P มีคํา Word อยูที่ไฮเปอรลิงคของเว็บเพจ 
นอกจากนี้เราไดสรางความรูภูมิหลังใหแกประเภทของเว็บเพจโดยอยูในรูปของเพรดิเคต ตัวอยางเชน 
classMaterial(textbook). 
classMaterial(slide). 
classMaterial(syllabus). 
assignment(project). 
assignment(homework). 

เมื่อตัวแยกแยะที่หนึ่งทําการเรียนรูเสร็จส้ินลงจะสามารถผลิตกฎตรรกะลําดับที่หนึ่งได เชน 
coursehomepage(A) :- has_link(A,B) , assignment(B). 

ซึ่งหมายถึง เว็บเพจ A จะจัดอยูในประเภท course homepage เมื่อมีลิงคไปยังเพจ B และมีคําที่เกี่ยวของกับ 
assignment อยูที่ไฮเปอรลิงคซึ่งก็คือ คําวา project และ homework เปนตน 

3.3 การทดลอง 
เราไดดําเนินการทดลองบนขอมูล 2 ชุด คือ WebKb และ DrugUsage โดยทําการวัดประสิทธิภาพของ

อัลกอริทึมโดยใชคาความแมนยํา (P) คาเรียกคืน (R) และ คา F1 (F1) ซึ่งนิยามไวในหัวขอที่ 2.2.3 ในการ
ทดลองดานลางนี้เราไดทําการทดลองเปรียบเทียบกับอัลกอริทึมการสอนไขวแบบวนซํ้าที่ใชไอแอลพี (ICT-ILP) 
กับอัลกอริทึมการสอนไขวแบบวนซ้ําดั้งเดิม (ICT-NB)  และยังไดทดลองเปรียบเทียบกับอัลกอริทึมโคเทรนนิง 
(CoTraining) [Blum & Mitchell, 1998] อีเอ็ม (EM) [Dempster et al. 1977] และตัวแยกแยะเบยอยางงายแบบ
สอน (S-Bayes)  

3.3.1 ผลการทดลองกับชุดขอมูล WebKb 
ในการทดลองกับชุดขอมูล WebKb นี้  เราไดกําหนดสัดสวนของตัวอยางที่มีฉลากโดยสุมเลือกมาเปน

จํานวน 30%  สําหรับเว็บเพจแตละประเภท และกําหนดใหตัวอยางในการเรียนรูที่ไมมีฉลากมีจํานวน 30% สวน
ที่ใชในการทดสอบวัดประสิทธิภาพมีจํานวน 40%  และไดทําการทดลอง 5 ครั้งและนําผลการทดลองมาเฉลี่ย 
(5-fold cross validation) ผลการทดลองแสดงในตารางที่ 21  

ตารางที่ 21 ประสิทธิภาพการทํางานเฉลี่ยบนชุดขอมูล WebKb 

ตัวแยกแยะที่ 1  ตัวแยกแยะที่ 2 
อัลกอริทึม 

P R F1  P R F1 
ICT-ILP 80.00 81.82 80.90  82.61 86.36 84.44 
ICT-NB 71.85 94.39 78.25  67.23 86.73 71.76 
S-Bayes 74.99 87.24 79.91  76.95 84.18 79.60 
CoTraining 73.95 84.69 75.64  79.69 60.72 66.14 
EM 68.62 91.64 75.98  76.78 74.28 70.70 
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ผลการทดลองพบวาตัวแยกแยะที่หนึ่งของอัลกอริทึมการสอนไขวแบบวนซ้ําไดถูกพัฒนาใหมีความสามารถ
วัดโดยคา F1 เพ่ิมขึ้นจากเดิม 78.25% (ICT-NB) เปน 80.90% (ICT-ILP)  และเมื่อเปรียบเทียบกับ
อัลกอริทึมเบยอยางงายแบบสอนซึ่งไดรับขอมูลตัวอยางที่มีฉลากมากกวาอัลกอริทึมการสอนไขวแบบวนซ้ําถึง 2 
เทา (60%) พบวาอัลกอริทึมเบยอยางงายแบบสอนมีประสิทธิภาพดอยกวาอัลกอริทึมการสอนไขวแบบวนซ้ํา 
(79.91%) นอกจากนี้อัลอริทึมการสอนไขวแบบวนซ้ําชนิดการโปรแกรมตรรกะเชิงอุปนัยนี้ยังใหประสิทธิภาพ
การทํางานที่สูงกวาโคเทรนนิงและอีเอ็มอีกดวย 

เมื่อพิจารณาตัวแยกแยะท่ีสอง พบวาอัลกอริทึมการสอนไขวแบบวนซ้ําชนิดการโปรแกรมตรรกะเชิงอุปนัย
สามารถเพิ่มประสิทธิภาพใหแกตัวแยกแยะที่สอง โดยไดคา F1 เปน 84.44% ซึ่งสูงกวาวิธีเดิม 12.68% จะเห็น
ไดวาการโปรแกรมตรรกะเชิงอุปนัยไดมีสวนชวยใหตัวแยกแยะที่สอง (ตัวแยกแยะเบยอยางงาย) ทํางานไดมี
ประสิทธิภาพสูงขึ้น อยางไรก็ดีอัลกอริทึมการสอนไขวแบบวนซํ้าชนิดการโปรแกรมตรรกะเชิงอุปนัยจะใชเวลา
การเรียนรูนานกวาแบบเดิม 

3.3.2 ผลการทดลองกับชุดขอมูล DrugUsage 
ในการทดลองกับชุดขอมูล DrugUsage นี้  เราไดกําหนดสัดสวนของตัวอยางที่มีฉลากโดยสุมเลือกมา เปน

จํานวน 33%  สําหรับเว็บเพจแตละประเภท และกําหนดใหตัวอยางในการเรียนรูที่ไมมีฉลากมีจํานวน 33% สวน
ที่ใชในการทดสอบวัดประสิทธิภาพมีจํานวน 34%  และไดทําการทดลอง 3 ครั้งและนําผลการทดลองมาเฉลี่ย 
(3-fold cross validation) ผลการทดลองแสดงในตารางที่ 22 

ตารางที่ 22 ประสิทธิภาพการทํางานเฉลี่ยบนชุดขอมูล DrugUsage 

ตัวแยกแยะที่ 1  ตัวแยกแยะที่ 2 
อัลกอริทึม 

P R F1  P R F1 
ICT-ILP 82.37 98.32 89.90  56.03 88.20 65.39 
ICT-NB 60.54 80.66 69.17  57.14 70.30 63.04 
S-Bayes 75.74 92.67 83.35  68.81 87.12 76.89 
CoTraining 55.51 62.52 58.81  50.45 77.56 61.14 
EM 53.02 46.45 49.52  46.06 76.55 57.51 

จากผลการทดลองพบวาอัลกอริทึมการสอนไขวแบบวนซ้ําชนิดการโปรแกรมตรรกะเชิงอุปนัย (ICT-ILP) มี
ประสิทธิภาพการทํางานสูงสุดโดยเพิ่มจาก 69.17% เปน 89.90% สําหรับตัวแยกแยะที่สองของ ICT-ILP ก็
พบวาไดประสิทธิภาพที่สูงเมื่อเปรียบเทียบกับอัลกอริทึมอื่นๆ 

3.4 สรุปผลการใชการโปรแกรมตรรกะเชิงอุปนัยเพื่อเพิ่มประสิทธิภาพของการสอนไขวแบบวนซ้ํา 
เราพบวาการโปรแกรมตรรกะเชิงอุปนัยไดมีสวนชวยใหประสิทธิภาพของอัลกอริทึมการสอนไขวแบบวนซ้ํา

ทํางานไดดีย่ิงขึ้น ทั้งนี้เปนเพราะการนําความรูภูมิหลังที่เหมาะสมใสใหแกระบบเพ่ือใชในการสรางกฎที่สามารถ
ใชในการจําแนกประเภทของขอมูลไดอยางถูกตอง โดยกฎที่ไดจากการเรียนรูสามารถใชเปนตัวแทนของกลุม
ขอมูลไดเปนอยางดีอีกทั้งยังมีความหมายที่อานเขาใจไดงายอีกดวย 
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4. สรุปผลการวิจัย 
ในงานวิจัยนี้ เราไดนําเสนอวิธีการสําหรับการจําแนกประเภทเว็บเพจออกเปนหมวดหมูโดยอัตโนมัติ หัวขอ

ที่เนนทําวิจัย คือ (1) การวิจัยพ้ืนฐานเพื่อเพ่ิมประสิทธิภาพของการโปรแกรมตรรกะเชิงอุปนัย และ (2) การวิจัย
เทคนิคการเรียนรูของเครื่องที่สามารถใชประโยชนจากขอมูลแบบไมมีฉลาก สําหรับการเพิ่มประสิทธิภาพของ
การโปรแกรมตรรกะเชิงอุปนัยนั้น เราไดนําเสนอวิธีการใหมสําหรับหากฎที่ตรงกับขอมูลมากที่สุด ซึ่งวิธีการนี้ใช
กระบวนการดึงลักษณะสําคัญรวมกับนิวรอลเน็ตเวิรก ผลการวิจัยแสดงใหเห็นวาวิธีการที่นําเสนอมีประสิทธิภาพ
สูงกวาวิธีการอื่นๆ ของการโปรแกรมตรรกะเชิงอุปนัยที่นํามาเปรียบเทียบ  นอกจากนี้เรายังไดนําเสนอวิธีการ
เรียนรูแบบใหมที่เรียกวา การสอนไขวแบบวนซ้ํา ซึ่งสามารถใชประโยชนจากขอมูลไมมีฉลากได วิธีการนี้เหมาะ
สําหรับการจําแนกประเภทเว็บเพจบนอินเตอรเน็ตที่มีขอมูลมากมายมหาศาลที่ไมมีฉลาก การสอนไขวแบบวน-
ซ้ํามีจุดเดนที่ใชตัวแยกแยะยอยสองตัว ที่สามารถโตตอบและสอนกันเองไปมาจนกระทั่งการเรียนรูสําเร็จ ผลที่
ไดแสดงใหเห็นวา การสอนไขวแบบวนซ้ําสามารถใชประโยชนจากขอมูลไมมีฉลากไดเปนอยางดี และมี
ประสิทธิภาพใกลเคียงกับการเรียนรูแบบสอนที่ตองใชขอมูลมีฉลากทั้งหมด เรายังไดเพ่ิมประสิทธิภาพของการ
สอนไขวแบบวนซ้ํา โดยการนําการโปรแกรมตรรกะเชิงอุปนัยมาเปนตัวแยกแยะยอย ซึ่งเพ่ิมประสิทธิภาพของ
การสอนไขวแบบวนซ้ําใหสูงกวาเดิมไดอยางมาก และมีประสิทธิภาพสูงกวาวิธีการอื่นๆ ทุกวิธีที่นํามาทดสอบ
รวมท้ังการเรียนรูแบบสอนอีกดวย 
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